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WprowadzenieSztuzna inteligneja jako nauka zrodziªa si� z dwóh potrzeb. Po pierwsze ogarniaj¡anas z dnia na dzie« fala informaji wymaga stosowania oraz wymy±lniejszyh i sku-tezniejszyh metod ih przetwarzania. Klasyzne rozwi¡zania wywodz¡e si� z metodmatematyznyh okazuj¡ si� z�sto niemo»liwe do zastosowania ze wzgl�du naRosn¡¡ zªo»ono±¢ oblizeniow¡.Problemy podzas oblize« numeryznyh.Zªo»ono±i¡ proesu przekrazaj¡¡ nasze obene mo»liwo±i jego opisu.Drugi powód, to jak zwykle u ludzi, h�¢ poznania zego± nowego. Zapewne gdyby in-formatyy nie potrzebowali metod sztuznej inteligenji to i tak kto± by si� tym zajmo-waª. Tym zasem okazaªo si�, »e na±ladowanie przyrody i przetwarzanie danyh zgodniez niektórymi wypraowanymi przez ni¡ mehanizmami daje szans� na przezwyi�»enieproblemów napotykanyh przy stosowaniu metod klasyznyh.Jako pierwszy poddano analizie jeden z najdoskonalszyh tworów przyrody przetwa-rzaj¡y dane � mózg. Tak narodziªy si� sztuzne siei neuronowe. Algorytmy genetyzneto z kolei zauwa»enie faktu, i» w przyrodzie prze»ywa najlepiej przystosowany. Mówi¡matematyznie � prze»ywa osobnik maksymalizuj¡y funkj� przystosowania. Natomiastsystemy rozmyte stanowi¡ odpowied» na potrzeb� przetwarzania danyh niepreyzyjnyhtypu jad� szybko (Co to znazy szybko? 50 km/h, 100 km/h a mo»e 72154 km/s???) zyjest zimno (Zimno to znazy ile mamy stopni? -5, -54 zy mo»e +10???). Te trzy zagad-nienia stanowi¡ dzisiejszy rdze« tak zwanej sztuznej inteligenji i w wielu sytuajahwspieraj¡ si� wzajemnie. Sªowo sztuznej sugeruje, »e mamy do zynienia z zym± nie-naturalnym, wymy±lonym, o jednak �samo z siebie� potra� zahowa¢ si� inteligentnie.Tak naprawde to tylko ludzie, w i¡gªym d¡»eniu do stworzenia maszyn na swój wzóri podobie«stwo, przypisuj¡ inteligentne zahowanie tworom, które jedynie je symuluj¡.Nie zmienia to faktu, i» jest to niezwykle iekawy ±wiat. �wiat, który pohªania orazbardziej w miar� jak si� go poznaje. Daje nam jednoze±nie pot�»ne narz�dzie mo»liwedo wykorzystania w ró»nyh dziedzinah »yia jak i pozwala nam pozna¢ i zrozumie¢lepiej samyh siebie, bo przeie» nas w pewnym stopniu symuluje.Mamy gª�bok¡ nadziej�, »e uda nam si� pokaza¢ Pa«stwu ho¢ z�±¢ tego wspaniaªego±wiata i zah�i¢ do samodzielnego podró»owania po nim. Niniejszy dokument stanowielektroniz¡ wersj� notatek jakie sporz¡dzali±my dla siebie przez lata przygotowuj¡ si�do zaj�¢ obejmuj¡yh t¡ tematyk�. Materiaª tutaj zawarty niejednokrotnie mo»e oka-za¢ si� obszerniejszy od realizowanego na zaj�iah, ale hieli±my zebra¢ w jedn¡ aªo±¢informaje jakie mamy porozrzuane w najprzeró»niejszyh miejsah. Integraln¡ z�±¢Podr�znika stanowi¡ pliki z przykªadowymi programami, które mo»na ±i¡gn¡¢ ze stronySztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



ii ROZDZIA� 0. WPROWADZENIEW tek±ie pojawiaj¡ si� tak»e ¢wizenia. Odpowiedzi na niektóre z nih podane s¡na stronah nast�puj¡yh po stronie z pytaniem. Inazej mówia: najpierw jest pytaniea dopiero dalej s¡ odpowiedzi. Dlatego zanim nie przejrzy si� aªego dokumentu prosz�si� nie niepokoi¢. Cz�sto odpowied¹ nie jest w postai jawnej. Ukryta jest bowiem podpostai¡ innyh ¢wize«. Ih wykonanie i wªasne przemy±lenia daj¡ dopiero rozwi¡zanie.Dokument ten postaª gªownie dla Pa«stwa i od Pa«stwa zale»y jaki b�dzie w przyszªo±i.Dlatego prosz� o zgªaszanie wszelkih uwag i propozyji, nawet tyh zwi¡zanyh z bª�-dami ortogra�znymi zy wielko±i¡ zionki. �yzymy wszystkim udanej i fasynuj¡ejpodró»y przez krainy Sztuznej Ineligenji Piotr Fulma«ski, Marta Grzanek�ód», 29 zerwa, 2002
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Zawarto±¢ podr�znika i uwagiNaszym zamiarem nie byªo napisanie kolejnej ksi¡»ki o sztuznej inteligenji. Zale»aªonam natomiast aby zebra¢ w jednym miejsu wszystko to o do zaj�¢ z tego zakresu mo»esi� przyda¢; st¡d te» w nazwie sªowo �podr�znik�. Nie tyle bowiem jest trudno wska-za pozyje warte przezytania, o bardzo trudno jest w opariu o nie stworzy¢ spójnymateriaª pozwalaj¡y na zagospodarowanie okre±lonej ilo±i jednostek lekyjnyh. Wwi�kszo±i ksi¡»ek brakuje odpowiednih �uzasadnie«�. Bardzo z�sto wzory podawanes¡ niejako z r�kawa bez »adnyh uzasadnie«, ewentualnie z podaniem numeru ytowanejpozyji. Niestety wi�kszo±¢ przypadków ytowane pozyje s¡ bardzo trudna do zdobyiaa nawet je±li si� to ju» uda, to bez dodatkowyh komentarzy z�sto trudno w oryginal-nyh praah doszuka¢ si� zwi¡zku ze wzorami podawanymi przez ytuj¡ego autora.Dodatkow¡ niedogodno±i¡ s¡ ró»ne notaje i przyj�te umowy o dla osoby stykaj¡ejsi� z zagadnieniem pierwszy raz jest du»ym utrudnieniem.Naszym elem jest podanie materiaªu w sposób jasny i zrozumiaªy a nie m¡dry inaukowy. Zdajemy sobie bowiem spraw�, »e zwroty typu �ªatwo wida¢� albo �ozywi-st¡ konsekwenj¡� lub aªe strony wzorów bez sªowa komentarza a o gorsza prostegoprzykªadu ilustruj¡ego zagadnienie znaznie redukuj¡ grono osób potenjalnie zainte-resowanyh tematem. Zdeydowanie jeste±my zwolennikami podej±ia do tematu typu:�popatrzie jakie to proste� ni» �popatrzie jaki jestem m¡dry�.Poniewa» naszym zamierzeniem nie byªo zastpienie istniej¡ej literatury a razej wy-peªnienie pewnej luki na rynku edukayjnym dlatego w przypadku w¡tpliwo±i odsyªamydo literatury, której obszerny spis podany jest na ko«u. Co wa»niejsze spis ten zawierapozyje �mo»liwe do osi¡gni�ia�.Caªy podr�znik powstaª na bazie notatek z ró»nyh naszyh zaj�¢ mniej lub bar-dziej zwi¡zanyh ze sztuzn¡ inteligenj¡. St¡d te» dobór takiego a nie innego materiaªui to w takih wªa±nie proporjah, podzielonego dodatkowo na materiaª zarówno ±i±lewykªadowy jak i typowo ¢wizeniowy. Postanowili±my utrzyma¢ taki logizny podziaªna niejako dwie z�±i, dzi�ki zemu osoba zainteresowana wykªadem wale nie musizagl¡da¢ do ¢wize« i na odwrót. Niezale»no±¢ (ozywi±ie w pewnym stopniu) ka»dejz z�±i pozwala tak»e na indywidualne przegl¡danie jego zawarto±i w dowolnym po-rz¡dku. W proponowanyh ¢wizeniah hemy pokaza¢, »e wiedza �wykªadowa� mo»eznale¹¢ zastosowanie praktyzne.I tak �Podr�znik� zawiera rozdziaªy po±wi�one nast�puj¡ym dziedzinom sztuznejinteligenji:Rozwa»ania natury teoretyzno-�lozo�znej. Materiaª wykªadowy znajduje si� wrozdziale 1.Strategie przeszukiwa« przestrzeni. Materiaª znajduje si� w rozdziale 5. Je±li totylko byªo mo»liwe ka»dy algorytm byª przedstawiony ogólnie i na konkretnyhSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



iv ROZDZIA� 0. ZAWARTO�� PODR�CZNIKA I UWAGIprzykªadah. Tak wi� materiaª ten nadaje si� zarówno na ¢wizenia jak i wykªad.Sztuzne siei neuronowe. Materiaª wykªadowy znajduje si� w rozdziaªah 15 oraz16. Materiaª ¢wizeniowy znajduje si� w rozdziaªah:
• 24 � problem podziaªu przestrzeni.
• 25 � sie¢ jednowarstwowa, rozpoznawanie liter.
• 26 � sie¢ dwuwarstwowa, problem XOR.
• 27 � gra w zoªgi, zyli Sorh.
• 28 � kompresja obrazu przy pomoy siei jednokierunkowej.
• 29 � sie¢ Hop�elda, odtwarzanie zapami�tanego obrazu.
• 32 � sie¢ samoorganizuj¡a, kompresja obrazu.
• ?? � metoda Levenberga-Marquardta.Poni»ej zebrano wszystkie metody nauki sztuznyh siei neuronowyh, jakie omó-wione zostaªy w podr�zniku.
• Reguªa pereptronu � punkt 16.5.1 strona 138.Algorytmy genetyzne. Materiaª wykªadowy znajduje si� w rozdziale 39. Materiaª¢wizeniowy znajduje si� w rozdziaªah:
• 40 � magizne kwadraty.
• 41 � zadanie optymalizayjne.Problem wiedzy i jej reprezentaji. Materiaª wykªadowy znajduje si� w rozdziale 3(Wiedza a j�zyk). Materiaª ¢wizeniowy znajduje si� w rozdziaªah:
• brakPodejmowanie deyzji, wnioskowanie. Materiaª wykªadowy znajduje si� w rozdziale3 (Wiedza a j�zyk). Materiaª ¢wizeniowy znajduje si� w rozdziaªah:
• ??, 12 � automaty Moore'a.
• 13 � drzewo deyzyjne.Caªo±¢ materiaªu z punktu �Sztuzne siei neuronowe� pozwala na przeprowadzeniesemestralnyh zaj�¢ (30 godzin wykªadu + 30 godzin ¢wize«) z zakresu sztuznyhsiei neuronowyh. Wybieraj¡ materiaª z pozostaªyh punktów mo»na przeprowadzi¢semestralne zaj�ia z przedmiotu �Elementy sztuznej inteligenji�.Po wielu próbah udaªo nam si� osi¡gn¡¢ pewien wzgl�dny porz¡dek w oznazeniah,ale prosimy o zujno±¢ i jednoze±nie elastyzno±¢ my±low¡. Sztywne trzymanie si� pew-nyh ustale«, np. sposobu indeksowania, owoowaªo by koniezno±i¡ u»ywania wieluindesków w przypadkah gdy jest to aªkiem zbytezne. Zwykle z kontesktu wynikazym dany indeks jest. I tak w jednym miejsu zapis pi mo»e oznaza¢ i-ty wzorzeuz¡y (i-ty wektor), natomiast gdzie indziej xi oznaza i-t¡ skªadow¡ wektora x. Ponadto ze wzgl�du na to, »e z�sto wektory s¡ jednoelementowe, nie stosujemy spejalnegokroju zionki na wyró»nienie wektora. Z tyh samyh powodów nie u»ywamy znakutranspozyji. Przyjmujemy domy±lnie, »e wszystkie wymiary s¡ tak dobrane aby byªomo»liwe przeprowadzenie wymaganej operaji.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



vPoni»ej przedstawiamy spis u»ywanyh symboli. Ozywi±ie z wymienionyh powy»ejpowodów nie nale»y trzyma¢ si� go bardzo ±i±le
• t

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



vi ROZDZIA� 0. ZAWARTO�� PODR�CZNIKA I UWAGI

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 1Sztuzna inteligenja1.1 Zarys materiaªuNiniejszy wykªad ma harakter wybitnie interdysyplinarny. Obejmuje bowiem swoimzasi�giem tematy i problemy ogólnie znane pod nazw¡ Sztuznej Inteligenji. Jak si�dosy¢ szybko przekonamy, dziedzina ta ma swoje powi¡zania z logika, informatyk¡, ma-tematyk¡, psyhologi¡, �lozo�¡, biologi¡, lingwistk¡, robotyk¡. . .Ze wzgl�du na tak szeroki zakres poruszanyh tematów znazn¡ trudno±i¡ jest takieprzedstawienie wiadomo±i aby uªo»yªy si� one w jak¡± sensown¡ aªo±¢.Caªo±¢ zagadnie« podzielona zostaªa na dwie grupy, które wzajemnie b�d¡ si� prze-plata.
• Grup� pierwsz¡ stanowi¡ praktyzne przykªady zazerpni�te z niektóryh dziedzinwhodz¡yh w skªad Sztuznej Inteligenji wraz z omówieniem podstawowyh za-gadnie« (np. siei neuronowe zy modelowanie zahowa«). Wykªad odpowiedzialnyb�dzie w tym przypadku za wprowadzenie poj�¢ i ih teoretyzn¡ prezentaj�; im-plementaje pozostawione zostan¡ na ¢wizenia.
• Drug¡ grup� stanowi¡ wiadomo±i ogólne zyli w pewnym sensie teoria:� jak doszªo do powstania dziedziny nauki nazywanej dzi± Sztuzn¡ Inteligenj¡� prezentaja bada«, pra i osi¡gni�¢ zwi¡zanyh z konstruowaniem my±l¡yhmaszyn;� rozwa»ania natury �lozo�znej zwi¡zane z, ogólnie mówi¡, my±leniem.Wydaje nam si�, i» istotnym jest aby podzas aªego yklu zaj�¢ poszukiwa¢ odpowie-dzi na pewne pytania. Razej nie zostan¡ one zamieszzone w sposób jawny, gdy» ka»dysam musi wyrobi¢ sobie swoje wªasne zdanie i mie¢ intuij� zwi¡zan¡ z tym tematem.Oto przykªadowe pytania:Czy maszyna mo»e my±le¢? Pytanie wydaje si� by¢ postawione bardzo prosto, alerodzi seri� kolejnyh pyta«:

• Co to jest maszyna?
• Co to znazy my±le¢?
• Kiedy mo»emy powiedzie¢, »e �o±� my±li?Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



2 ROZDZIA� 1. SZTUCZNA INTELIGENCJAJaka mo»liwa maszyna mo»e my±le¢? Je±li stwierdzimy, »e maszyna mo»e my±le¢to zy ka»da? Tak, nie? Czym si� powinna harakteryzowa¢?Czy my±l¡a maszyna b�dzie równoznazna ze sztuznym zªowiekiem? Jest topytanie o istot� zªowieze«stwa. Co to znazy by¢ zªowiekiem zy by¢ podobnymdo niego? Podobie«stwo to jest funkjonalne, strukturalne zy mo»e jeszze jakie±inne?Dlazego budujemy maszyny my±l¡e?
• Budujemy aby dzi�ki temu zrozumie¢ istot� my±lenia, istot� zªowieze«stwa.A zatem w tym kontek±ie AI jest ±rodkiem a nie elem. �rodkiem sªu»¡ympoznaniu nas samyh.
• Zast¡pi¡ nas wsz�dzie tam gdzie mogªo by by¢ zagro»one »yie ludzkie.
• Je±li maszyny b�d¡ potra�ªy my±le¢, to mo»liwe, »e b�d¡ to robiªy na tylesprawnie, »e rozwi¡»¡ pewne problemy, któryh ludzie do tej pory nie rozwi¡-zali.Czy maszyna my±l¡a b�dzie posiada¢ prawa istoty my±l¡ej?Czy maszyna my±l¡a zalizana b�dzie do �bytów� »ywyh? Konsekwenj¡ obupowyzszyh pyta« s¡ kolejne, bardziej szzegóªowe:
• Czy mo»na wyrzui¢ wyeksploatowan¡ maszyn�? To tak jak gdyby wyrzu-i¢ kogo± z pray tylko dlatego, »e przekrozyª pewien wiek. Zauwa»my, »ewyrzuenie maszyny ma znaznie szerwsze konsekwenje, bo zwykle jest rów-noznazne z jej u±miereniem.
• Problem zniewolenia maszyn i ih przymuszania do pray.
• Je±li maszyna b�dzie posadaªa prawa przysªuguj¡e bytom »ywym, to zymo»e odmówi¢ pray ze wzgl�du na pogl¡dy?Ozywi±ie pyta« podobnyh do tyh jest wiele. Ka»dy mo»e uzupeªni¢ t� list� o wªasnei poszukiwa¢ odpowiedzi.1.2 Sztuzna Inteligenja - zym jest?Jednym z podstawowyh d¡»e« zªowieka jest pragnienie wiedzy i poznawania. Umie-j�tno±¢ dziwienia si� od poz¡tku odró»niaªa go od innyh istot »yj¡yh. To wªa±nieowo nieustanne szukanie sedna i istoty rzezy rodziªo przez wieki post�p. Czªowiek za-wsze pragn¡ª poznawa¢ oraz lepiej i dokªadniej. Te d¡»enia odzwieriedlaj¡ powstaniedziedziny nauki okre±lanej mianem Sztuznej Inteligenji. Poz¡tkow¡ ide¡, le»¡¡ upodstaw sztuznej inteligenji, byªo stworzenie my±l¡yh maszyn. Czy jest to mo»liwe?Na to pytanie nadal nie znamy odpowiedzi.Powszehnie wiadomo, »e komputery s¡ w stanie rozwi¡zywa¢ szereg ró»nyh za-da« szybiej i efektywniej ni» ludzie. Jednak»e najz�±iej dostarzamy komputerowiwiedzy potrzebnej do rozwi¡zania danego problemu w postai konkretnego algorytmu.Wsz�dzie tam, gdzie znamy dokªadny algorytm dziaªania, prowadz¡y do wy-konania interesuj¡ego nas zadania, inteligenja nie jest koniezna. Jest jednakSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



1.2. SZTUCZNA INTELIGENCJA - CZYM JEST? 3wiele problemów, któryh rozwi¡zanie nie da si� uj¡¢ w ±isªe reguªy. Poj�ie tzw. �inteli-gentnego komputera� zakªada, »e komputer potra� efektywnie rozwi¡za¢ problem, nawetje±li nie zostaªy zde�niowane wszystkie kroki proesu rozwi¡zania.Ze zbudowaniem my±l¡ej maszyny wi¡zano wielkie nadzieje. Jednak w dziedziniesztuznej inteligenji trudno znale¹¢ proste i ªadne rozwi¡zania,zy wr�z �prawa inte-ligenji� na wzór praw �zyki zy hemii. By¢ mo»e takie prawa w ogóle nie istniej¡?Sam temat budowania sztuznej inteligenji jest dosy¢ kontrowersyjny. Pojawiªy si� opi-nie, »e (sztuznej) inteligenji nie da si� skonstruowa¢, a istniej¡e systemy nie maj¡ni wspólnego z prawdziw¡ inteligenj¡, poniewa» wykonuj¡ jedynie operaje na lizbahi symbolah. Przy okazji powstaªo wiele pyta« natury �lozo�znej, wielu naukowówzaz�ªo frapowa¢ pytanie: �Czy maszyna mo»e my±le¢?� lub �Co mamy na my±li, gdymówimy »e program zahowuje si� inteligentnie?� Tak naprawd� jednak problem le»yhyba na poziomie de�niji terminów �inteligenja (naturalna)� i �sztuzna inteligenja�.Dobrym punktem wyj±ia w rozwa»aniah nad sztuzn¡ inteligenj¡ jest de�nijainteligenji jako takiej. Poniewa» jednak inteligenja traktowana jako pewna wªasno±¢zy eha umysªu ma wiele odieni znazeniowyh, zatem mamy wiele ró»nyh de�niji.Oto niektóre z nih:De�nija 1.1 (Tiepªow). Inteligenja to wªa±iwo±¢ psyhizna, która przejawia si� wewzgl�dnie staªej, harakterystyznej dla jednostki, efektywno±i wykonywania zada«.De�nija 1.2 (Stern). Inteligenja to ogólna zdolno±¢ adaptaji do nowyh warunków iwykonywania nowyh zada«.De�nija 1.3 (Piaget). Inteligenja to zdolno±¢ rozwi¡zywania problemów.De�nija 1.4 (Spearman). Inteligenja to dostrzeganie zale»no±i, relaji.De�nija 1.5 (Ferguson). Inteligenja to zdolno±¢ uzenia si�.De�nija 1.6 (Boring). Inteligenja to to, o mierz¡ testy inteligenji.De�nija 1.7. Inteligenja to zdolno±¢ do aktywnego przetwarzania informaji, prze-ksztaªania ih z jednej formy w inn¡ poprzez operaje logizne.De�nija 1.8. Inteligenja to zdolno±¢ do przetwarzania informaji na poziomie abstrak-yjnyh idei (np. umiej�tno±¢ dokonywania oblize« matematyznyh lub gry w szahy).De�nija 1.9. Inteligenja to zdolno±¢ do twórzego, a nie tylko mehaniznego przetwa-rzania informaji, zyli tworzenia zupeªnie nowyh poj�¢ i ih nieozekiwanyh poª¡ze«.De�nija 1.10. Inteligenja to zespóª zdolno±i umysªowyh umo»liwiaj¡yh jednostesprawne korzystanie z nabytej wiedzy oraz skutezne zahowanie si� wobe nowyh zada«i sytuaji.Z punktu widzenia dalej prowadzonyh rozwa»a« najbardziej adekwatn¡ dla nas de-�nij¡ jest:De�nija 1.11. Inteligenja jest to zdolno±¢ uzenia si� i rozumienia zjawisk poprzezdo±wiadzenie, zdolno±¢ zdobywania wiedzy i wykorzystywania jej w elu szybkiego i efek-tywnego reagowania na nowe sytuaje; zdolno±¢ rozumowania w elu efektywnego rozwi¡-zywania problemów.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



4 ROZDZIA� 1. SZTUCZNA INTELIGENCJAA zatem inteligenj� harakteryzuje
• uzenie si� ([. . . ℄zdolno±¢ uzenia si�[. . . ℄),
• zdobywanie wiedzy ([. . . ℄zdolno±¢ zdobywania wiedzy[. . . ℄),
• wniosowanie ([. . . ℄wykorzystywania jej[wiedzy ℄[. . . ℄zdolno±¢ rozumowania[. . . ℄),
• uogólnianie ([. . . ℄reagowania na nowe sytuaje[. . . ℄).Skoro taka jest natura (naturalnej) inteligenja, to sztuzna inteligenja, jakkolwiekrozumiana, np. jako
• inteligenja udawana (gdy, stwarzamy pozory inteligentnego zahowania dzi�ki sto-sowaniu odpowiednih algorytmów � np. gra w szahy),
• inteligenja symulowana (gdy symulujemy proesy biohemizne maj¡e swój udziaª�w inteligenji�),
• inteligenja inna od naturalnejtak»e powinna harakteryzowa¢ si� zdolno±i¡
• zdobywania wiedzy,
• uzenia si�,
• wniosowania,
• uogólniania.Spróbujmy teraz okre±li¢ zym jest sztuzna inteligenja. Nie nale»y poni»szyhde�niji traktowa¢ jako ±isªyh i jedynie sªusznyh. Jest to pewna propozyja, zapewnetak samo dobra jak wiele innyh. Przyzna¢ nale»y jednak, »e wªa±nie w takih formahwyst�puje to poj�ie najz�±iejDe�nija 1.12. Sztuzna Inteligenja jest dziedzin¡ wiedzy której elem i przedmiotembada« s¡ maszyny potra�¡e rozwi¡zywa¢ zadania, przy rozwi¡zywaniu któryh zªowiekkorzysta ze swojej inteligenji.De�nija 1.13. [24℄ Arti�ial intelligene (AI) is the study of how to make omputersdo things whih, at the moment, people do better.Sami badaze Sztuznaj Inteligenji dziel¡ si� na dwa obozy, wedle propozyji i ha-rakterystyki Johna Searle'a:Silna Sztuzna Inteligenja (ang. Strong Arti�ial Inteligene) Zwolenniy tego obozuuwa»aj¡, i» zbiór problemów stawianyh przed nauk¡ (jako tak¡, Sztuzn¡ Inte-ligenj¡ w szzególno±i) i rozwi¡zywalnyh metodami naukowymi pokrywa si�z klas¡ problemów rozstrzygalnyh algorytmiznie, zyli rozwi¡zywalnyh przezurz¡dzenia prauj¡e na zasadzie maszyny Turinga. Mówi¡ bardziej obrazowo,dla ka»dego zahowania lub akji jaka wydarzy si� w naszym otozeniu mo»nanapisa¢ program (klasyznymi metodami na klasyzny komputer), który to zaho-wanie lub akj� wyja±ni. St¡d z�sto okre±la si� ih mianem algorytmistów. Mówi¡inazej, odpowiednio zaprogramowany komputer jest w istotny sposób równowa»nymózgowi, ma stany poznawze, jest umysªem a pewne ehy umysªowe mo»na przy-pisa¢ logiznemu dziaªaniu dowolnego urz¡dzenia liz¡ego.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



1.3. CELE I ZADANIA SZUCZNEJ INTELIGENCJI 5Sªaba Sztuzna Inteligenja (ang. Weak Arti�ial Inteligene) Zwolenniy tego po-gl¡du s¡ zdania, i» mo»liwe jest peªne poznanie badanyh zagadnie«, ale poznanieto nie b�dzie opieraªo si� na proedurah algorytmiznyh. Mówi¡ inazej kom-puter pozwala jedynie formuªowa¢ i sprawdza¢ hipotezy dotyz¡e mózgu.Z kolei Roger Penrose proponuje podziaª oparty o nast�puj¡e stanowiska1. My±lenie zawsze polega na oblizeniah, a w szzególno±i ±wiadome doznania po-staj¡ wskutek realizaji odpowiedniego proesu oblizeniowego (stanowisko to po-krywa si� z SAI).2. �wiadomo±¢ jest eh¡ �zyzn¡ dziaªaj¡ego mózgu. O ile wszystkie �zyzne pro-esy mo»na symulowa¢ oblizeniowo, to jednak symulajom tym nie towarzyszy±wiadomo±¢.3. Odpowiedni proesy �zyzne w mózgu powoduj¡ powstanie ±wiadomo±i, ale tyhproesów nie mo»na nawet symulowa¢ oblizeniowo (stanowisko to pokrywa si� zWAI).4. �wiadomo±i nie mo»na wyja±ni¢ w »aden �zyzny, oblizeniowy zy inny naukowysposób (mistyyzm).W alym wykªadzie b�dzimy trzyma¢ si� nast�puj¡ej notaji: przez Sztuzn¡ Inte-ligenj� okre±la¢ b�dziemy dziedzin� bada« za± przez sztuzn¡ inteligenj� przedmiotbada«.Zauwa»my, »e je±li Sztuzna Inteligenja bada my±l¡y sztuzny system poznawzyto zyni to w opariu o znajomo±¢ systemu naturalnego staj¡ si� tym samym blisk¡naukom kognitywnym (ang. Cognitive Siene). Nauki kognitywne s¡ studium inte-ligenji i systemów inteligentnyh ze szzególnym odniesieniem si� do zahowania inte-ligentnego jako proesu daj¡ego si� oblizy¢. Jest to okre±lenie na interdysyplinarnyzbór nauk zwi¡zanyh ze zdobywaniem i u»ywaniem wiedzy. Swój wkªad wnosz¡ tutaj:psyhologia, lingwistyka, �lozo�a, atropologia, nauki o mózgu, pedagogika, logika, mate-matyka, informatyka. . . Istnieje pi�¢ gªównyh pól badawzyh w naukah kognitywnyh:reprezentaja wiedzy, j�zyk, uzenie si�, my±lenie, perepja.Mimo blisko±i nauk kognitywnyh i Sztuznej Inteligenji b�dziemy je rozgraniza¢:nauki kognitywne za przedmiot swyh bada« obraªy naturalne systemy poznawze zeszzególnym uwzgl�dnieniem roli zªowieka, natomiast Sztuzna Inteligenja jedynie ta-kie systemy modeluje.1.3 Cele i zadania szuznej inteligenjiMo»na wyodr�bni¢ dwa gªówne ele rozwoju Sztuznej Inteligenji:
• Budowa inteligentnyh systemów (komputerowyh), tzn. systemów wykazuj¡yhehy podobne do eh inteligentnego dziaªania zªowieka, do skuteznego rozwi¡-zywania trudnyh zagadnie«.
• Opraowanie oblizeniowej (algorytmiznej) teorii inteligenji.Gªównymi zadaniami sztuznej inteligenji s¡:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



6 ROZDZIA� 1. SZTUCZNA INTELIGENCJAreprezentaja wiedzy , aby mó przyjmowa¢ pojawiaj¡e si� informaje o ±wieie,rozumie¢ je oraz konfrontowa¢ z ju» posiadan¡ wiedz¡,wnioskowanie , aby wyi¡ga¢ wnioski z pojawiaj¡yh si� informaji, i podejmowa¢deyzje o dalszyh dziaªaniah,uzenie si� dla dostosowania si� do nowo pojawiaj¡yh si� okolizno±i, nieprzewidzia-nyh przez twórów systemu, pojmowania nowyh zjawisk, itp.,rozumienie j�zyka naturalnego aby mo»na byªo praktyznie sprawdzi¢ zdolno±i sys-temu sztuznej inteligenji,posªugiwanie si� wizj¡ w elu samodzielnego pozyskiwania wiedzy o ±wieie,robotyka zyli praktyzna konstrukja systemu zdolnego porusza¢ si� i wykonywa¢ dzia-ªania w ±wieie rzezywistym.Osi¡gni�ie postawionyh elów jest jeszze odlegªe i zale»y w znaznej mierze odwyboru narz�dzi i wªa±iwego podej±ia do zagadnienia. Co rozumiemy przez �wªa±iwepodej±ie� nieh wyja±ni analogia maszyn my±l¡yh (jakkolwiek poj�ie maszyny by±myrozumieli) do maszyn lataj¡yh.Zauwa»my, »e latanie mo»emy rozumie¢ i rozpatrywa¢ na kilka sposobów. Najbar-dziej naturalne podej±ie polega na podpatrywaniu otazaj¡ego nas ±wiata i jego na±la-dowaniu. W ten oto sposób, wze±niej zy pó¹niej, b�dziemy musieli doj±¢ do wniosku,»e istot¡ latania jest mahanie skrzydªami pokrytymi albo jak¡± bªon¡ albo �piórami�. Wten oto sposób, mo»emy po±wi�i¢ mnóstwo zasu na konstrukj� odpowiednih skrzydeª,bªon i sztuznyh piór. Czy jednak wery�kuj¡y nasz¡ teori� Ikar XXI wieku skaz¡ zwysokiej wie»y faktyznie polei?Istnieje te» drugi sposób � zrozumie¢ elementarne zasady którym podlega lot, bezogranizania samyh siebie »adnymi wst�pnymi zaªo»eniami. To ni, »e ludzka wersjaobiektu lataj¡ego ma inazej zbudowane i o istotne aªkowiie nieruhome skrzydªa.Wa»ne, »e el: maszyna lataj¡a udaªo si� osi¡gn¡¢. To podej±ie jest o tyle u»ytezne,»e opróz lataj¡ej maszyny daje nam te» zarówno pewien zestaw narz�dzi jak i znaznielepsze zrozumienie problemu i wiedz� le»¡e u podstaw zjawiska nazywanego lataniem.Dzi�ki temu mo»liwe jest stworzenie lataj¡yh maszyn zupeªnie nie nie przypominaj¡-yh istot »ywyh, np. helikoptery.A zatem my±l¡a maszyna wale nie musi by¢ zbudowana na wzór i podobie«stwozªowieka, tak jak samolot razej nie jest podobny do ptaka. Pami�tajmy o tym, gdypytamy �Czy komputer na prawd� my±li?� bo �Czy samolot na prawd� lata?�.1.4 Wiedza i jej reprezentowaniePrzede wszystkim nale»y zada¢ sobie dwa pytania: �Czym jest wiedza� oraz �Jak j¡reprezentowa¢?� Zgromadzenie odpowiedniej wiedzy i jej wewn�trzna reprezentaja jestpodstawow¡ spraw¡ dla wszystkih systemów maj¡yh si� inteligentnie zahowywa¢.�W AI podhodzi si� do tego pragmatyznie: reprezentaja wiedzy to kombinaja strukturdanyh i proedur interpretayjnyh tak dobranyh, »e wªa±iwie u»yte, prowadzi¢ b�d¡do inteligentnego zahowania. Same struktury danyh nie s¡ jeszze wiedz¡, jak samaenyklopedia ni¡ nie jest, potrzebny jest jeszze zytelnik, interpretator� [4℄.Wyró»ni¢ mo»na nast�puj¡e rodzaje wiedzy [4℄:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



1.5. DZIEDZINY SZTUCZNEJ INTELIGENCJI 7Wiedza o obiektah i przedmiotah.Wiedza o zdarzeniah , nale»y zna¢ równie» nast�pstwa przyzynowe i sekwenj� za-sow¡ zdarze«.Umiej�tno±i. Jest to typ wiedzy praktyznej, któr¡ zdobywa si� metod¡ prób i bª�dówi której nie da si� przekaza¢ w sposób werbalnyMeta-wiedza , zyli wiedza o samej wiedzy (wiem, »e ni nie wiem), wynikaj¡a zniedoskonaªo±i naszej perepji i metod pomiarowyh, a wi� z niepeªnyh danyh,z oeny wiarygodno±i tyh danyh, z ogranize« ludzkiej pami�i i zdolno±i dorozumowania.Przekonania prawdziwe zy faªszywe, z góry powzi�te nastawienia, wpªywaj¡ na rozu-mowanie w ozywisty sposób. Maj¡ ró»ne stopnie pewno±i i trzeba je traktowa¢jako pewien rodzaj wiedzy.W u»ywaniu wiedzy wa»ne s¡ trzy aspekty:Gromadzenie nowej wiedzy. Nie jest tylko akumulaj¡, dodawaniem nowyh faktów,lez wymagany jest proes tworzenia zwi¡zków z ju» istniej¡¡ wiedz¡. Konieznajest wi� klasy�kaja wiedzy oraz interaja z wiedz¡ ju» posiadan¡.Wydobywanie z bazy wiedzy faktów, zwi¡zanyh z danym problemem. Dla za-owieka proes kojarzenia faktów jest dosy¢ naturalny, lez jak kojarzy¢ w kompu-terowyh programah? Mo»na stosowa¢ ª¡zenie lub grupowanie pewnyh strukturdanyh, lez wykluza to wi�kszo±¢ nieprzewidzianyh skojarze«.Rozumowanie przy u»yiu tyh faktów w poszukiwaniu rozwi¡zania. Wyst�pujewtedy, gdy system ma zrobi¢ o±, o nie jest w jawny sposób zaprogramowane. Mo-»emy wyró»ni¢:Rozumowanie formalne � wyst�puje w logie matematyznej i opiera si� naustalonyh reguªah wnioskowania.Rozumowanie proeduralne � oznazaj¡e post�powanie wedaug jakie± instruk-ji, proedury, a wi� skªada si� z serii kroków. Jego odmian¡ jest budowaniemodelu i symulaja komputerowa danej sytuaji.Rozumowanie przez analogi� � z�sto stosowane przez ludzi, lez bardzo trudnedla programów komputerowyh.Rozumowanie przez uogólnienie � bardzo powszehne w »yiu odziennym iw matematye, trudno jest jednak je zaprogramowa¢.Meta-rozumowanie � zwi¡zane jest z wiedz¡ o tym, o ju» wiemy (np. zy jamog� to sk¡d± wiedzie¢?).1.5 Dziedziny sztuznej inteligenji//uzup//opisa kazdeRozwi¡zywanie problemów i strategie przeszukiwa«Teoria gierSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



8 ROZDZIA� 1. SZTUCZNA INTELIGENCJAAutomatyzne dowodzenie twierdze«Przetwarzanie j�zyka naturalnego (w tym przetwarzanie mowy)Siei neuronoweSystemy eksperkieAlgorytmy genetyzneRobotykaUzenie si� maszynWyszukiwanie informaji (inteligentne bazy danyh)Programowanie automatyzneLogika rozmyta1.6 Test Turinga1.6.1 Idea tesuTest turinga � gra w na±ladownitwo.1.6.2 ZarzutySprzeiw teologiznyZarzut teologizny wyra»a si� w stwierdzeniu:Dusza jest dana od Boga i przysªuguje tylko zªowiekowi.Jednak powoªywanie Boga na ±wiadka i gwaranta zawsze musi by¢ bardzo ostro»neaby nie popeªni¢ nadu»yia i aby nie wypowiada¢ si� w kwestiah o któryh nie mamypoj�ia (bo niby sk¡d mo»emy wiedzie¢ jaki On jest, o mo»e a zego nie itd). SamTuring zarzut ten komentuje nast�puj¡o:Wydaje mi si�, »e ytowany wy»ej argument poi¡ga za sob¡ powa»ne ogranizeniewszehpot�gi Boga Wszehmog¡ego. Przyznano, »e istniej¡ pewne rzezy, któryh Onnie mo»e zrobi¢, takie jak uzynienie jedno±i równ¡ dwóm, ale zy» nie powinni±mywierzy¢, »e mo»e On obdarzy¢ dusz¡ sªonia, je±li b�dzie uwa»aª, »e sªo« jest tego godny?[. . . ℄Podobny argument mo»na sformuªowa¢ w przypadku maszyn. Mo»e on wydawa¢ si�inny, gdy» jest trudniejszy do �przeªkni�ia�. Ale naprawd� oznaza on jedynie naszeprzekonanie o mniejszym prawdopodobie«stwie uwa»ania przez Niego tyh warunków ma-terialnyh za odpowiednie do obdarzenia dusz¡.Jednak»e jest to tylko spekulaja. Teologizne argumenty nie wywieraj¡ na mnie gªe-bokiego wra»enia [. . . ℄ Gdy» [. . . ℄ takie argumenty z�sto bywaªy niewystarzaj¡e wprzeszªo±i: w zasah Galileusza argumentowano, »e teksty: �I sªo«e staªo jeszze. . . inie spieszyªo si� zej±¢ prawie przez aªy dzie«� (Jozue X. 13) i �Daª ziemi podstaw�, tak,»e nigdy nie powinna si� ona ruszy¢� (Psalm CV. 5) w sposób wystarzaj¡y zbijaj¡ teori�Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



1.6. TEST TURINGA 9Kopernika. Przy naszej obenej wiedzy taki argument wydaje si� bezwarto±iowy. Gdy tawiedza nie byªa dost�pna, to wywieraªo to zupeªnie inne wra»enie.Zarzut �lepiej o tym nie my±le¢�Zarzut teologizny wyra»a si� w stwierdzeniu:Konsekwenje my±lenia maszyn byªyby zbyt okropne.Miejmy nadziej� i wierzmy, »e one nie mog¡ my±le¢.Wyrazem reprezentowania takiego stanowiska s¡ wypowiedzi podobne do: je±li po-wa»nie zaªo»y¢ jej [sztuznej inteligenji℄ realno±¢ [. . . ℄ to nie sposób nie zauwa»y¢ swegorodzaju puszki Pandory przeró»nyh trudno±i i niebezpieze«stw: spoªeznyh, ekono-miznyh, psyhologiznyh i jeszze innyh. naj±mielsze odkryia naukowe i wynalazkitehnizne nie s¡ w stanie da¢ nam nizego �lozo�znie interesuj¡ego, gdy hodzi o takzwan¡ sztuzn¡, zyli faktyznie alternatywn¡ inteligenj�. Natomiast mogªyby spowodo-wa¢ katastrof� humanitarn¡ w stylu Georga'a Orwella.Zarzut wyj¡tkowo±i zªowiekaZarzut wyj¡tkowo±i zªowieka wyra»a si� w stwierdzeniu:Miªo jest wierzy¢, »e zªowiek jest lepszy od wszystkih innyh istot1.Zarówno ten jak i poprzedni argument sam Turing skomentowaª nast�puj¡o:Nie my±le, »e ten argument jest wystarzaj¡o powa»ny, aby trzeba go byªo zbija¢.Sprzeiw matematyznyZarzut ±wiadomo±iZarzut niemo»no±iZgadzam si� z tob¡, »e mo»esz zrobi¢ maszyny wykonuj¡e to wszystko, o zym wspo-mniaªe±, ale nigdy nie b�dziesz w stanie zrobi¢ maszyny, która by zrobiªa X.kasparow i szahyo indukjiNie wydaje mi si�, aby prae i zwyzaje rodzaju ludzkiego stanowiªy odpowiednimateriaª, do którego mo»na by stosowa¢ naukow¡ indukj�. Bardzo du»¡ z�±¢ zaso-przestrzeni trzeba by zbada¢, aby mó otrzyma¢ wiarygodne wyniki. Inazej mo»emy(tak jak wi�kszo±¢ angielksih dziei) rozstrzygn¡¢, ze ka»dy mówi po angielsku i »e [wzwi¡zku z tym℄ gªupio jest uzy¢ si� franuskiego.Zarzut nieformalno±i zahowa«Problem s�dziegonasze skªonno±i zy nastawienie, przypisywanie komu± i nieprzypisywanie komu± innemufaktu posiadania inteligenji1Lepszy w sensie posiadania unikalnyh eh daj¡yh jemu dominuj¡¡ pozyj�.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



10 ROZDZIA� 1. SZTUCZNA INTELIGENCJANa zako«zenie zbierzmy wszystkie dotyhzasowe rozwa»ania zwi¡zane z testem Tu-ringa i poj�iem maszyny my±l¡ej w sensie Turinga w jedn¡ spójn¡ form�:De�nija 1.14 (Maszyna my±l¡a w sensie Turinga). O maszynie my±l¡ej w sensieTuringa powiemy, gdy:1. b�dzie b�dzie ona zdolna do porozumiewania si� z (dowolnym) zªowiekiem za po-mo¡ j�zyka pisanego;2. j�zyk musi by¢ rozumiany i akeptowany przez obie zainteresowane strony (zªo-wieka i maszyn�);3. rozumienie przez maszyn� oznaza generowanie �sensownyh� zda« jako �odpo-wied¹� na poprzedzaj¡e je z zdania (zarówno wªasne jak i zªowieka).�adna inna funkja przypisywana zªowiekowi nie musi by¢ speªnona.1.7 Dwa ró»ne pokoje1.7.1 Chi«ski PokójChi«ski pokój, argument hi«skiego pokoju � eksperyment my±lowy zaproponowanyprzez ameryka«skiego �lozofa i j�zykoznaw� Johna Searle'a i przedstawiony w jego prayz 1980 roku pt. Minds, Brains, and Programs, maj¡y pokaza¢, »e nawet efektywne sy-mulaje komputerowe nie urzezywistniaj¡ prawdziwego rozumu, odk¡d wykonywanieró»norodnyh zada« (np. oblizeniowyh) nie musi opiera¢ si� na rozumieniu ih przezwykonaw�. Sªu»y on przeiwnikom teorii tzw. monej sztuznej inteligenji jako kontr-argument. U podstaw eksperymentu stoi niezgodno±¢ mi�dzy syntaks¡ a semantyk¡.Od opublikowania pray Searle'a argument hi«skiego pokoju byª gªównym punktemdebaty nad mo»liwo±i¡ monej sztuznej inteligenji. Zwolenniy teorii monej sztuznejinteligenji wierz¡, »e wªa±iwie zaprogramowany komputer nie jest prost¡ symulaj¡lub modelem umysªu, lez lizy w sposób wªa±iwy umysªowi, tzn. rozumie, ma stanykognitywne i mo»e my±le¢. Argument Searle'a (preyzyjniej � eksperyment my±lowy)zamierzony w elu podminowania tego stanowiska idzie w sposób nast�puj¡y:Zaªó»my, »e wiele lat temu skonstruowali±my komputer, który zahowuje si� jakbyrozumiaª j�zyk hi«ski. Innymi sªowy, komputer bierze hi«skie znaki jako podstaw�wej±iow¡ i ±ledzi zbiór reguª nimi rz¡dz¡y (jak wszystkie komputery), koreluje je zinnymi hi«skimi znakami, które prezentuje jako informaj� wyj±iow¡.Zaªó»my, »e ten komputer wykonuje to zadanie w sposób tak przekonuj¡y, »e ªatwoprzehodzi test Turinga, tzn. przekonuje Chi«zyka, »e jest Chi«zykiem. Na wszystkiepytania, które zªowiek zadaje, udziela wªa±iwyh odpowiedzi w sposób tak naturalny,»e Chi«zyk jest przekonany, i» rozmawia z innym Chi«zykiem. Zwolenniy monejsztuznej inteligenji wyi¡gaj¡ st¡d wniosek, »e komputer rozumie hi«ski, tak jak zªo-wiek.Teraz Searle proponuje, »eby zaªo»y¢, i» to on sam siedzi wewn¡trz komputera. In-nymi sªowy, on sam znajduje si� w maªym pokoju, w którym dostaje hi«skie znaki,konsultuje ksi¡»k� reguª, a nast�pnie zwraa inne hi«skie znaki, uªo»one zgodnie z tymireguªami. Searle zauwa»a, »e ozywi±ie nie rozumie ani sªowa po hi«sku, mimo i» wyko-nuje powierzone mu zadanie. Nast�pnie argumentuje, »e jego brak rozumienia dowodzi,»e i komputery nie rozumiej¡ hi«skiego, znajduj¡ si� w takiej samej sytuaji jak on:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



1.7. DWA RÓ�NE POKOJE 11s¡ bezumysªowymi manipulatorami symboli i nie rozumiej¡, o 'mówi¡', tak jak i on nierozumie tre±i hi«skih znaków, którymi operowaª.Formalne argumentyW roku 1984 Searle wyprodukowaª bardziej formalna wersje argumentu w którejhi«ski pokój jest z�±i¡. On podaª list� ztereh zaªo»e«:1. Mózgi wytwarzaj¡ umysªy2. Syntaksa nie jest wystarzaj¡a dla semantyki3. Programy komputerowe s¡ aªkowiie zde�niowane przez ih formalna albo syntak-tyzn¡ struktur�4. Umysªy maj¡ tre±i mentalne w szzególno±i one maja zawarto±i semantyzneDrugie zaªo»enie jest widoznie wspierane przez argumentu hi«skiego pokoju poniewa»Serem utrzymuje ze pokój przestrzega jedynie formalnyh reguª skªadni i nie »ozumie-¢hi«skiego. Searle sugeruje ze to prowadzi bezpo±rednio do ztereh konkluzji1. �aden program komputerowy z siebie nie jest wystarzaj¡y aby da¢ systemowiumysª. Wkróte programy nie s¡ umysªami i nie s¡ z siebie zdolne by mie¢ umysªy.2. Sposób w jaki funkje mózgu wytwarzaj¡ umysªy nie mo»e by¢ wyª¡znie zasªug¡wykonywania programu komputerowego.3. Cokolwiek jest w stanie wytworzy¢ umysª b�dzie miaªo wªadze przyzynowe onajmniej równowa»ne mózgowi4. Proedury programu komputerowego nie b�d¡ same z siebie wystarzaj¡e aby wy-tworowi ludzkiemu nada¢ stany mentalne równowa»ne ludzkim. Wytwory ludzkieb�d¡ wymagaªy zdolno±i i wªadz mózguTen argument oparty ±i±le na senariuszu hi«skiego pokoju jest skierowany na sta-nowisko nazwane przez Searla "mona AI". Mona AI jest pogl¡dem ze odpowiedniozaprogramowane komputery (albo programy same) mog¡ rozumie¢ naturalny j�zyk iaktualnie mie¢ inne zdolno±i mentalne podobne do ludzkih któryh mo»liwo±i one na-±laduj¡. Nawi¡zuj¡ do monej AI komputer mo»e gra w szahy inteligentnie, robi¢bystre ruhy albo rozumie¢ j�zyk. Przez kontrast sªaba AI ("weak AI") jest pogl¡dem,»e komputery s¡ tylko u»ytezne w psyhologii, lingwistye i innyh obszarah w z�±iponiewa» mog¡ symulowa¢ zdolno±i mentalne. Ale sªaba AI nie twierdzi ze komputeryaktualnie rozumiej¡ albo s¡ inteligentne. Argument hi«skiego pokoju nie jest skiero-wany w sªab¡ AI ani nie jest jego elem pokazanie ze maszyny nie mog¡ my±le¢ - Searlepowiada, »e mózgi s¡ maszynami a mózgi my±l¡. On jest skierowany w pogl¡d, »e for-malne wylizenia na symbolah produkuj¡ my±l.1.7.2 odpowidz systemuChoia» osoba w hi«skim pokoju nie rozumie hi«skiego, przypuszzalnie osoba w po-koju wraz z ksi¡»k¡ reguª rozpatrywanyh razem jako system rozumie ten j�zyk.Odpowiedzi¡ Searla na to jest, »e kto± mo»e w zasadzie zapami�ta¢ ksi¡»k� reguª, awtedy b�dzie mógª reagowa¢ jakby rozumiaª hi«ski, ale nadal b�dzie tylko post�powaªwedªug zbioru reguª, bez rozumienia znazenia symboli, jakimi manipuluje. To prowadziSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



12 ROZDZIA� 1. SZTUCZNA INTELIGENCJAdo interesuj¡ego problemu osoby, która mo»e pªynnie rozmawia¢ po hi«sku «ie znaj¡-¢hi«skiego. To jest otwarte, zy taka osoba rozumie hi«ski nawet je±li hi«ski mówatwierdzi inazej.W Consionsiousness Explained Daniel C. Dennett podaje rozszerzenie odpowiedzisystemu, którego podstawa polega na tym, »e przykªad Searla jest zamierzony do wpro-wadzenia wyobra»aj¡ego sobie w bª¡d. Jeste±my proszeni wyobrazi¢ sobie maszyn�,która przeszªaby test Turinga przez zwykle manipulowanie symbolami. Jest wysoe nie-prawdopodobne ze taki zgrubny system przeszedªby test Turinga.Je»eli system byªby rozszerzony »eby wª¡zy¢ rozmaite systemy detekji by doprowa-dzi¢ do spójnyh odpowiedzi i byªby przepisany na wielka maszyn� równolegª¡ zamiastna szeregow¡ maszyn� Von Neumanna szybko byªoby bardziej mniej ózywiste¹e niema ±wiadomego postrzegania. Dla hi«skiego pokoju przej±¢ test Turinga albo operatormusiaªby by¢ wspomagany przez wielka lizb� pomoników albo ilo±¢ zasu danego nawyprodukowanie odpowiedzi na nawet najbardziej podstawowe pytania byªaby absolut-nie nadzwyzajna - wiele milionów lub przypuszzalnie miliardów lat.Uwaga zrobiona przez Dennetta jest taka, »e przez wyobra»enie "tak, to jest przeko-nywaj¡e u»ywa¢ tabliy wyszukiwania do wej±ia i da¢ wyj±ie i przej±¢ test Turinga-¹aburzamy zªo»ono±¢ istotnie zaanga»owan¡ w taki sposób ze to rzezywi±ie wydaje si�ózywiste¹e ten system nie mo»e by¢ ±wiadomy. Jednak taki system jest nieodpowiedni.Jakikolwiek rzezywisty system zdolny do istotnego speªnienia konieznyh warunkówbyªby tak zªo»ony ze wale nie byªoby ózywiste¹e brakuje mu zrozumienia hi«skiego.On musiaªby z pewno±i¡ porównywa¢ konepje i formuªowa¢ mo»liwe odpowiedzi usu-wa¢ opje i tak dalej a» wypadªby albo jak powolna i aªkowita analiza semantyki wej±iaalbo zahowywaªby si� jak ka»dy inny mówi¡y po hi«sku. Dopóki nie musimy dowodzi¢ze miliard mówi¡yh hi«skim ludzi jest zym± wi�ej ni» siei¡ równolegªa symuluj¡amaszyn� Von Neumanna na wyj±iu musimy zaakeptowa¢, »e hi«ski pokój jest taksamo mówi¡y po hi«sku jak ka»dy inny Chi«zyk.1.7.3 Jasny PokójAnalogia Churhlandów(9) jest bardzo sugestywn¡ i przy tym najnowsz¡ replik¡ wymie-rzon¡ przeiw trzeiemu aksjomatowi omawianego eksperymentu my±lowego; okre±li¢ j¡mo»na jako wariant odpowiedzi systemowej.Filozofowie z San Diego odrzuaj¡ pewnik Searle'a: Skªadnia sama przez si� aninie ksztaªtuje semantyki ani do niej nie wystarza; uwa»aj¡ go za bardzo spªyony is¡dz¡, »e aªy Chi«ski Pokój zostaª spejalnie skonstruowany po to, by obudowa¢ wy»ejwymieniony aksjomat. Podaj¡ te» - przejrzysty wedªug nih - kontrprzykªad zwanyJasnym Pokojem. "Wyobra¹my sobie iemny pokój a w nim zªowieka trzymaj¡egodu»y magnes (...). Je±li ten zªowiek b�dzie wymahiwaª magnesem do góry i na dóª,to (...) powinno to wywoªa¢ koliste rozhodzenie si� fal elektromagnetyznyh, a zatempowinno zrobi¢ si� jasno. Jednak ka»dy z nas wie, »e (...) jest nie do pomy±lenia, by±mymogli uzyskiwa¢ ±wiatªo poprostu przez poruszanie magnesem w kóªko"(10).Kto± mo»e twierdzi¢ na podstawie powy»szego przykªadu, »e ±wiatªo nie ma zwi¡zkuz falami elektromagnetyznymi, gdy» potrz¡sanie magnesem nie daje ±wiatªa w iem-nym pokoju. Odwoªuj¡ si� za± do Chi«skiego Pokoju mo»na wykazywa¢, jak Searle, »epotrz¡sanie, mieszanie hi«skih symboli nie da "±wiatªa»ozumienia j�zyka hi«skiego.Analogiznie do argumentu z 1980 roku Churhlandowie równie» podaj¡ aksjomaty zwi¡-zane z Jasnym Pokojem:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



1.7. DWA RÓ�NE POKOJE 13Aksjomat 1: Elektryzno±¢ i magnetyzm s¡ formami energii.Aksjomat 2: Zasadniz¡ eh¡ ±wiatªa jest jasno±¢.Aksjomat 3: Energia nie jest ani koniezna, ani wystarzaj¡a dla uzyskania jasno±i.Wniosek 1: Elektryzno±¢ i magnetyzm nie s¡ koniezne ani wystarzaj¡e dla wyja-±nienia istoty ±wiatªa.Gdyby taki tok my±lenia przedstawiono po ogªoszeniu konepji Maxwella na tematelektromagnetyznej natury ±wiatªa a przed uznaniem faktu to»samo±i ±wiatªa i falelektromagnetyznyh, to aksjomaty te mogªyby stanowi¢ podstaw� odrzuenia teoriiMaxwella - konkluduj¡ Churhlandowie. A przeie» jednak wskutek bada« teoria tazostaªa potwierdzona. Tote» Churhlandowie radz¡ zeka¢ powoªuj¡ si� na preedensy whistorii nauki, kiedy to pogl¡dy odrzuane byªy nast�pnie akeptowane. Wedªug nih by¢mo»e pó¹niejsze badania wyka»¡, »e mo»na zbudowa¢ semantyk� jedynie przy pomoysamej syntaktyki i wnioski wyi¡gni�te z Chi«skiego Pokoju uwa»aj¡ za przedwzesne.Na zako«zenie tego rozdziaªu przypominamy dobrze znan¡ histori� zwi¡zan¡ z, mo-g¡ym by¢ uwa»anym za pewien przejaw inteligenji, automatyznym tªumazeniem.Zadanie polegaªo na przetestowaniu jako±i dziaªania programu tªumaz¡ego w ten spo-sób aby najpierw przetªumazy¢ zadan¡ fraz� z angielskiego na rosyjski a potem wyniktªumazenia przetªumazy¢ na angielski i porówna¢ z oryginaªem. Zdanie wyj±iowebrzmiaªo:The spirit is willing but the �ash is weak (Chiaªaby dusza lez iaªo nie mo»e).W wyniku u»yia programu otrzymano nast�puj¡e zdanie w j�zyku angielskim:The vodka is strong but the meat is rotten (Wódka jest mona, ale mi�so jest zepsute).
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14 ROZDZIA� 1. SZTUCZNA INTELIGENCJA
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Rozdziaª 2Reprezentaja i przeszukiwanieJu» na pierwszyh latah studiów na kierunkah informatyznyh dowiadujemy si� o bar-dzo du»ej roli algorytmów i struktur danyh. W szzególno±i te drugie z�stokro¢ de-terminuj¡ jakie algorytmy mo»na u»y¢ i na ile b�d¡ one efektywne. Zamiana jednejstruktury danyh na inn¡, przy pozostawieniu reszty algorytmu bez zmian, mo»e poi¡-ga¢ za sob¡ zupeªnie inne dziaªanie (porównaj algorytmy przeszukiwania wszerz i w gª¡bopisane w rozdziale 5).Mówi¡ o sztuznej inteligenji w aspekie zysto u»ytkowym, mo»na powiedzie¢in»yniersko-tehniznym, dziedzin� t¡ okre±limy jakoNauka o sposobah reprezentaji i przeszukiwania zgromadzonej wiedzy wykorzystuj¡ainteligentne mehanizmy.Ozywi±ie zdanie to jest bardzo ogólne, ale zawiera dwa bardzo istotne problemy, z któ-ryh musimy zdawa¢ sobie spraw�, gdy podejmujemy si� rozwi¡zania praktyznego pro-blemuProblem reprezentaji. W jaki sposób przedstawia¢ obiekty ±wiata rzezywistego izwi¡zki mi�dzy nimi, aby maksymalnie uªatwi¢ operowanie zgromadzon¡ wiedz¡.Problem przeszukiwania. W jaki sposób przeszukiwa¢ wiedz� jak¡ posiadamy w eluznalezienia odpowiedzi na postawione pytanie.Pod kontem tyh dwóh problemów spojrzymy teraz na sztuzn¡ inteligenj�.2.1 Problem reprezentajiLizby rzezywisteRol¡ ka»dej reprezentaji jest uhwyenie istotnyh eh obiektów i ih udost�pnieniealgorytmowi rozwi¡zuj¡emu postawiony problem. Zªo»ono±¢ ±wiata, który staramy si�opisa¢ wymaga od nas zahowania odpowiedniego stopnia abstrakji aby mo»liwe staªosi� osi¡gni�ie akeptowalnej efektywno±i.Maj¡ to na uwadze, przyjrzyjmy si� lizbom rzezywistym. Ogólnie mówi¡, lizbyrzezywiste wymagaj¡ niesko«zonego i¡gu yfr aby mó je przedstawi¢. Je±li nawet dlaniektóryh lizb i¡g ten ma sko«zon¡ dªugo±¢ to z�sto i tak znaznie przekraza za-kresy reprezentaji maszynowej. Nieh rozwa»an¡ przez nas dalej lizb¡ o niesko«zonymSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16 ROZDZIA� 2. REPREZENTACJA I PRZESZUKIWANIErozwini�iu dziesi�tnym b�dzie lizba π

π = 3.14159265358979323846264338327950288419716939937510 . . .Ozywi±ie najlepiej ja±li mo»liwa jest jej reprezentaja w postai symboliznej, ale wpraktye wze±niej zy pó¹niej i tak b�dziemy musieli odwoªa¢ si� do jej reprezentajilizbowej. Siª¡ rzezy reprezentaja ta b�dzie sko«zona, tj. wykorzystywaªa jedyniepewn¡ lizb� yfr z rozwini�ia. Kwesti¡ wywa»enia zªo»ono±i reprezentaji i dokªad-no±i otrzymanyh wyników jest wybór ilo±i yfr. Zaªó»my, »e w rozwa»anym systemiemo»emy przeznazy¢ na reprezentaj� 8 znaków. Wówzas lizb� π zapiszemy np. jako76543210 - numer znaku||||||||+3.14159Dla kontrastu lizb� Eulera zapiszemy jako76543210 - numer znaku||||||||+2.71828W ten oto sposób otrzymujemy trzei¡ reprezentaj�. Teoretyznie umo»liwia ona repre-zentaj� lizb rzezywistyh, które mieszz¡ si� w przedziale (−99999.9, +99999.9). Maona trzy zasadnize wady1. �Marnuje� jedno miejse na zapisanie znaku rozdzielaj¡ego z�±¢ aªkowit¡ oduªamkowej.2. Dokªadno±¢ reprezentaji jest zminna: lizby maªe reprezentowane s¡ dokªadniej(wi�ej miejs po przeinku) ni» du»e+999.111 - dokªadno±¢ 0.001+9.99111 - dokladno±¢ 0.000013. Jest kªopotliwa w praktye (zautomatyzowane wykonywanie oblize«), o spowo-dowane jest tym, »e w ka»dej lizbie znak rozdzielaj¡y z�±¢ aªkowit¡ od uªam-kowej mo»e by¢ w innym miejsu o wymaga dodatkowyh zabiegów w elu jego�obsªu»enia�.Wad� drug¡ i trzei¡ mo»na wyeliminowa¢ ustalaj¡ ilo±¢ yfr z�±i aªkowitej iuªamkowej (tzw. notaja staªoprzeinkowa, ang. �xed-point), np. aªkowita 3, uªamkowa4. Wówzas nie ma koniezno±i zapisywania znaku rozdzielaj¡ego obie z�±i od siebie,ale za to pojawiaj¡ si� inne problemy. Spójrzmy jak teraz zapiszemy lizb� π76543210 - numer znaku||||||||+0031415Widzimy, »e dokªadno±¢ reprezentaji lizby π zmalaªa. Ozywi±ie zawsze mo»emyustali¢, »e z�±¢ aªkowita to 1 znaki a uªamkowa 6, ale wówzas najwi�ksz¡ lizb¡ do-datni¡ jest +9.999999 o zapewne nie wystarzy aby mó w projektowanym systemieSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



2.1. PROBLEM REPREZENTACJI 17wykonywa¢ dziaªania arytmetyzne z odpowiednio szerowkiego zakresu. Pami�ta¢ bo-wiem musimy, »e szukana reprezentaja nie ma sªu»y¢ do reprezentaji jednej lizbyrzezywistej. Pozbyli±my si� zatem trzeh problemów, ale zyskali±my jeden nowy: ±isªepowi¡zanie zakresu i dokªadno±i � zwi�kszaj¡ jedno, zmniejszamy drugie.Najpowszehniej stosowanym obenie sposobem pozwalaj¡ym przezwyi�»y¢ (przy-najmniej z�±iowo) problem zwi¡zany z notaj¡ staªoprzeinkow¡ jest notaj¡ zmin-noprzeinkowa (ang. �oating point). Wykorzystujemy w niej takie oto spostrze»enie.Rozwa»my nastnast�puj¡e lizby rzezywiste
+0.000000000123450

+1.234500000000000

+12345.00000000000

+123450000000000.0Zauwa»my, »e ka»d¡ z nih mo»emy zapisa¢ w pewnie znormalizowany a o wa»niejszewymagaj¡y mniej miejsa sposób
+1.2345 · 10−10 = +0.000000000123450

+1.2345 · 100 = +1.234500000000000

+1.2345 · 10+4 = +12345.00000000000

+1.2345 · 10+14 = +123450000000000.0Ogólny wzór ma posta¢
zMM · 10zCC ,gdzie zM � to znak mantysy (i w efekie lizby), zC � znak ehy, M � mantysa (lizba�rzezywista� a wi� posiadaj¡a z�±¢ aªkowit¡ i uªamkow¡), C � eha (lizba natu-ralna). Lizby 10 nie musimy pami�ta¢, bo przeie» zakªadamy, »e operujemy lizbamisystemu dziesi�tnego. Przyjmuj¡ zaªo»enie, »e na mantys� przeznazamy pi�¢ miejs ana eh� jedno, lizb� π zapiszemy jako+31415+0Zapis ten wymagaª przyj�ia jeszze jednego ustalenia, podobnego do tego z systemustaªoprzeinkowego, a zwi¡zanego z ilo±i¡ znaków przypadaj¡yh na z�±¢ aªkowit¡i uªamkow¡ w mantysie. Jest to koniezne, ze wzgl�du na brak jednoznazno±i lizbrzezywistyh zapisywanyh w takiej notaji

3.1415 · 100 = 314.15 · 10−3 = 0.0031415 · 10+3 = . . .W tym przypadku na z�±¢ aªkowit¡ przypada jeden znak, na z�±¢ uªamkow¡ zteryznaki.Staªoprzeinkowy zapis lizy rzezywistej jest przykªadem poszukiwania zªotego ±rodkapomi�dzy tym o hemy wyrazi¢ (lizby rzezywiste), mo»liwo±iami jakie mamy (sys-tem dziesi�tny), ogranizeniami jakie s¡ nam narzuone (ogranizenie �zyzne do o±miuznaków) i ªatwo±i¡ u»ytkowania.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18 ROZDZIA� 2. REPREZENTACJA I PRZESZUKIWANIESortowanie przy pomoy drzewaRozpatrzmy teraz jeden z najbardziej elementarnyh problemów algorytmiki � problemsortowania (lizb). Istnieje wiele algorytmów ró»ni¡yh si� stopniem skomplikowania,szybko±i¡ dziaªania, uniwersalno±i¡, które pozwol¡ to zadanie rozwi¡za¢. Okazuje si�natomiast, »e zadanie to bardzo ªatwo mo»na wykona¢ nie pisz¡ praktyznie »adnegoalgorytmu.Aby pokaza¢, »e jest to mo»liwe przyjmijmy drzewo binarne jako wykorzystywan¡struktur� danyh (patrz rozdziaª 4). Na drzewie okre±lamy dwie operaje. Pierwsza znih o nazwie put(elem) pozwala wprowadzi¢ element do drzewa, druga � print() �pozwla wypisa¢ elementy drzewa. Dziaªanie put(elem) de�niujemy nast�puj¡o1. Je±li drzewo jest puste, wówzas elem staje si� jego korzeniem.2. Je±li drzewo nie jest puste, wówzas elemmusi tra�¢ do takiego (nowo utworzonego)w�zªa, aby wszystkie elementy po lewej stronie (lewe dziei) byªy mniejsze lubrówne danemu elementowi, a wszystkie elementy po prawej stronie (prawe dziei)byªy wi�ksze od wstawianego elementu.Je±li wi� mamy drzewo puste to wstawiaj¡ do niego jaki± element automatyznie stajesi� one korzeniem tego drzewadrzewo: pustewstawiamy: 5drzewo:5Wstawiaj¡ elementy do niepustego drzewa musimy ju» nale¹¢ dla nih odpowiedni¡pozyj�drzewo: 5/ \3 10wstawiamy: 14drzewo: 5/ \3 10\14wstawiamy: 7Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



2.1. PROBLEM REPREZENTACJI 19drzewo: 5/ \3 10/ \7 14Dziaªanie print() de�niujemy nast�puj¡o:1. Wypisywanie elementów drzewa zazynamy od korzenia.2. Aby wypisa¢ dany w�zeª najpierw trzeba wypisa¢ wszystkie jego lewe dziei, potemdany w�zeª, a na ko«u wszystkie prawe dziei.A zatem wywoªanie print() dla drzewa o w�zªah jak poni»ej/ \d a/ \b espowoduje wypisanied, , b, a, eMaj¡ okre±lone zasady dziaªania takiej struktury danyh, wszystko o nale»y zrobi¢,aby posortowa¢ jaki± i¡g lizb, to1. U»ywaj¡ metody put(elem) wstawi¢ te elementy do drzewa (kolejno±¢ jest do-wolna, np. w porz¡dku wyst�powania).2. Wypisa¢ elementy u»ywaj¡ metody print().Przykªad ten pokazuje, »e dobór odpowiedniej reprezentaji zy struktury danyh,na której przyjdzie nam dziaªa¢ mo»e znaznie uªatwi¢ przyszªe operaje. Przeie» sor-towane lizby, zamiast w opisanym drzewie, teoretyznie równie dobrze mo»na by byªoprzehowywa¢ w tabliy zy na stosie. Tylko o by±my wtedy zyskali? W jakim stopniuuªatwiªo by to nasze dziaªania zmierzajae do posortowania wszystkih lizb?Reprezentaja opisowaCz�sto jednak problemy stawiane przed sztuzn¡ inteligenj¡ nie daj¡ si� tak ªatwo opisa¢za pomo¡ �tradyyjnyh� metod i narz�dzi jak to np. miaªo miejse w przypadku lizbrzezywistyh. Wynika to z innyh zapotrzebowa« stawianyh przez sztuzn¡ inteligenj�
• sztuzna inteligenja kªadzie razej naisk na � jako±¢� reprezentaji ni» ilo±¢ opi-sanyh obiektów;
• wykorzystuje razej wnioskowanie zy przeksztaªenia symbolizne ni» zyste obli-zenia numeryzne;Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20 ROZDZIA� 2. REPREZENTACJA I PRZESZUKIWANIE
• wymaga razej stosowania szerokiego spektrum tehnik pozwalaj¡yh na opero-wanie ró»norodn¡ wiedz¡ ni» pojedynzego, dobrze zde�niowanego algorytmu.Wielokrotnie zale»y nam na oddaniu powi¡zania pomi�dzy obiektami ni» na opisy-waniu ih samyh (w sensie wymieniania eh). Na przykªad samo wymienienie z�±iskªadowyh samohodu nie jest jego wystarzaj¡ym opisem. W tym przypadku mo»liwe,»e nawet istotniejsze okazuje si� opisanie wzajemnyh zale»no±i pomi�dzy elementamii sposobu wspóªdziaªania, ni» nawet bardzo dokªadne wymienianie eh (atrybutów) imprzynale»nyh. Jednym ze sposobów opisowej reprezentaji jest rahunek predyka-tów. Predykat jest nazw¡ relaji (wªasno±i, ehy) jaka wi¡»e ze sob¡ argumenty,np.
• jestZolty(slone). � predykat jestZolty opisujay to, »e obiekt slone posiadakolor »óªty;
• lubi(zosia,jasia). � predykat lubi opisujay to, »e obiekty zosia i jas zwi¡-zane s¡ relaj¡ lubi (zapis ten mo»na zyta¢: Zosia lubi Jasia nie jest jednakpowiedziane, »e zahodzi zwi¡zek Ja± lubi Zosi�);
• wiekszy(slon,mrowka). � predykat wiekszy opisujay to, »e obiekt slon jestwi�kszy ni» obiekt mrowka;
• posiada(adam,samohod(fiat,uno)). � predykat posiada opisujay to, »e obiektadma posiada samohód, przy zym dodatkowo wiadomo, »e jest to samohód markiFiat.Taka reprezentaja opisowa szzególnie dobrze nadaje si� do zapisu �rzezy� nie po-siadaj¡yh reprezentaji numeryznej, jak np. lubi zy posiada i oddawania szerszyhzwi¡zków i zale»no±i pomi�dzy obiektami. Bez niej kªopotliwe staje si� ju» ho¢byopisanie seny ze ±wiata kilkunastomiesi�znego dzieka. Nieh sen¡ b�dzie budowlaz kloków o nast�puj¡yh ksztaªtah: kostka (sze±ian), kula, piramida (zworo±ian)(rys. ??). Sen� t� przy pomoy predykatów mo»emy opisa¢ w nast�puj¡y sposóbkostka(a).kostka(b).kostka().kula(d).piramida(e).jestNa(b,a).jestNa(d,b).jestNa(e,).Na tym zako«zymy wymienianie ró»nyh sposobó reprezentaji, bo nie taki jestel tego rozdziaªu. Chieli±my w nim bowiem pokaza¢, »e wybór reprezentaji nie jestwale zadaniem ªatwym. Cz�sto jest to kompromis pomi�dzy tym o hemy uzyska¢ atym o mo»emy uzyska¢ (np. reprezentaja lizb rzezywistyh). W poszukiwaniu tegokompromisu aªy zas powinni±my mie¢ na uwadze u»ytkowo±¢ wybranej reprezentaji �zasem warto u»y¢ tej trudniejszej je±li potem daje ona ªatwiejsze rozwi¡zanie problemu(np. sortowanie przy pomoy drzewa). W wielu przypadkah problemy stawiane przedsztuzn¡ inteligenj¡ nie daj¡ si� tak ªatwo opisa¢ za pomo¡ �tradyyjnyh� metod inarz�dzi o zmusza nas do poszukiwania nie tyle alternatywnyh sposobów reprezentajio aªkowiie nowyh (np. rahunek predykatów).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



2.2. PROBLEM PRZESZUKIWANIA 212.2 Problem przeszukiwaniaWybór wªa±iwej reprezentaji to pierwszy krok w kierunku rozwi¡zania problemu. Wdalszej z�±i mówi¡ stan, b�dziemy mieli na my±li konkretn¡ �warto±¢� reprezentaji,np.
• w przypadku lizb rzezywistyh stan to reprezentaja konkretnej lizby rzezywi-stej w wybranej notaji;
• w przypadku gry w szahy, stan to konkretne ustawienie �gur na szahowniy;
• w przypadku diagnozowania horoby (stanu pajenta), stan to pytania na któreznamy odpowied¹ wraz z samymi odpowiedziami;
• w przypadku przepisu kuharskiego, stan to etap na jakim jeste±my przyrz¡dzaj¡potraw�.Drugim, obok reprezentaji, istotnym elementem systemów inteligentnyh jest przeszu-kiwanie (poszukiwanie, ang. searh). Ludzie rozwi¡zuj¡ problem, ±wiadomie lub nie,rozwa»aj¡ wiele alternatywnyh strategii. Na przykªad szahista �przeszukuje� mo»liwedo wykonania ruhy i wybiera najlepszy bior¡ pod uwag� odpowied¹ przeiwnika, sto-pie« w jakim wykonane posuni�ie wspiera obran¡ strategi� gry zy nawet psyhiznystan oponenta (np. osoba wyra¹nie rozkojarzona mo»e nie zwrói¢ w por� uwagi nazbli»aj¡e si� zagro»enie, przez o mo»na pozowli¢ sobie na bardziej ryzykowne wariantygry). Rozwa»a tak»e ele krótkoterminowe jak zbiie �gury przeiwnika, zy po±wi�eniewªasnej za en� zyskania przewagi pozyyjnej. Rozwa»anie tyh wszystkih aspektów idobór odpowiednih do nih tehnik w sztuznej inteligenji nazywa si� przeszukiwa-niem przestrzeni stanów (ang. state spae searh).W przypadku gry w szahy, pozynaj¡ od wej±iowego ustawienia �gur, zawszemamy sko«zon¡ ilo±¢ ruhów jakie mo»emy wykona¢. Ka»dy z nih pwoduje postaniena szahowniy innego ukªadu �gur (stanu). Na ka»dy z takih stanów, przeiwnik mo»eodpowiedzie¢ wykonuj¡ sko«zon¡ ilo±¢ ruhów ponownie prowadz¡yh do ró»nyhstanów, itd. W tym przypadku, ka»dy stan mo»emy reprezentowa¢ jako w�zeª w gra�e(drzewie). Poª¡zenia mi�dzy w�zªami opisuj¡ fakt, »e mo»na przej±¢ z jednego stanudo drugiego. Otrzyman¡ w tym przypadku struktur� nazywamy grafem stanów (ang.state spae graph). Teoretyznie graf ten reprezentuje (mo»e reprezentowa¢) wszystkiemo»liwe do wykonania ruhy a wi� i wszystkie mo»liwe do przeprowadzenia gry. Za-tem poszukiwanie efektywnej strategii gry wi¡»e si� ze znalezieniem takiej ±ie»ki (lub±ie»ek), która prowadzi z bie»¡ego stanu (w�zªa) do stanu najkorzystniejszego. Graza± polega na takiem wykonywaniu ruhów aby znajdowa¢ si� mo»liwie blisko wybranejstrategii.W wi�kszo±i problemów, nawet je±li daj¡ si� one (teoretyznie) opisa¢ przy pomoygrafu stanów, to i tak opis ten, w swej peªnej formie, jest maªo u»ytezny. Dlazego?Odpowied¹ jest prosta � nie jeste±my w stanie z niego skorzysta¢, ze wzgl�du na ogromn¡ilo±¢ stanów jakie musieliby±my zbada¢. Zªo»ono±¢ drzewa gry w tym przypadku zostaªaoszaowana ([28℄) na przynajmniej 10120 (tzw. lizba Shannona, ang. Shannon number;obenie szauje si� t¡ wielko±¢ na 10123). Jest to lizba wi�ksza ni» lizba nanosekundjakie upªyn�ªy od wielkiego wybuhu.Ludzie zwykle odrzuaj¡ strategie siªowe (ang. brute-fore searh lub exhaustivesearh) polegaj¡e na rozwa»aniu wszystkih mo»liwyh stanów (sytuaji). Cz�±iejSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



22 ROZDZIA� 2. REPREZENTACJA I PRZESZUKIWANIErazej, posiªkuj¡ si� posiadanym do±wiadzeniem, bior¡ pod uwag� tylko te ruhy, któremaj¡ szans� zbli»y¢ nas do rozwi¡zania, wybieraj¡ te najbardziej �obieuj¡e�, pomijaj¡mnóstwo tyh, które zgodnie ze zdrowym rozs¡dkiem musz¡ prowadzi¢ do pora»ki. Takazdolno±¢ do selektywnego przeszukiwania przestrzeni, z unikaniem stanów ewidentnie nieprowadz¡yh do rozwi¡zania, nazywana jest heurystyk¡.2.3 Kóªko i krzy»yk � przykªadW przykªadzie tym spróbujemy pokaza¢ wzajemn¡ zale»no±¢ reprezentaji i, b�d¡ejniejako jej konsekwenj¡, przyjmowanej strategii gry.2.4 HeurystykaPoj�ie heurystyki (gr. heuresis � odnale¹¢, odkry¢, heureka � znale¹¢) spotykane jest wwielu, zasem odlegªyh od siebie naukah jak np. �lozo�i, sztuznej inteligenji zy teoriiinformaji. W najogólniejszym uj�iu jest to nazwa dziedziny wiedzy, której el stanowiposzukiwanie i badanie optymalnyh metod oraz reguª odnajdywania odpowiedzi nastawiane zapytania lub problemy. Jest to tak»e umiej�tno±¢ wykrywania nowyh faktóworaz zwi¡zków pomi�dzy nimi, prowadz¡a do odkrywania nowyh prawd i stawianiahipotez.W informatye i teorii oblize« heurystyka to metoda znajdowania rozwi¡za«, którakosztem znaznego skróenia zasu dziaªania nie gwarantuje znalezienia rozwi¡zaniaoptymalnego, a z�sto nawet dopuszzalnego (prawidªowego). Wbrew pozorom takiedziaªanie ma sens, gdy»
• Rozwi¡za« takih u»ywamy w sytuaji, gdy nie jest mo»liwe znalezienie popraw-nego (w sensie: daj¡ego dopuszzalne/optymalne rozwi¡zania) algorytmu (np.prognozowanie pogody) lub jego zas wykonania jest nieakeptowalny (np. analizawszystkih mo»liwyh posuni�¢ w grze w szahy).
• Cz�sto rozwi¡zania przybli»one pozwalaj¡ na ih podstawie otrzyma¢ rozwi¡zanieoptymalne za pomo¡ poprawnego algorytmu, ale przy znaznie mniejszym nakªa-dzie zasowym (np. szybkie sprowadzenie w przestrzeni poszukiwa« w s¡siedztwoglobalnego minimum a nast�pnie dokªadne wyznazenie warto±i tego minimuminnym algorytmem, którego znazna zªo»ono±¢ zasowa zostaje ogranizona przezwst�pne zaw�»enie dziedziny).
• Tak na prawd�, rzadko kiedy potrzebujemy rozwi¡zania optymalnego. W wieluprzypadkah w zupeªno±i wystarza jego przybli»enie. Mo»na powiedzie¢, »� lu-dzie poszukuj¡ nie tyle rozwi¡za« optymalnyh o satysfakjonuj¡yh. Satysfak-jonj¡y w tym przypadku oznaza speªniaj¡y pewne kryteria uznane za funda-mentalne i dopuszzaj¡y mo»liwo±¢ niespeªnienia kryteriów za takie nie uznanyh.Znalezienie pierwszego z takih rozwi¡za«, z�sto ko«zy poszukiwania. Dobrymprzykªadem takiego post�powania jest poszukiwanie miejsa na pla»y w zatªozo-nym kurorie. Fundamentalnym kryterium mo»e by¢ (i zwykle jest) blisko±¢ wej±iana pla»� a mniej istotnym dost�pna przestrze« zy te» odlegªo±¢ do wody. Wi�k-szo±¢ ludzi rozkªada si� zwykle tu» przy wej±iu na pla»� aªkiem nie bior¡ podSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



2.4. HEURYSTYKA 23uwag�, »e kilkadziesi¡t metrów dalej od niego, mieli by znaznie wi�ej miejsa1.
• Pomimo tego, »e heurystyka mo»e dawa¢ niewystarzaj¡o dobre rozwi¡zanie wnajgorszym przypadku, to najgorszy przypadek relatywnie rzadko pojawia si� wpraktye.2.4.1 Heurystyka a algorytmZasadniza ró»nia mi�dzy post�powaniem algorytmiznym a heurystyznym polega natym, »e pierwsze podej±ie zawsze daje rozwi¡zanie (ho¢ zas ozekiwania na rozwi¡-zanie mo»e by¢ nawet niesko«zenie dªugi), podzas gdy drugie dopuszza mo»liwo±¢zawodnego dziaªani. St¡d te» tehniki algorytmizne stosowane s¡ najz�±iej w tyhprzypadkah, dla któryh znana jest skutezna, sprawdzona i dobrze opisana metodolo-gia post�powania. Heurystyka natomiast wykorzystywana jest wsz�dzie tam, gdzie nies¡ znane ±isªe i dokªadne proedury, gdzie pod¡»anie �utartymi� sposobami my±lenianie prowadzi do rozwi¡zania, gdzie wymagana jest zdolno±¢ odnajdywania odpowiedzina postawione pytania (problemy). Mo»na powiedzie¢, »e stosuj¡ heurystyk� i tak ninie traimy, bo algorytmiznie i tak problemu nie jeste±my w stanie rozwi¡za¢.Zanim przyst¡pimy do wyboru odpowiedniej metody heurystyznej, musimy zasta-nowi¢ si� nad kilkoma kluzowymi kwestiami1. Czy problem daje si� rozªo»y¢ na niezale»ne problemy, podobne do wyj±iowego ajednak o znaznie mniejszej zªo»ono±i?2. Czy w razie stwierdzenia nieoptymalnego dziaªania istnieje mo»liwo±¢ ofni�ia si�,zy te» powtórzenia pewnyh operaji?3. Na ile przewidywalna jest przestrze« stanów zwi¡zana z problemem?4. Na ile trudnym zadaniem jest oena uzyskanego rozwi¡zania?5. Czy interesuje nas tylko rozwi¡zanie problemu zy te» i¡g operaji do niego pro-wadz¡y?6. Jak du»a wiedza koniezna jest do rozwi¡zania problemu?2.4.2 Pytanie 1Mo»liwo±¢ rozªo»nenia zadanego problemu na podproblemy (najlepiej je±li w pewnymstopniu niezale»ne) tej samej natury, ale o znaznie mniejszym stopniu zªo»ono±i jestbardzo enn¡ wªa±iwo±i¡ pozwalaj¡¡ na
• uproszzenie metody rozwi¡zuj¡ej � gdy» podproblemy s¡ prostsze ni» problemzadany;
• przyspieszenie, gdy» niezale»no±¢ podproblemów pozwala na ih równolegªe wyko-nywanie.Problemy, które posiadaj¡ tak¡ wªasno±¢ nazwiemy dekomponowalnymi (?) (ang.deomposable), te za± które jej nie posiadaj¡ niedekomponowalnymi (?) (ang. non-deomposable).1To irrajonalne moim zdaniem zahowanie nale»y tªumazy¢ hyba tylko i wyª¡znie przeogromn¡leniwo±i¡.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



24 ROZDZIA� 2. REPREZENTACJA I PRZESZUKIWANIEProblem dekomponowalnyJako przykªad dekompozyji problemu rozpatrzmy algorytm sortowania przez salanie(ang. merge sort). Algorytm ten jest dobrym przykªadem algorytmów typu dziel izwyi�»aj (ang. divide and onquer). Ide¡ dziaªania tego typu algorytmów jest wªa-±nie podziaª problemu na �mniejsze� podproblemy, tzn. takie, któryh rozwi¡zanie jestªatwiejsze (szybsze itp).W algorytmie mo»na wyró»ni¢ trzy podstawowe kroki:1. Podziaª danyh na dwa podi¡gi równej dªugo±i (w przypadku nieparzystej lizbywyrazów jednen z nih b�dzie zawieraª o jeden element wi�ej).2. Zastosowanie sortowania przez salanie dla ka»dej z�±i oddzielnie (je±li zawieraona wi�ej ni» jeden element).3. �¡zenie posortowanyh i¡gów w jeden posortowany i¡g.Zauwa»my, »e wyst�puj¡a w kroku 3 operaja ª¡zenia jest bardzo prosta i szybka dowykonania ze wzgl�du na to, »e ª¡zone i¡gi s¡ ju» posortowane.Przykªad dziaªania:[15,7,4,1,9,6,12,2,5℄| |[15,7,4,1℄ [9,6,12,2,5℄| | | |[15,7℄ [4,1℄ [9,6℄ [12,2,5℄| | | | | | | |[15℄ [7℄ [4℄ [1℄ [9℄ [6℄ [12℄ [2,5℄| | | | | | | | |[7,15℄ [1,4℄ [6,9℄ [12℄ [2℄ [5℄| | | | | |[1,4,7,15℄ [6,9℄ [12℄ [2,5℄| | | || [6,9℄ [2,5,12℄| | || [2,5,6,9,12℄| |[1,2,4,5,6,7,9,12,15℄dziel i zwyi�»aj alka sortowanienondeomposable: uklad rownanPytanie 2klasy problemu: ignorable, gdy uzyskane wyniki po±rednie mog¡ zosta¢ zignorowane,gdy» nie maj¡ »adnego wpªywu na ostatezne rozwi¡zanie. np. dowodzenie twierdzenreoverable, gdy mo»na ofn¡¢ wykonane kroki do pewnego miejsa aby rozpoz¡¢ zniego poszukiwanie rozwi¡zania w innym kierunku np. gra w kwadraty irreoverable,gdy wykonanie jakiego± kroku jest niodwoªalne (np. gra w szahy)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



2.5. CO DALEJ? 25Pytanie 3ertain-outome (np. gra w kwadraty)unertain-outome (np. gra w szahy a jeszze lepiej w pokera)Pytanie 4any-path problem (absolute) (np. zy istnieje poª¡zenie pomi�dzy w�zªami grafu)best-path problem (relative) (np. ±ie»ka o najmniejszym koszie w gra�e)But is this the solution to the problem? The answer is that we annot be sure unlesswe also try all other paths to make sure that none of them is shorter.Pytanie 5path problem ze sloikami: informaja, »e rozwi¡zaniem jest stan (2,0) nie jest wystar-zaj¡a (ilo±¢ wody w sloiku 4l, il. H2O w sl. 3l). state problem z alkami, mini-max(wybor ruhu)Pytanie 6gra w szahy - mala wiedza (reguly) / duza wiedza gdy dohodzi baza otwarhat-boot - duza wiedza wykrywanie w tlumie podejrzanie zahowujayh sie ludzi2.5 Co dalej?tutaj info o tym jakie rozdzialy nalezy zyta, tj. ktore sa o reprezentaji a ktore oszukaniu

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rozdziaª 3Wiedza a j�zykProblem wiedzy i jej miejsa w (sztuznej) inteligenji omawiany byª w rozdziale 1. Je±li,ju» przyjmiemy, »e wiedza jest nam niezb�dna, to do rozwi¡zania pozostaje wiele kwestiizwi¡zanyh z ogólnie poj�tym �zarz¡dzaniem� wiedz¡. W szzególno±i interesowa¢ nasb�d¡ sposoby jej reprezentaji i, jako ih konsekwenja, u»ytezno±¢ tyh sposobów.W rozdziale tym przyjrzymy si� jednemu ze sposobów reprezentowania wiedzy, mia-nowiie pod postai¡ faktów i reguª j�zyka logiki (ang. language of logi). Posªugiwaniesi� logik¡ w elu reprezentaji wiedzy jest bardzo kusz¡e, gdy» udost�pnia nam bardzopot�»ny aparat matematyzny pozwalaj¡y na wnioskowanie. Oto mo»eby bowiem po-wiedzie¢, »e pewne zdanie jest prawdziwe w opariu o inne znane nam zdania o któryhwiemy, »e s¡ prawdziwe. Idea dowodu matematyznego, jako i¡gu logiznie wynikaj¡-yh z siebie zda« prawdziwyh mo»e zosta¢ potraktowana jako sposób na znalezienieodpowiedzi na postawione pytanie zy zadany problem.3.1 LogikaLogika (gr. logos: sªowo, przyzyna, zasada) jest nauk¡ o zasadah i warunkah popraw-nego rozumowania i wnioskowania. Logika bada i klasy�kuje struktury zdaniowe (zªo»oneze stwierdze« i argumentów), rozpatruj¡ zarówno formalne systemy wnioskowania jaki zdania j�zyka naturalnego. W w�»szym znazeniu jako tzw. logika dedukji (rahunkilogizne), jest nauk¡ o prawah wynikania. W znazeniu szerszym traktowana jest jakozespóª dysyplin naukowyh, dla któryh przedmiotem bada« jest j�zyk i zynno±i ba-dawze (rozumowanie, de�niowanie, klasy�kowanie, itp), któryh to analiz� prowadzi si�w elu podania takih reguª posªugiwania si� j�zykiem i wykonywanie owyh zynno±i,które zyniªyby t� dziaªalno±¢, mo»liwie najbardziej skutezna.Tak wi� za pomo¡ logiki mo»emy zapisa¢ pewne zdania, zwi¡zki mi�dzy nimi orazsposoby wnioskowania zda« na podstawie zda« innyh i sprawdza¢ w sposób formalnyzy zdania te s¡ prawdziwe zy nie.3.2 Proste faktyPrzyjrzyjmy si� nast�puj¡ym zdaniom:
• Pada.
• Jest sªoneznie.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



28 ROZDZIA� 3. WIEDZA A J�ZYK
• Wieje.
• Je±li pada to nie jest sªoneznie.Ka»de z nih jest prostym stwierdzeniem, wyra»a prosty fakt. St¡d te» nazwa rahunekzda« (ang. propositional alulus, propositional logi). Zdania te formalnie mo»emyzapisa¢ w nast�puj¡y sposób:
• pada
• sªoneznie
• wieje
• pada -> ~sªoneznieZauwa»my w tym momenie, »e za pomo¡ tyh faktów stworzyli±my pewn¡ baz� wiedzy.Co wa»niejsze, wiedz¡ t¡ mo»emy zarz¡dza¢, w szzególno±i wykorzysta¢ j¡, np. dostwierdzenia, »e z faktu i» pada deszz wynika, »e nie jest sªoneznie.W ogólno±i, rahunek zda« to dziaª logiki matematyznej badaj¡y zwi¡zki mi�dzyzdaniami (zmiennymi zdaniowymi) lub funkjami zdaniowymi utworzonymi za pomo¡spójników zdaniowyh ze zda« lub funkji zdaniowyh prostszyh. Rahunek zda« okre-±la sposoby stosowania spójników zdaniowyh w poprawnym wnioskowaniu.W klasyznym rahunku zda« przyjmuje si� zaªo»enie, »e ka»demu zdaniu mo»naprzypisa¢ jedn¡ z dwu warto±i logiznyh � prawd� albo faªsz, które umownie przyj�tooznaza¢ 1 i 0. Klasyzny rahunek zda« jest wi� dwuwarto±iowym rahunkiem zda«.W rahunku zda« tre±¢ rozpatrywanyh zda« nie ma znazenia, istotna jest jedynieih warto±¢ logizna. Warto±¢ logizn¡ zda« zªo»onyh powstaªyh przez zastosowaniespójników zdaniowyh okre±la funkja prawdy, zwi¡zana z ka»dym spójnikiem zdanio-wym. Warto±¢ ta zale»y wyª¡znie od prawdziwo±i lub faªszywo±i zda« skªadowyh, niezale»y natomiast od ih tre±i. Szzególn¡ rol� w rahunku zda« odgrywaj¡ takie zdaniazªo»one, dla któryh warto±¢ logizna jest równa 1, niezale»nie od tego, jakie warto±ilogizne maj¡ zdania proste, z któryh si� skªadaj¡. Takie zdania nazywa si� prawamirahunku zda« lub tautologiami.Tak wi� mamy sposób na reprezentaj� wiedzy i wykorzystanie tej reprezentaji. Cojest wa»ne, sposób ten posiada dosy¢ mone i sprawdzone podstawy teoretyzne (logika,matematyka) daj¡e nadziej� na poprawne funkjonowanie systemu o niego opartego.Logika ta jednak posiada znazne ogranizenia, ktore dosy¢ ªatwo jest pokaza¢. Przyj-rzyjmy si� takim oto zdaniom:
• Zosia jest kobiet¡.
• Asia jest kobiet¡.i ih odpowiednikom wyra»onym za pomo¡ rahunku zda«
• zosiakobieta
• asiakobietaJak wi� wida¢ fakty, które stworzyli±my nie pozwalaj¡ na wyi¡gni�ie �ADNYCHwniosków o do �podobie«stw� mi�dzy nimi. Nie mo»emy dokonywa¢ rozbioru znaze-niowego podanyh faktów (pomijamy kwesti� tego, »e przeie» znazenie �wyrazów� dlakomputera nie jest znane). A przeie» wiemy, »e w j�zyku naturalnym fakty te wyra»aj¡stwierdzenie, »e dwa ró»ne �obiekty�: zosia i asia maj¡ eh� wspóln¡: s¡ kobiet¡.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



3.3. RACHUNEK PREDYKATÓW 293.3 Rahunek predykatówRahunek predykatów idzie troh� dalej ni» rahunek zda«. Mo»a powiedzie¢, »e rahu-nek predykatów bada �wewn�trzn¡� struktur� zda«. Ka»de zdanie j�zyka naturalnegowst�pnie rozkªadane jest na dwie zasadnize z�±i:
• obiekty wyst�puj¡e w zdaniu,
• predykaty zyli wyra»enie opisuj¡e pewne wªasno±i lub relaje.Tak �rozªo»one� zdanie wyst�puje w rahunku predykatów pod postai¡ predykat(obiekt)lub predykat(obiekt1,obiekt2,...,obiektN). Rozwa»my nast�puj¡y przykªad. Niehdane b�dzie zdanie: �óªty mi± ma zerwony sweterek.które mo»emy zapisa¢ jako dwa zdania poª¡zone operatorem logiznym AND:Mi± jest »óªty.ANDMi± ma zerwony sweterek.Z pierwszego ze zda« mo»emy wyodr�bni¢ obiekt mi± oraz predykat by¢ »óªtym. Ozna-za to, »e obiekt mi± przynale»y do tej klasy (zbioru) obiektów, któryh eh¡ jest �»óª-to±¢�. Z drugiego ze zda« mo»emy wyodr�bni¢ obiekt mi± oraz predykat maCzerwonySweterek.Oznaza to, »e obiekt mi± przynale»y do tej klasy (zbioru) obiektów, któryh eh¡ jestposiadanie zerwonego sweterka. Oba te zdania mo»na zapisa¢ jako:»óªty(mi±) AND maCzerwonySweterek(mi±)zamiast zapisu stosowanego w rahunku zda«:»óªtymi± AND maCzerwonySweterekmi±Taki rodzaj uogólnienia tworzy pewnego rodzaju relaje: »óªty oraz maCzerwonySweterekpomi�dzy obiektem mi± a zbiorem {TRUR, FALSE}. Oto mo»emy bowiem powiedzie¢, »emi± jest w relaji »óªty z elementem TRUEmi± �(relaja: »óªty)�> TRUEInazej, mo»emy powiedzie¢, »e »óªty(mi±) �> TRUElub inazej, »e prawdziwy jest fakt »óªty(mi±).W konsekwenji mo»emy orzeka¢ o prawdziwo±i zda« bardziej zªo»onyh:»óªty(mi±) AND maCzerwonySweterek(mi±)zy te», zapisanyh w odpowiedniej postai, zda« b�d¡yh odpowiednikiem np. takiegooto zdania j�zyka naturalnegoWszystkie »óªte misie z zerwonym sweterkiem znaj¡ Krzysia.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



30 ROZDZIA� 3. WIEDZA A J�ZYKZanim przejdziemy dalej, przyjrzyjmy si� kilku faktom wyra»onym w j�zyku natu-ralnym i ih odpowiednikom wyra»onym jako predykaty.1. Obelix byª m�»zyzn¡.2. Obelix byª Galem.3. Wszysy Galowie nie lubi¡ Cezara.4. Galowie próbuj¡ tylko utrudnia¢ »yie Rzymianom, któryh nie lubi¡.Obelix byª m�»zyzna.m�»zyzna(obelix).Fakt ten wyra»a podstawow¡ wiedz� o Obelixie, mianowiie to, »e zaliza si� do gronaobiektów o któryh mozna powiedzie¢: m�»zyzna. W tym momenie mamy te» spo-sobno±¢ zaobserwowania bardzo istotnej rzezy: wyra»aj¡ zdanie j�zyka naturalnego wrahunku predykatów powinni±my, je±li tylko nie jest to koniezne z punktu widzeniarozwi¡zaywanego zadania, �zapomnie¢� o formie gramatyznej, wªa±iwym zasie itp. Znaszego punktu widzenia zupeªnie nie jest istotne zahowanie formy gramatyznej. Za-pis w stylu m�»zyzn¡Byª(obelix). b�dzie utrudnieniem. Jak bowiem stwierdzi¢, zyobiekty x oraz y maj¡ o± wspólnego je±li wiemy o nih tylko tyle, »e:m�»zyzn¡Byª(x).m�»zyzna(y).Pami�tajmy, »e nie mo»emy dokonywa¢ rozbioru znazeniowego podanyh faktów. Amamy tutaj dwie RÓ�NE relaje: m�»zyzn¡Byª oraz m�»zyzna .Obelix byª Galem.gal(obelix).Wszysy Galowie nie lubi¡ Cezara.all(x),gal(x) -> ~lubi(x,ezar).Galowie próbuj¡ tylko utrudnia¢ »yie Rzymianom, któryh nie lubi¡.all(x),all(y),gal(x),rzymianin(y) -> ~lubi(x,y),utrudnia�yie(x,y). W tymzdaniu szzególnie pojawia si� problem niejednoznazno±i j�zyka mówionego. Czy bo-wiem oznaza ono, »e Galowie utrudniaj¡ »yie tylko tym z Rzymian, któryh nie lubi¡,zy mo»e oznaza ono, »e Galowie nie lubi¡ Rzymian i utrudniaj¡ im »yie?Tak wi� konkretna posta¢ logiki jak¡ b�dziemy posªugiwa¢ si� w dalszej z�±i, to ra-hunek predykatów (pierwszego rz�du). Intuiyjnie rozumiany predykat jest wyra»eniemopisuj¡ym pewne wªasno±i lub relaje. Bardziej formalnie, predykatem (funkj¡ zda-niow¡) nazwiemy takie wyra»enie W (x), w którym je±li podstawimy za x jak¡± warto±¢Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



3.3. RACHUNEK PREDYKATÓW 31z zakresu jej zmienno±i to b�dziemy mogli o nim powiedzie¢, »e jest prawdziwe lubfaªszywe. Predykat skªada si� ze swojej nazwy oraz z jednego, lub wielu argumentów.Argumentami predykatu mog¡ by¢ staªe, zmienne lub inne predykaty. Rahunek predy-katów pierwszego rz�du (ang. �rst order prediate alulus) to system logizny, w którymkwanty�katory mog¡ mówi¢ tylko o obiektah, nie za± o ih zbiorah. Tak wi� nie mog¡wyst�powa¢ kwanty�katory typu �dla ka»dej funkji X na Y ...�, �istnieje wªasno±¢ p,taka »e ...� zy �dla ka»dego podzbioru X zbioru Z ...�. Rahunek ten nazywa si� te»krótko rahunkiem kwanty�katorów.Ch¡ zapisa¢ zdanie opisuj¡e w jakim± sensie otazaj¡y nas ±wiat zy te» nassamyh, musimy mie¢ mo»liwo±¢ zapisania obiektów, któryh zdanie to dotyzy. W ra-hunku predykatów u»ywamy do tego termów. Term wyst�puje w jednaj z nast�puj¡yhpostai:Symbol staªej. Oznaza pojedynzy byt lub poj�ie.Symbol zmiennej. Oznaza w ró»nyh hwilah zasowyh ró»ne byty. Zwykle u»y-wane w poª¡zeniu z kwanty�katorami okre±laj¡ymi zakres dziaªania zmiennej.Term zªo»ony. Skªada si� z symbolu funkyjnego oraz uporz¡dkowanego zbioru termówstanowi¡yh argumenty. Term zªo»ony mo»e oznaza¢ byt zale»ny od bytów opisa-nyh jego argumentami. Symbol funkyjny wskazuje, jak byt zale»y od opisuj¡yhgo argumentów. Przykªadami mog¡ by¢ lubi(jas,malgosia) zy zlowiek(jas).Termy zªo»ne nazywane s¡ te» strukturami.Ch¡ wyrazi¢ pewne zdanie o obiekie lub ih wi�kszej ilo±i i zwi¡zkah mi�dzy nimi,u»ywa¢ b�dziemy symboli predykatów. Symbol predykatu oraz i¡g termów sta-nowi¡yh jego argument nazywamy zdaniem atomowym. Przykªadami mog¡ by¢lubi(jas,malgosia) zy zlowiek(jas). Powy»sze przykªady zazerpni�te zostaªy zj�zyka Prolog, gdzie jak wida¢ struktura mo»e by¢ traktowana jako el, jako argumentinnej struktury lub jako jedno i drugie. Teoretyznie w rahunku predykatów istniejezasadnize rozró»nienie symboli funkyjnyh u»ywanyh do tworzenia argumentów i sym-boli predykatów peªni¡yh funkj� funktorów tworz¡yh zdania.Zdania zªo»one tworzymy ze zda« atomowyh za pomo¡ zª¡ze« logiznyhu»ywaj¡ znanyh operatorów nie, i, lub, wynika, jest równowa»ne z. Ze wzgl�du nawªa±iwo±i odstraszaj¡e zapisu matematyznego stosowa¢ b�dziemy bardziej zinforma-tyzowany zapis. I tak zamiast
• ¬ oznazaj¡ego nie, zyli negaj�, pisa¢ b�dziemy ~;
• ∧ oznazaj¡ego i, zyli koniunkj�, pisa¢ b�dziemy &;
• ∨ oznazaj¡ego lub, zyli alternatyw�, pisa¢ b�dziemy |;
• −→ oznazaj¡ego wynika, zyli implikaj�, pisa¢ b�dziemy ->;
• ⇐⇒ oznazaj¡ego jest równowa»ne z, zyli równowa»no±¢, pisa¢ b�dziemy <->.Nie powinno by¢ dla nas tak»e zaskozeniem (bo mowa jest o tym na I roku studiów), »eimplikaj� i równowa»no±¢ mo»na zapisa¢ przy pomoy koniunkji, alternatywy i prze-zenia, np. jak to przedstawiono poni»ej:
• a -> b jest równowa»ne zapisowi (~a) | b;Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



32 ROZDZIA� 3. WIEDZA A J�ZYK
• a <-> b jest równowa»ne zapisowi (a & b) | (~a & ~b);
• a <-> b jest równowa»ne zapisowi (a -> b) & (b -> a).Znazenie zmiennyh w zdaniah okre±lone jest wówzas, gdy s¡ one wprowadzone zapomo¡ kwanty�katorów. W rahunku predykatów u»ywamy dwóh kwanty�katorów:
• kwanty�katora ogólnego: ∀, ∨, który zapisywa¢ b�dziemy all(x,Z);
• kwanty�katora szzegóªowego: ∃, ∧, który zapisywa¢ b�dziemy exists(x,Z).3.4 W kierunku j�zyka � posta¢ klauzulowaJak doskonale wiemy, wyra»enia rahunku predykatów mo»na zapisywa¢ na wiele ró»nyhrównowa»nyh sobie sposobów. Znakomiie utrudnia to ih formalne przeksztaªanie.St¡d potrzeba posªugiwania si� jedn¡, z wielu mo»liwyh, postai, a mianowiie postai¡klauzulow¡. Zdanie rahunku predykatów zapisane w postai klauzulowej jest bardzopodobne do zestawu reguª j�zyka Prolog.Przeksztaªenia takiego dokona¢ mo»na w sze±iu etapah.Etap 1. Usuni�ie implikajiUsuwamy wszystkie wyst¡pienia implikaji i równowa»no±i zgodnie z wze±niej poda-nymi to»samo±iami.Etap 2. Przesuwanie negaji do wewn¡trzW kroku tym nale»y wyra»enie przeksztaªi¢ tak aby negaja miaªa zastosowanie tylkodo wyra»enia atomowego, np.~(a(b) & (d) przeksztaªamy na ~a(b) | ~(d)~all(a,b(a)) przeksztaªamy na exists(a,~b(a))Ko»ystamy tutaj z nast�puj¡yh to»samo±i
• ~(a & b) jest równowa»ne zapisowi ~a | ~b;
• ~exists(x,Z) jest równowa»ne zapisowi all(x,~Z);
• ~all(x,Z) jest równowa»ne zapisowi exists(x,~Z).Etap 3. SkolemizajaW etapie tym eliminujemy kwanty�kator szzegóªowy. Dokonuje si� to przez wprowadze-nie nowyh symboli staªyh, staªyh Skolema, w miejse zmiennyh wprowadzanyhza pomo¡ tyh kwanty�katorów. Zamiast bowiem mówi¢, »e istnieje obiekt o pewnyhwªasno±iah, mo»na utworzy¢ taki obiekt i nada¢ jemu nazw�. Przykªadowoexists(X, a(X) & b(X))zostaje przeksztaªone naa(g103) & b(g103)gdzie g103 to pewna niepowtarzalna staªa.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



3.4. W KIERUNKU J�ZYKA � POSTA� KLAUZULOWA 33Etap 4. Przesuni�ie kwanty�katorów ogólnyh na zewn¡trzW tym etapie kwanty�katory ogólne przenosimy poza wyra»enie. Przykªadowoall( X, a(X) -> all( Y,b(Y) -> (X,Y) ) )zostaje przeksztaªone naall( X,all( Y,a(X) -> ( b(Y) -> (X,Y) ) ))Dalej, poniewa» kwanty�katory same w sobie nie nios¡ ju» »adnyh dodatkowyh in-formaji, to pami�taj¡, »e wszystkie zmienne s¡ przez nie wprowadzane, mo»emy jeusun¡¢. Przykªadowoall(X,a(X) | b(X)) & all(Y,(d,Y) | d(Y))zostaje przeksztaªone na(a(X) | b(X)) & ((d,Y) | d(Y))Etap 5. Wyprowadzenie koniunkji poza alternatyw�Teraz d¡»ymy do zapisu wyra»enia w koniunkyjnej postai normalnej. W tej po-stai wyra»enie nasze jest zbiorem koniunkji, w którym elementy ª¡zone s¡ albo lite-raªami albo literaªami poª¡zonymi |. Korzystamy tutaj z nast�puj¡yh to»samo±i
• ( A & B ) | C jest równowa»ne zapisowi ( A | C ) & ( B | C );
• ( A & C ) | ( B & C ) jest równowa»ne zapisowi ( A | B ) & C.Przykªadowoa(X) | b(,X) & ( d() | e() )zostaje przeksztaªone na( a(X) | b(,X) ) & ( a(X) | ( d() | e() ) )Etap 6. Przeksztaªanie w klauzuleWyra»enie z jakim mamy do zynienia, jest zbiorem koniunkji obejmuj¡ym albo literaªyalbo literaªy poª¡zone alternatyw¡. Traktuj¡ hwilowo literaªy poª¡zone alternatyw¡jak jeden literaª, otrzymujemy wyra»enie postai np.(A & B) & (C & (D & E))W tym momenie zupeªnie nie ma znazenia jak rozmieszzone s¡ nawiasy i jaka jestkolejno±¢ literaªów. Tak wi� mo»emy
• pozby¢ si� wszystkih nawiasów;
• poprzestawia¢ literaªy wedªug naszego upodobania;
• wiedz¡, »e na tym poziomie rozwa»a« s¡ same koniunkje mo»emy si� ih po-zby¢, zapisuj¡ wyra»enie jako zbiór {A,B,C,D,E}. Wyra»enia umieszzone w tymzbiorze nazywamy klauzulami. Zauwa»my, »e poniewa» jest to zbiór wie auto-matyznie zupeªnie nie ma znazenia kolejno±¢ elementów.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



34 ROZDZIA� 3. WIEDZA A J�ZYKKlauzule s¡ albo literaªami albo literaªami poª¡zonymi alternatyw¡. Tak wi� po-nownie jak to miaªo miejse dla koniunkji kolejno±¢ literaªów nie ma znazenia i mo»emypozby¢ si� nawiasów. Tak wi� aªe wyra»enie mo»emy zapisa¢ jako klauzul� b�d¡¡zbiorem literaªów domy±lnie poª¡zonyh alternatyw¡.Tym samym otrzymujemy wyra»enie w postai klauzulowej. Odpowiada jemu zestawklauzul, z któryh ka»da jest zestawem literaªów. Literaª natomiast jest albo formuª¡atomow¡ albo zanegowan¡ formuª¡ atomow¡.3.5 Zapis klauzulJak wiemy klauzula skªad si� z pewnej ilo±i literaªów, z któryh z�±¢ mo»e by¢ zane-gowana. Przyjmujemy teraz nast�puj¡¡ umow� dotyz¡¡ zapisu klauzul.
• najpierw zapisujemy literaªy niezanegowane, potem zanegowane;
• grup� literaªów niezanegowanyh od literaªów zanegowanyh rozdzielamy symbo-lem :-;
• literaªy niezanegowane rozdzielamy znakiem ±rednika;
• literaªy zanegowane zapisujemy bez znaku negaji i rozdzielamy je przeinkami.Zapis ten, ho¢ mo»e wydawa¢ si� dziwny ma nast�puj¡e uzasadnienie.Klauzula:{a1,~b3,a2,a4,~b1,a3,~b2}odpowiada zapisowi:( a1 | ~b3 | a2 | a4 | ~b1 | a3 | ~b2 )o jest równowa»ne z:(a1 | a2 | a3 | a4) | (~b1 | ~b2 | ~b3)o jest równowa»ne z:(a1 | a2 | a3 | a4) | ~(b1 & b2 & b3)o jest równowa»ne z:(b1 & b2 & b3) -> (a1 | a2 | a3 | a4)Przeksztaªamy w ten sposób pewne wyra»enie, np.:{a1,~b3,a2,a4,~b1,a3,~b2}do postai wyst�puj¡ej np. w Prologu:(a1 ; a2 ; a3 ; a4) :- (b1 , b2 , b3)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



3.6. REZOLUCJA 353.6 RezolujaDoszli±my do momentu, w którym wyra»enia rahunku predykatów, potra�my zapisa¢w jeden zuni�kowany sposób. Tym samym jeste±my w stanie reprezentowa¢ w jednolitysposób wi�kszy zbiór przesªanek, lub faktów opisuj¡yh ±wiat. Faktów stwierdzaj¡yh,»e tak a nie inazej jest i nie podlega to dyskusji. St¡d nazywa¢ b�dziemy je tak»eaksjomatami. W opariu o zbiór faktów mo»na spróbowa¢ wyi¡ga¢ wnioski (dowodzi¢twierdzenia) � i wªa±nie tym zajmiemy si� w dalszej z�±i.Narz�dziem wykorzystywanym przy automatyznym dowodzeniu twierdze« jest za-sada rezoluji. Rezoluja pozwala przeksztaªa¢ wyra»enia zapisane w postai klauzulo-wej. Maj¡ dwie odpowiednio powi¡zane ze sob¡ klauzule, na ih podstawie generujemynow¡ b�d¡¡ wnioskiem z dwóh poprzednih. Zasada jest taka, »e je±li po lewej stroniejednej klauzuli i po prawej stronie drugiej jest takie samo wyra»enie atomowe, to mo»nawówzas jako wniosek wygenerowa¢ klauzul� powstaª¡ przez sklejenie tyh dwóh klauzulbez powtarzaj¡ego si� wyra»enia. Na przykªadZ klauzul postai:a(x);b(x) :- (y),d(y).e(x) :- b(x),f(x).wnioskujemy, »e:a(x);e(x) :- (y),d(y),f(x).Podany przykªad wygl¡da prosto, ale zauwa»my, »e jest to najprostsza posta¢ pro-blemu, który mo»emy skomplikowa¢
• u»ywaj¡ zmiennyh w klauzulah;
• dopasowaniu mo»e podlega¢ wiele literaªów a nie tylko jeden.Spójrzmy teraz na przykªad rezoluji ze zmiennymi.(1) a(f(X));b(X) :- .(2) b(Y) :- (f(Y),Y).(3) (Z,m) :- a(Z).Stosuj¡ rezoluj� do klauzuli drugiej i trzeiejb(Y) :- (f(Y),Y).(Z ,m) :- a(Z).mamy nast�puj¡y i¡g dopasowa«Y przyjmie warto±¢ mf(Y) przyjmie warto±¢ f(m)Z przyjmie warto±¢ f(m)b(Y) przyjmie warto±¢ b(m)a(Z) przyjmie warto±¢ a(f(m))Zatem ostateznie otrzymujemy(4) b(m) :- a(f(m)).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



36 ROZDZIA� 3. WIEDZA A J�ZYKStosuj¡ rezoluj� do klauzuli pierwszej i nowo otrzymanej zwartej otrzymamy klau-zul� pi¡t¡(1) a(f(X));b(X) :- .(4) b(m) :- a(f(m)).(5) b(m);b(m) :- .Przedstawiony proes dopasowywania zasem nazywa si� uni�kaj¡ ho¢ nie zawszeoba te terminy znaz¡ dokªadnie to samo. Ozywi±ie rezoluj� mo»na powtarza¢ dalej znadziej¡, »e w ko«u natra�my na poszukiwany przez nas wniosek. Niestety nie mo»nazagwarantowa¢, »e si� nam to uda, nawet je±li szukane twierdzenie wynika z przesªanek.Wa»n¡ wªasno±i¡ rezoluji jest to, »e jest ona aªkowiie falsy�kowalna. Oznazato, »e je±li zbiór klauzul jest niespójny (sprzezny), to metod¡ rezoluji mo»na z niegowyprowadzi¢ klauzul� pust¡ postai :- . Zbiór klauzul jest sprzezny, je±li nie istniejemo»liwo±¢ uzgodnienia wszystkih predykatów, symboli staªyh i symboli funkyjnyh,aby uzyska¢ jedynie same prawdziwe twierdzenia (wnioski).Czytelnikowi zapewne doskonale jest znana reguªa wnioskowania modus tollens (ªa.modus tollendo tollens, sposób zaprzezaj¡y przy pomoy zaprzezenia) � wnioskowanielogizne, reguªa logiki mówi¡a, »e je±li zaakeptujemy »e z X wynika Y, oraz »e Y jestfaªszywe, to musimy zaakeptowa¢ te» faªszywo±¢ X.
[(X → Y ) ∧ ¬Y ] → ¬X.Przekªadaj¡ to na j�zyk reguª mo»emy powiedzie¢, »e je±li teza {A1, . . . , An} nie jestsprzezna to formuªa B jest jej wnioskiem wtedy i tylko wtedy, gdy teza {A1, . . . , An,¬B}jest sprzezna.Je±li zatem nasza hipoteza jest niesprzezna, wystarzy do zbioru faktów doda¢ za-negowane klauzule tworz¡e nasz¡ hipotez�. Je±li z posiadanyh przesªanek wynika hi-poteza, wówzas rezoluja daje reguª� pust¡. Ogólnie rzez ujmuj¡, zarówno fakty jaki hipoteza s¡ najzwyklejszymi klauzulami. Zbiór tyh klauzul mo»emy oznazy¢ jako

{C1, . . . , Ci, Cj , . . . , Cm}, gdzie {C1, . . . , Ci} = {A1, . . . , An} natomiast {Cj , . . . , Cm} =
{B1, . . . , Bk}. W tym momenie, z punktu widzenia dziaªania rezoluji, klauzule Cl dla
l = 1, . . . ,m s¡ nierozró»nialne w tym sensie, »e nie wiadomo, które s¡ faktami a którehipotez¡ maj¡¡ by¢ dopiero udowodnion¡. Nie wiadomo bowiem, zy

• ¬C1 wynika z {C2, C3, C4, . . . , Ci}, zy te»
• ¬C2 wynika z {C1, C3, C4, . . . , Ci}, zy te»
• ¬C3 wynika z {C1, C2, C4, . . . , Ci}, zy te» . . .Ozywi±ie kombinaji takih istnieje bardzo du»o. Dodatkowym problemem jestustalenie odpowiednih etapów rezoluji tak aby w wyniku stosowania aksjomatów iotrzymanyh na ih podstawie wniosków, otrzyma¢ kolejne wnioski prowadz¡e nas bez-po±rednio do rozwi¡zania.3.7 Klauzule HornaKlauzula Horna to klauzula, w której o najwy»ej jeden element jest niezanegowany.Zatem jako klauzule Horna rozpatrywa¢ b�dziemy klauzule, w któryhSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



3.7. KLAUZULE HORNA 371. tylko jeden literaª jest niezanegowany (tzw. klauzula Horna z gªow¡), np. a(X) :- b(X),(X).2. wszystkie literaªy s¡ zanegowane (tzw. klauzula Horna bez gªowy), np. :- a(X).Wszystkie problemy posiadaj¡e rozwi¡zanie i daj¡e si� zapisa¢ w formie klauzulHorna ehuje to, »e tylko jedna klauzula jest bez gªowy. Musi ona istnie¢, gdy» inazejnie b�dziemy mogli wyprowadzi¢ klauzuli pustej. Klauzula pusta nie posiada bowiemgªowy a w wyniku rezoluji dwóh klauzul Horna z gªow¡ zawsze otrzymamy klauzul�z gªow¡. W zupeªno±i natomiast wystarza tylko jedna klauzula bez gªowy jako, »eka»dy dowód przez rezoluj� wykorzystuj¡y wi�ej ni» jeden aksjomat bez gªowy mo»naprzeksztaªi¢ tak, aby u»ywa¢ o najwy»ej jednej reguªy bez gªowy.Zaªó»my, »e maj¡ nast�puj¡y zbiór faktów i reguª(1) a :- b,.(2)  :- d.(3) b.(4) d.hemy udowodni¢ a. W tym elu mo»emy post¡pi¢ w nast�puj¡y sposób.1. Zgodnie z tym o powy»ej napisano, b�dziemy hieli wykorzysta¢ sprzezno±¢.Tak wi� dodajemy do naszego zbioru faktów i reguª zaprzezenie a, zyli :- a.(1) a :- b,.(2)  :- d.(3) b.(4) d.(5) :- a.2. Stosuj¡ rezoluj� do 1 i 5 otrzymujemy klauzule 6(1) a :- b,.(2)  :- d.(3) b.(4) d.(5) :- a.(6) :- b,.Zauwa»my, »e nowo otrzyman¡ klauzul� dodajemy do wze±niejszego zbioru faktówi reguª. Tym samym zbiór ten si� powi�ksza o nowe fakty i reguªy.3. Stosuj¡ rezoluj� do 6 i 3 otrzymujemy klauzule 7(1) a :- b,.(2)  :- d.(3) b.(4) d.(5) :- a.(6) :- b,.(7) :- .Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



38 ROZDZIA� 3. WIEDZA A J�ZYK4. Stosuj¡ rezoluj� do 7 i 2 otrzymujemy klauzule 8(1) a :- b,.(2)  :- d.(3) b.(4) d.(5) :- a.(6) :- b,.(7) :- .(8) :- d.5. Stosuj¡ rezoluj� do 8 i 4 otrzymujemy klauzule 9(1) a :- b,.(2)  :- d.(3) b.(4) d.(5) :- a.(6) :- b,.(7) :- .(8) :- d.(9) :-Otrzymali±my wi� klauzul� pust¡, o oznaza, »e po dodaniu zaprzezenia a zbiór faktówi reguª staª si� sprzezny. Zatem wze±niej musiaª by¢ niesprzezny, zyli a musiaªo by¢prawd¡.Przedstawionemu proesowi odpowiada nast�puj¡ej sekwenja poszukiwa« j�zykaProlog.1. Potraktujmy a jako el.2. Znajd¹ fakt lub reguª� o a. Pierwsz¡ na jak¡ natra�amy jest a :- b,., któranakazuje udowodni¢ najpierw b a potem .3. Znajdujemy fakt dotyz¡y b.4. Znajd¹ fakt lub reguª� o . Pierwsz¡ na jak¡ natra�amy jest  :- d., która naka-zuje udowodni¢ najpierw d.5. Znajdujemy fakt dotyz¡y d.Udowodnione zostaªo zatem wszystko, o potrzebne jest do wykazania prawdziwo±i a awi� a jest prawdziwe.W ogólno±i stosuj¡ rezoluj� mo»emy udowodni¢ wszystko to, o mo»emy pokaza¢stosuj¡ mehanizm nawraania Prologu. W drug¡ stron� nie jest to ju» jednak prawd¡.Powodem tego jest hoia»by wzrastaj¡a, wraz z post�powanie proesu rezoluji, lizbadost�pnyh faktów i reguª.//tutu// wi�ej napisa¢!!!!Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



3.8. CO Z TEGO WYNIKA? 393.8 Co z tego wynika?Starali±my si� pokaza¢ w tym rozdziale jak rahunek predykatów mo»na wykorzysta¢jako no±nik wiedzy. Co wa»niejsz, hieli±my pokaza¢, »e no±nik taki nie tylko jest jak¡±fanaberi¡, ale w istoie pozwala na operowanie przehowywan¡ wiedz¡. Istotne jest tak»eto, »e daje si� go sprowadzi¢ do pewnyh uniwersalnyh i jednolityh w swej konstrukjiwyra»e«. Dzi�ki temu mo»na zautomatyzowa¢ proes posªugiwania si� wiedz¡ w tejpostai, tworz¡ ho¢by odpowiedni j�zyk programowania. Jednym z takih j�zyków jestProlog.//tutu// krotko opisa prologZalizany jest on do j�zyków logiznyh, a wi� j�zyków opisuj¡yh obiekty i zwi¡zkimi�dzy nimi a tak»e potra�¡yh na tej podstawie wnioskowa¢Prologowi po±wi�ony zostaª rozdziaª 46.Na zako«zenie zasygnalizujmy jedynie, »e podany sposób reprezentaji wiedzy jestjednym z wielu mo»liwyh i w wielu przypadkah nie jest on wystarzajay:
• Jest iepªo. Co to znazy: iepªo? Ile to jest stopni? (problem reprezentajiwarto±i i¡gªyh i niepreyzyjnyh w systemah ze swej natury dyskretnyh)
• Blondyni z�sto maj¡ niebieskie ozy. Co to znazy: z�sto?
• Skoz do sklepu po mleko. Do którego sklepu? Jakie mleko? Ile tego mleka?Faktyznie mam skaka¢? (problem niekompletno±i bazy wiedzy)
• Praowniy IBM-a wierz¡, »e Deep Blue wygra, ale ja my±le, »e przegra. Jak repre-zentowa¢ uzuia, wierzenia intuij� tak aby powi¡za¢ je w jeden spójny system.Tyh kilka przykªadów sugeruje, »e jest jeszze wiele obszarów wiedzy, które musimynauzy¢ si� reprezentowa¢ w efektywny sposób. O niektóryh z nih mówi¢ b�dziemy wkolejnyh rozdziaªah //tutu//.
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Rozdziaª 4Podstawowe informajeW rozdziale tym zebrano wszystkie poj�ia �pomonize�, jakie pojawiaj¡ si� na kartahtego podr�znika, a które wymagaj¡ wyja±nienia lub komentarza.4.1 Graf4.2 DrzewoW informatye pod poj�iem drzewa rozumiemy spójny skierowany graf ayklizny.Wprowadza si� nast�puj¡e terminy:
• kraw�dzie grafu nazywane s¡ gaª�ziami;
• wierzhoªki, z któryh wyhodzi o najmniej jedna kraw�d¹ to w�zªy, pozostaªeza± okre±lane s¡ mianem li±i. Przyjmuje si�, »e wierzhoªek ma o najwy»ej jedn¡kraw�d¹ whodz¡¡;
• w�zeª lub li±¢ do którego nie prowadz¡ »adne kraw�dzie to korze«.4.3 Podstawowe poj�ia z zakresu rahunku prawdopodo-bie«stwaNieh (Ω, P ) b�dzie przestrzeni¡ zdarze« elementarnyh z prawdopodobie«stwem P .De�nija 4.1. Zmienn¡ losow¡ nazywamy funkj� X odwzorowuj¡a zbiór Ω wynikówpewnego do±wiadzenia losowego zbiór lizb rzezywistyh

X : Ω → R.De�nija 4.2. Zmienna losowa skokowa (zmienna losowa dyskretna) to zmiennalosowa X przyjmuj¡a o najwy»ej przelizaln¡ lizb� warto±i x1, x2, . . . odpowiednio zdodatnimi prawdopodobie«stwami p1, p2, . . . takimi, »e ∑∞
i=1 pi = 1.De�nija 4.3. Rozkªadem prawdopodobie«stwa zmiennej losowej skokowej na-zywamy zbiór par (xi, pi), gdzie xi, i = 1, 2, . . . s¡ warto±iami jakie przyjmuje zmiennalosowa za± pi jest prawdopodobie«stwem z jakim ta zmienna losowa przyjmuje warto±¢

xi.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



42 ROZDZIA� 4. PODSTAWOWE INFORMACJEDe�nija 4.4. Warto±¢ ozekiwan¡1 zmiennej losowej X nazywamy lizb� EXokre±lon¡ dla skokowej zmiennej losowej o sko«zonym zbiorze warto±i w nast�puj¡ysposób:
EX =

n∑

i=1

xipi, (4.1)gdzie n jest lizno±i¡ zbioru warto±i, xi s¡ warto±iami a pi oznazaj¡ prawdopodobie«-stwo P (X = xi) = pi.Wªasno±¢ 4.1. Je»eli istnieje EX, to dla ka»dej lizby rzezywistej c istnieje E(cX)

E(cX) = cEX.Przykªad 4.1. Oblizanie warto±i ozekiwanejNieh X b�dzie lizb¡ ozek wyrzuonyh w rzuie kostk¡. Wówzas P (X = xi) = 1
6dla i = 1, . . . , 6. Zatem warto±¢ ozekiwana zmiennej losowej X wynosi

1 · 1

6
+ · · · + 6 · 1

6
= 3.5De�nija 4.5. Warto±¢ ozekiwan¡ zmiennej losowej postai Y = (X−EX)2 oznazamyprzez D2X i nazywamy warianj¡ zmiennej losowej X.Warianja zmiennej losowej jest warto±i¡ ozekiwan¡ kwadratów odhyle« warto±itej zmiennej losowej od jej waro±i ozekiwanej. Warianja zmiennej losowej X jestparametrem harakteryzuj¡ym stopie« rozproszenia warto±i zmiennej losowej X na osilizbowej wzgl�dem EX. Dowodzi si�, »e

D2X = E(X2) − (EX)2.Wªasno±¢ 4.2. Je»eli istnieje D2X, to dla ka»dej lizby rzezywistej c istnieje D2(cX)oraz zahodzi
D2(cX) = c2D2X.De�nija 4.6. Pierwiastek kwadratowy z warianji zmiennej losowej nazywa si� odhy-leniem standardowym zmiennej losowej X i oznaza si� go przez σX : σX =

√
D2X.Przykªad 4.2. Oblizanie warianjiKontynuuj¡ poprzedni przykªad (4.1) mamy, »e zbiorem warto±i zmiennej losowej

X2 jest zbiór {12, . . . , 62} oraz P (X2 = i2) = 1
6 , dla i = 1, . . . , 6. Zatem warianjazmiennej losowej X równa si�:

D2X = E(X2) − (EX)2 =
1

6
(12 + · · · + 62) − (3.5)2 =

35

12
≈ 2.92Odhylenie standardowe zmiennej losowej X jest równe σX =

√
35
12 ≈ 1.7.1A tak»e: warto±i¡ ±redni¡, warto±i¡ przei�tn¡, nadziej¡ matematyzna.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



4.3. PODSTAWOWE POJ�CIA Z ZAKRESU RACHUNKUPRAWDOPODOBIE�STWA 43Twierdzenie 4.1 (Centralne twierdzenie granizne). tutuMówi¡ bardziej obrazowo, entralne twierdzenie granizne mówi, »e je±li Xi s¡ nie-zale»nymi zmiennymi losowymi o jednakowym rozkªadzie, takiej samej warto±i ozeki-wanej µ i sko«zonej warianji σ2, to gdy n d¡»y do niesko«zono±i, wówzas zmiennalosowa postai ∑n
i=1 Xi − nµ

σ
√

nzbiega wedªug rozkªadu do standardowego rozkªadu normalnego.De�nija 4.7. Kowarianj� dwóh zmiennyh lososwyh X i Y o warto±iah ozeki-wanyh E(X) = (̄x), E(Y ) = (̄y) de�niujemy jako
cov(X,Y ) = E((X − x̄)(Y − ȳ)).Powy»sze zapisa¢ mo»na tak»e jako:

cov(X,Y ) = E(X · Y ) − x̄ȳlub
cov(X,Y ) = E(X · Y ) − x̄E(Y ) − ȳE(X) + x̄ȳ.Je»eli mi�dzy zmiennymi losowymi X i Y nie istnieje »adna zauwa»alna korelaja liniowa,a istniej¡ ih warto±i ozekiwane, to kowarianja przyjmuje warto±¢ 0. Warto±i kowa-rianji zbli»one, zy nawet równe zero nie ±wiadz¡ jednak o aªkowitej niezale»no±izmiennyh losowyh. Zawsze istnieje bowiem mo»liwo±¢, »e s¡ one zale»ne nieliniowo.Jako bardzo prosty przykªad potwierdzaj¡y ostatnie zdanie, rozwa»my przedziaª lizb rze-zywistyh t ∈ [0, 2π], a zmienne losowe okre±lmy jako:

X = sin(t), Y = cos(t).W tym przypadku, pomimo ih ozywistej zale»no±i (jedynka trygonometryzna) mamy
cov(X,Y ) = 0.W teorii prawdopodobie«stwa i statystye, kowarianja stanowi miar� tego zy i jakdwie zmienne zmieniaj¡ si� razem. Je±li zmieniaj¡ si� razem wtedy warianja mo»e by¢:

• dodatnia, o oznaza, »e obie warto±i jednoze±nie rosn¡;
• ujemna, o oznaza, »e gdy jedna z warto±i ro±nie, to druga maleje.De�nija 4.8. Funkj� F okre±lon¡ na zbiorze lizb rzezywistyh wzorem

F (t) = P (X ≤ t)nazywamy dystrybuant¡ zmiennej losowej X.Wªasno±¢ 4.3. Dystrybuanta jest funkj¡ niemalej¡¡, prawostronnie i¡gª¡, w −∞ magrani� równ¡ 0, a w +∞ grani� równ¡ 1.De�nija 4.9. G�sto±i¡ rozkªadu zmiennej losowej X nazywamy nieujemn¡ funkj� f ,dla której
∞∫

−∞

f(x)dx = 1.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44 ROZDZIA� 4. PODSTAWOWE INFORMACJEDe�nija 4.10. Rozkªadem normalnym nazywamy rozkªad zmiennej losowej X og�sto±i okre±lonej wzorem:
f(x) =

1

σ
√

2π
e

−(x−m)2

2σ2 ,gdzie m, σ > 0 s¡ lizbami rzezywistymi b�d¡ymi parametrami rozkªadu. Zapis X :
N(m,σ) zytamy: zmienna losowa X o rozkªadzie normalnym z parametrami m i σ.Je±li X : N(m,σ) to warto±¢ ozekiwana i warianja zmiennej losowej X wynosz¡ od-powiednio: EX = m, D2X = σ2 (zyli σ jest odhyleniem standardowym zmiennej X).Funkja g�sto±i zmiennej losowej o rozkªadzie naturalnym osi¡ga maksimum globalnedla x = m i wynosi ono 1

σ
√

2π
.Dystrybuanta zmiennej losowej o rozkªadzie normalnym i parametrah m i σ jestokre±lona wzorem
F (x) =

1

σ
√

2π

x∫

−∞

e
−(t−m)2

2σ2 dt.De�nija 4.11. G�sto±i¡ rozkªadu X : N(0, 1) (rozkªad normalny o parametrah m = 0i σ = 1) jest funkja
ϕ(x) =

1√
2π

e−
x2

2 . (4.2)Dystrybuant¡ rozkªadu X : N(0, 1) nazywamy funkj�
Φ(x) =

1√
2π

x∫

−∞

e−
t2

2 dt. (4.3)De�nija 4.12. Caªka z funkji g�sto±i rozkªadu normalnego nosi nazw� funkji bª�dulub normalnej aªki bª�du, oznazamy j¡ jako erf(·) i oblizamy zgodnie ze wzorem
erf(x) =

1√
2π

x∫

−x

e−
y2

2 dy. (4.4)Wªasno±¢ 4.4. Gdy x → ∞, wtedy
1 − Φ(x) ∼ 1√

2πx
e−

x2

2 . (4.5)Znak ∼ oznaza, »e stosunek wyra»e« po obu stronah tego znaku d¡»y do jedno±i.Dowód znale¹¢ mo»na np. w [5℄, str. 132.Twierdzenie 4.2. Dla funkji bª�du zahodzi
erf(x) = 1 − 2 (1 − Φ(x)) (4.6)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



4.4. ALGEBRA 45Dowód. Z de�niji funkji erf(·) mamy
erf(x) =

1√
2π

x∫

−x

e−
y2

2 dy =

=
1√
2π

∞∫

−∞

e−
y2

2 dy − 1√
2π

−x∫

−∞

e−
y2

2 dy − 1√
2π

∞∫

x

e−
y2

2 dy =

= 1 − 2
1√
2π

∞∫

x

e−
y2

2 dy =

= 1 − 2Φ(−x) = 1 − 2 (1 − Φ(x)) .4.4 Algebra4.4.1 Wektory i warto±i wªasne maierzyPrzeksztaªenia liniowe przestrzeni wektorowej takie jak np. obrót, //tutu// mo»nainterpretowa¢ gra�znie pokazuj¡ ih wpªyw na wektory (pokazuj¡ jak zmieniaj¡ si�wektory). Stanowi¡ one funkje wektorowe. Mo»emy powiedzie¢, »e w przestrzeni wekto-rowej L de�niujemy funkj� wektorow¡ A je±li dla ka»demu wektorowi x ∈ L odpowiadatylko jeden wektor y ∈ L taki, »e y = A(x) o z�sto zapisywane jest jako y = Ax.Funkja wektorowa A jest liniowa je±li speªnione s¡ warunki:
• (ang. additivity): A(x + y) = Ax + Ay,
• (ang. homogeneity): A(αx) = αAx,gdzie x i y s¡ dowolnymi wektorami z przestrzeni L a α jest warto±i¡ skalarn¡. Takafunkja nazywana jest transformaj¡ liniow¡ (ang. linear transformation), operatorem li-niowym (ang. linear operator) lub liniowym endomor�zmem (ang. linear endomorphism)przestrzeni L.Nieh A b�dzie przeksztaªeniem liniowym. Niezerowy wektor x nazywamy wekto-rem wªasnym przeksztaªenia (maierzy) A je±li speªnione jest równanie

Ax = λx (4.7)dla pewnej warto±i skalarnej λ. Wspóªzynnik λ nazywamy warto±i¡ wªasn¡ prze-ksztaªenia (maierzy) A odpowiadaj¡¡ wektorowi wªasnemu x.Wªasno±i
• Jedna warto±¢ wªasna mo»e by¢ zwi¡zana z kilkoma lub nawet niesko«zon¡ ilo±i¡wektorów wªasnyh. Je±li jednak wektor wªasny jest okre±lony, wówzas odpowia-daj¡a jemu warto±¢ wªasna okre±lona jest jednoznaznie.
• Geometryznie równanie (4.7) oznaza, »e transformaja A wpªywa tylko na dªu-go±¢ wektora x i jego zwrot. Warto±¢ wªasna jest miar¡ tego o ile nale»y wektor�rozi¡gn¡� lub �skrói¢�.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



46 ROZDZIA� 4. PODSTAWOWE INFORMACJE
• Je±li x jest wektorem wªasnym przeksztaªenia A z warto±i¡ wªasn¡ λ, wówzaswektor y = αx tak»e jest wektorem wªasnym z tak¡ sam¡ warto±i¡ wªasn¡. Azatem o tym zy dany wektor jest wektorem wªasnym nie deyduje jego dªugo±¢zy zwrot, ale jego kierunek. Z tego powodu, najz�±iej posªugujemy si� wektoramiwªasnymi znormalizowanymi do dªugo±i równej 1.
• Wektory wªasne odpowiadaj¡e ró»nym warto±iom wªasnym s¡ liniowo niezale»ne.W szzególno±i oznaza to, »e w przestrzeni n-wymiarowej transformaja A niemo»e mie¢ wi�ej ni» n wektorów wªasnyh z ró»nymi warto±iami wªasnymi.
• Wektory wªasne istniej¡ tylko dla maierzy kwadratowyh, ale nie ka»da taka ma-ierz wektory wªasne posiada.
• Maierz symetryzna ma warto±¢ wªasn¡.
• Dla maierzy kwadratowej wymiaru n × n istnieje n wektorów wªasnyh.
• Wszystkie wektory wªasne maierzy A s¡ ortogonalne (prostopadªe do siebie).Oznaza to, »e w rozwa»anej przestrzni otrzymujemy drugi, alternatywny, ukªadwspóªrz�dnyh w którym mo»emy wyrazi¢ rozpatrywane wektory (patrz rysunek//tutu//).
• Warto±i wªasne maierzy s¡ pierwiastkami jej wielomianu harakterystyznego

det(A − Iλ) = 04.4.2 Okre±lono±¢ maierzyMaierz okre±lona dodatnioRzezywista maierz A jest maierz¡ dodatnio okre±lon¡, je±li jest symetryzna i dlaka»dego niezerowego wektora x ∈ Rn zahodzi
xAx > 0Równowa»nie

• Maierz A jest dodatnio okre±lona je±li wszystkie warto±i wªasne maierzy A s¡dodatnie.
• Maierz A jest dodatnio okre±lona je±li wyznazniki wszystkih minorów gªównyhmaierzy A s¡ dodatnie.Maierz dodatnio okre±lona jest zawsze odwraalna i jej odwrotno±¢ jest równie»dodatnio okre±lona. Je±li A i B s¡ dodatnio okre±lone, to ih suma A + B tak»e jestdodatnio okre±lona.4.5 Analiza matematyzna4.5.1 Wzór TayloraDe�nija 4.13 (Wzór Taylora). Wzór Taylora pozwala na przedstawienie funkji n + 1-razy ró»nizkowalnej przy pomoy wielomianu zale»nego od kolejnyh jej pohodnyh orazSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



4.5. ANALIZA MATEMATYCZNA 47dostateznie maªej reszty. Mówi¡ preyzyjniej, je±li zaªo»ymy, »e Y jest przestrzeni¡unormowan¡ oraz f : [a, b] → Y jest funkj¡ n + 1-razy ró»nizkowaln¡ w sposób i¡gªy,wówzas dla ka»dego x ∈ (a, b) mamy:
f(x) = f(a) +

x − a

1!
f1(a) +

(x − a)2

2!
f2(a) + · · · +

(x − a)n

n!
fn(a) + Rn(x, a)gdzie Rn(x, a) speªnia warunek

lim
x→a

Rn(x, a)

(x − a)n
= 0

Rn(x, a) nazywane jest reszt¡ (Peano) we wzorze Taylora. Je±li a = 0, to wzór Tayloranazywany jest wzorem Malaurina.4.5.2 Przestrze« unitarnaDe�nija 4.14. Przestrzeni¡ unitarn¡ nazywamy rzezywist¡ przestrze« liniow¡ Vnad iaªem lizb rzezywistyh K wraz z okre±lonym w niej funkjonaªem dwuliniowym
f speªniaj¡ym nast�puj¡e warunki:

• symetria: dla wszystkih x, y nale»¡yh do V zahodzi
f(x, y) = f(y, x)

• liniowo±¢ ze wzgl�du na pierwsz¡ zmienn¡: dla wszystkih x, y nale»¡yh do Voraz dowolnego a nale»¡ego do K zahodzi
f(ax) = af(x)

f(x + y, z) = f(x, z) + f(y, z)

• dodatnia okre±lono±¢:
f(x, x) > 0,dlax 6= 0Funkjonaª f(·, ·) nazywa si� ilozynem skalarnym lub ilozynem wewn�trznymwektorów x i y i oznazany jest jako 〈·, ·〉.Najprostszym przykªadem przestrzeni unitarnej jest przestrze« lizb rzezywistyhze (standardowym) ilozynem skalarnym zde�niowanym jako
〈x, y〉 = x · yo zasem, je±li nie prowadzi to do niejednoznazno±i, zapisujemy tak»e jako xy.Ogólniej, w przestrzeni euklidesowej Rn je±li u = (u1, . . . , un) oraz v = (v1, . . . , vn)standardowy ilozyn skalarny okre±lony jest wzorem

u · v = u1v1 + · · · + unvn.Ze wzgl�du na wªasno±i ilozynu skalarnego, funkja ‖ · ‖ taka, »e
‖u‖ =

√

〈u, u〉speªnia aksjomaty normy. Norm� t� nazywamy norm¡ generowan¡ przez ilozynskalarny. Z tego te» wzgl�du ka»da przestrze« unitarna jest tak»e unormowana. Wtym przypadku, norma interpretowana jest jako dªugo±¢ wektora u.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



48 ROZDZIA� 4. PODSTAWOWE INFORMACJEInterpretaja geometryzna ilozynu skalarnegoW przestrzeni euklidesowej istnieje silna zale»no±¢ mi�dzy ilozynem skalarnym a dªu-go±i¡ i k¡tem. Dla wektora u, u · u jest kwadratem jego dªugo±i. Ogólniej, je±li v jestinnym wektorem, wówzas
u · v = |u||v| cos α,gdzie |u|, |v| oznazaj¡ dªugo±¢ wektorów u oraz v a α jest k¡tem mi�dzy nimi. Ze wzgl�duna to, »e norma wektora jest jego dªugo±i¡, z�sto wzór ten wyst�puje w postai

u · v = ‖u‖‖v‖ cos α.Ilozyn |u| cos α jest rzutem skalarnym wektora u na v, tj. odinkiem o poz¡tku wpunkie p1 b�d¡ym poz¡tkiem wektora v i ko«u w punkie p2 = p1 + (|u| cos α)vznajduj¡ym si� na póªprostej p1 + ηv, gdzie η ∈ R+.4.5.3 Nierówno±¢ Cauhy'ego-ShwarzaNierówno±¢ Cauhy'ego-Shwarza � podstawowa nierówno±¢ dla ilozynu skalar-nego w przestrzeni unitarnej. Nierówno±¢ ta znana jest pod wieloma innymi nazwami,mi.in. Shwarza, Buniakowskiego-Shwarza lub Cauhy'ego-Buniakowskiego-Shwarza.Twierdzenie 4.3 (Nierówno±¢ Cauhy'ego-Shwarza). Nieh 〈x, y〉 oznaza ilozyn ska-larny wektorów x, y danej przestrzeni unitarnej. Zahodzi nast�puj¡a nierówno±¢
|〈x, y〉|2 ≤ 〈x, x〉〈y, y〉lub, wyra»ona za pomo¡ norm,
|〈x, y〉| ≤ ‖x‖‖y‖.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 5Troh� klasykiZanim przejdziemy do �inteligentnyh� tematów po±wi�imy troszk� zasu klasyznym(numeryznym) sposobom rozwi¡zywania pewnyh problemów. Czynimy tak, ze wzgl�duna ogólne zalean¡ metodologi� postepowania. Otó», je±li tylko znane jest analityznerozwi¡zanie problemu dziaªaj¡e w sposób nas satysfakjonuj¡y i daj¡e wyniki w akep-towalnym przez nas zasie radzi si� je wybiera¢. Gdy takowe nie istnieje, dopiero wtedymo»na próbowa¢ innyh metod. Zwi¡zane jest to z wieloma, jak b�dziemy mieli jesz-ze niejednokrotnie okazj� przekona¢ si�, niewiadomymi towarzysz¡ymi �inteligentnymalgorytmom�.5.1 Przeszukiwanie grafuJako pierwszy rozwa»ymy problem przeszukiwania grafu: dla zadanego grafu G spraw-dzi¢, zy istnieje ±ie»ka ª¡z¡a wierzhoªki W1 oraz W2.W zaproponowanyh sposobah rozwi¡zania trudno doszuka¢ si� inteligentnego dzia-ªania. Daj¡ one nam jednak mo»liwo±¢ prze¢wizenia pewnyh tehnik algorytmizno -programistyznyh, przydatnyh w kolejnyh zadaniah. Poza tym sam problem prze-szukiwania grafu, bliski jest problemowi odnajdywania optymalnej ±ie»ki ª¡z¡ej dwapunkty. Ostatnie zadanie natomiast z�sto stanowi podstaw� problemów deyzyjnyh,np. przy poruszaniu postai¡ w grze komputerowej.Ponadto pami�tajmy, »e graf mo»e reprezentowa¢ ró»ne rzezy: zarówno dwa polana planszy jak i drzewo deyzyjne w grze zy te» bardziej skomplikowan¡ przestrze«poszukiwa«.5.1.1 Niezb�dne de�nijeNa poz¡tku podamy kilka niezb�dnyh de�niji. Graf skierowany G jest opisany par¡
(V,E), gdzie V jest zbiorem sko«zonym, a E jest relaj¡ binarn¡ w V . Zbiór V jest na-zywany zbiorem wierzhoªków grafu G, a jego elementy nazywane s¡wierzhoªkami.Zbiór E nazywamy zbiorem kraw�dzi grafu G, a jego elementy kraw�dziami. Przyj-muje si� tak»e inn¡ równowa»n¡ de�nij� zbioru E, w której to okre±la si� go jako zbióruporz¡dkowanyh par wierzhoªków. Rysunek 5.1 przedstawia przykªad grafu skierowa-nego. Graf nieskierowany ró»ni si� od skierowanego sposobem konstrukji zbioru E,który w tym przypadku jest zbiorem nieuporz¡dkowanyh par wierzhoªków. Przyjmu-jemy, »e w gra�e nieskierowanym nie mog¡ wyst�powa¢ p�tle. Rysunek 5.2 przedstawiaprzykªad grafu nieskierowanego. Je±li (a, b) jest kraw�dzi¡ grafu G = (V,E), to mówimy,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



50 ROZDZIA� 5. TROCH� KLASYKI
Rysunek 5.1: Przykªadowy graf skierowany.

Rysunek 5.2: Przykªadowy graf nieskierowany.»e wierzhoªek a jest s¡siedni do wierzhoªka b (jest jego s¡siadem). Pod poj�iem grafuniesko«zonego rozumie¢ b�dziemy graf o niesko«zonej ilo±i wierzhoªków, z któryhjednak ka»dy ma sko«zon¡ ilo±¢ s¡siadów.5.1.2 Przehowywanie grafówIstnieje wiele sposobów przehowywania grafu w pami�i komputera. Przedstawiamytutaj dwa najbardziej popularne dzi�ki swej prostoie.Sposób 1 � maierz s¡siedztwaGraf przehowywany jest w tabliy bitowej wymiaru n × n, gdzie n-ilo±¢ wierzhoªkówgrafu; 1 w danej komóre oznaza istnienie poª¡zenia mi�dzy odpowiednimi wierzhoª-kami. Na przykªad 1 w komóre (2,3) oznaza, i» wierzhoªek 2 jest poª¡zony z wierz-hoªkiem 3. Spójrzmy na powstaª¡ wedªug tego sposobu tabel� (5.1) odpowiadaj¡¡grafowi z rysunku 5.3Sposób 2 � listaGraf przehowywany jest z wykorzystaniem listy. Ka»dy wiersz stanowi zbiór nume-rów wierzhoªków poªazonyh z wierzhoªkiem o numerze równym numerowi wiersza.Spójrzmy na odpowiedni¡ dla naszego przykªadu struktur� (tablia 5.2). Mamy tammi�dzy innymi nastepuj¡y wiersz:4 - 1 - 6 - 7Oznaza on, i» wierzhoªek 4 ªazy si� z wierzhoªkami 1, 6 i 7.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



5.1. PRZESZUKIWANIE GRAFU 51
2 5

1 3 6 8 9

4 7Rysunek 5.3: Przykªadowy graf.
1 2 3 4 5 6 7 8 91 0 1 1 1 0 0 0 0 02 1 0 1 0 1 1 0 0 03 1 1 0 0 1 1 1 0 04 1 0 0 0 0 1 1 0 05 0 1 1 0 0 0 0 1 06 0 1 1 1 0 0 1 1 07 0 0 1 1 0 1 0 1 08 0 0 0 0 1 1 1 0 09 0 0 0 0 0 0 0 0 0Tabela 5.1: Przehowywanie grafu w postai maierzy bitowej.

1 - 2 - 3 - 42 - 1 - 3 - 5 - 6 -3 - 1 - 2 - 5 - 6 - 74 - 1 - 6 - 75 - 2 - 3 - 86 - 2 - 3 - 4 - 7 - 87 - 3 - 4 - 6 - 88 - 5 - 6 - 79 -Tabela 5.2: Przehowywanie grafu z wykrzystaniem listy.
Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



52 ROZDZIA� 5. TROCH� KLASYKI5.1.3 Rozwi¡zanie zadaniaIstniej¡ dwa popularne sposoby rozwi¡zania postawionego zadania. Pierwszy z nihnosi nazw� przeszukiwania grafu wszerz drugi za± przeszukiwania wzdªu» lub te»w gª¡b. W rozwi¡zaniah tyh wykorzystuje si� struktury danyh nazywane stosem(kolejk¡ LIFO (ang. last in, �rst out)) i list¡ (kolejk¡ FIFO (ang. �rst in, �rstout)). Wspomnianyh struktur danyh nie b�dziemy omawia¢, odsyªaj¡ do literatury([3℄, [27℄).Aby zbada¢ istnienie poª¡zenia w gra�e podajemy dwa wierzhoªki: pierwszy �zwany stanem poz¡tkowym, oraz drugi � zwany stanem ko«owym. W przypadkuprzeszukiwania grafów sko«zonyh omawiane algorytmy s¡ równowa»ne, tzn. zbie»no±¢algorytmu przeszukiwania w gª¡b poi¡ga za sob¡ zbie»no±¢ algorytmu przeszukiwaniawszerz i odwrotnie1. Je»eli przeszukujemy graf niesko«zony, algorytm przeszukiwaniawszerz jest zbie»ny, natomiast algorytm przeszukiwania w gª¡b nie. Brak zbie»no±ima miejse wówzas, gdy przeszukujemy krawi�d¹ niesko«zon¡, która nie prowadzi dowierzhoªka ko«owego.Przeszukiwanie grafu wszerzW pierwszym kroku algorytmu odwiedzamy wszystkie wierzhoªki grafu s¡siaduj¡e zwierzhoªkiem poz¡tkowym. Nast�pnie (krok drugi) odwiedzamy wszystkie wierzhoªkis¡siaduj¡e z uprzednio odwiedzonymi. W kroku trzeim odwiedzamy wszystkie wierz-hoªki s¡siaduj¡e z wierzhoªkami odwiedzonymi w kroku drugim. I tak dalej. Je±lipodzas odwiedzania natra�my na szukany wierzhoªek ko«owy, to oznaza to, »e ist-nieje ±ie»ka ª¡z¡a wierzhoªek poz¡tkowy i ko«owy. W przypadku, gdy odwiedzimywszystkie mo»liwe wierzhoªki i nie znajdziemy wierzhoªka ko«owego, oznaza to, »enie istnieje droga miedzy zadanymi wierzhoªkami. Odwiedzaj¡ kolejne wierzhoªki na-le»y pami�ta¢, »eby nie odwiedza¢ wierzhoªków wze±niej odwiedzonyh, tzn. ka»dywierzhoªek mo»emy odwiedzi¢ dokªadnie jeden raz.Jako dane wej±iowe algorytm przyjmuje graf G i dwa wierzhoªki W1 i W2, o któryhhemy si� dowiedzie¢, zy s¡ ze sob¡ poª¡zone, zy te» nie.1. Start. Utwórz kolejk� FIFO i oznaz j¡ jako K.2. Dodaj W1 do kolejki K.3. Czy kolejka K jest pusta? Tak � id¹ do 8, nie � kontynuuj.4. Pobierz element W z kolejki K. Je±li W byª ju» odwiedzony id¹ do 3, je±li nie tooznaz go jako odwiedzony i id¹ do 5.5. Czy W = W2? Tak � id¹ do 9, nie � kontynuuj.6. Dodaj do kolejki K wszystkie nieodwiedzone wierzhoªki, z którymi W s¡siadujea które w K jeszze si� nie znajduj¡.7. Id¹ do 3.8. Zwró¢ BRAK_ROZWIAZANIA i zako«z algorytm.1Mówi¡ o zbie»no±i mamy tutaj na my±li sko«zono±¢ algorytmu w sko«zonym zasie. Inazejmówi¡, zbie»no±¢ w tym kontek±ie, oznaza, »e znajdziemy rozwi¡zanie (ozywi±ie je±li tylko istnieje)w sko«zonym zasie.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



5.1. PRZESZUKIWANIE GRAFU 539. Zwró¢ SUKCES i zako«z algorytm.Tabela 5.3 zawiera kilka kroków tego algorytmu dla grafu G z rysunku 5.3 orazwierzhoªków W1 := 1 oraz W2 := 8. W przykªadzie korzysta¢ b�dzimy z nast�puj¡yhfunkji
• MakeFIFO() � funkja tworzy kolejk� FIFO.
• Push(x) � funkja dodaje element x do utworzonej kolejki.
• Pop() � funkja pobiera element z kolejki (jednoze±nie usuwaj¡ go z niej).Przeszukiwanie grafu w gª¡bW pierwszym kroku algorytmu odwiedzamy jeden wierzhoªek grafu s¡siaduj¡y z wierz-hoªkiem poz¡tkowym. Nast�pnie (krok drugi) odwiedzamy jeden wierzhoªek s¡siadu-j¡e z uprzednio odwiedzonym. W kroku trzeim odwiedzamy wierzhoªek s¡siaduj¡ez wierzhoªkiem odwiedzonymi w kroku drugim. I tak dalej. Je±li podzas odwiedzanianatra�my na szukany wierzhoªek ko«owy, to oznaza to, »e istnieje ±ie»ka ª¡z¡awierzhoªek poz¡tkowy i ko«owy. Je±li odwiedzili±my ju» wszystkie wierzhoªki s¡-siednie dla danego wierzhoªka to ofamy si� do wierzhoªka poprzedzaj¡ego ten, wktórym jeste±my. W przypadku, gdy odwiedzimy wszystkie mo»liwe wierzhoªki i nieznajdziemy wierzhoªka ko«owego, oznaza to, »e nie istnieje droga miedzy zadanymiwierzhoªkami. Odwiedzaj¡ kolejne wierzhoªki nale»y pami�ta¢, »eby nie odwiedza¢wierzhoªków wze±niej odwiedzonyh, tzn. ka»dy wierzhoªek mo»emy odwiedzi¢ do-kªadnie jeden raz.Mo»na powiedzie¢, »e przeszukiwanie grafu w gª¡b polega na przeszukiwaniu poszze-gólnyh kraw�dzi grafu. Przehodzimy kraw�dz najdalej jak tylko mo»na. Je»eli dana±ie»ka nie doprowadziªa nas do wierzhoªka ko«owego wówzas ofamy sie do momentu,z którego mo»emy pój±¢ inn¡ sie»k¡.Jako dane wej±iowe algorytm przyjmuje graf G i dwa wierzhoªkiW1 iW2, o któryhhemy si� dowiedzie¢, zy s¡ ze sob¡ poª¡zone, zy te» nie.1. Start. Utwórz kolejk� LIFO i oznaz j¡ jako S.2. Dodaj W1 do kolejki S.3. Czy kolejka S jest pusta? Tak � id¹ do 8, nie � kontynuuj.4. Pobierz element W z kolejki K. Je±li W byª ju» odwiedzony id¹ do 3, je±li nie tooznaz go jako odwiedzony i id¹ do 5.5. Czy W = W2? Tak � id¹ do 9, nie � kontynuuj.6. Dodaj do kolejki S wszystkie nieodwiedzone wierzhoªki, z którymi W s¡siaduje,a które w K jeszze si� nie znajduj¡.7. Id¹ do 3.8. Zwró¢ BRAK_ROZWIAZANIA i zako«z algorytm.9. Zwró¢ SUKCES i zako«z algorytm.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



54 ROZDZIA� 5. TROCH� KLASYKI
Krok Stan Operaja Wierzhoªkialgorytmu kolejki odwiedzone1 2 3 4 5 6 7 8 91 Pusta MakeFIFO()2 -1- Put(W1) x3 -1- x4 Pusta W:=Get() (W := 1) x5 Pusta W ! = W2 x6 -2-3-4- Put(2), Put(3), Put(4) x x x x7 -2-3-4- Goto 3 x x x x3 -2-3-4- x x x x4 -3-4- W:=Get() (W := 2) x x x x5 -3-4- W ! = W2 x x x x6 -3-4-5-6- Put(5), Put(6) x x x x x xNie Put(3), bo ju»byª odwiedzony7 -3-4-5-6- Goto 3 x x x x x x3 -3-4-5-6- x x x x x x4 -4-5-6- W:=Get() (W := 3) x x x x x x5 -4-5-6 W ! = W2 x x x x x x6 -4-5-6-7- Put(7) x x x x x x xNie Put(1), Put(2),Put(5), Put(6) bo ju» byªyodwiedzone7 -4-5-6-7- Goto 3 x x x x x x x3 -4-5-6-7- x x x x x x x4 -5-6-7- W:=Get() (W := 4) x x x x x x x5 -5-6-7- W ! = W2 x x x x x x x6 -5-6-7- Ni nie dodajemy, bo x x x x x x xju» wszystko byªo7 -5-6-7- Goto 3 x x x x x x x... ...Tabela 5.3: Przebieg wykonania algorytmu przeszukiwania wszerz grafu G z rysunku 5.3i wierzhoªków W1 := 1, W2 := 8.
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5.1. PRZESZUKIWANIE GRAFU 55Krok Zawarto±¢ Operaja Wierzhoªkialgorytmu stosu odwiedzone1 2 3 4 5 6 7 8 91 Pusta MakeLIFO()2 1 Push(W1) x3 1 x4 Pusta W:=Pop() (W = 1) x5 Pusta W ! = W2 x6 2,3,4 Push(2), Push(3), Push(4) x x x x7 2,3,4 Goto 3 x x x x3 2,3,4 x x4 2,3 W:=Pop() (W := 4) x x x x5 2,3 W ! = W2 x x6 2,3,6,7 Push(6), Push(7) x x x x xNie Push(1) bo ju» byª7 2,3,6,7 Goto 3 x x x x x3 2,3,6,7 x x x x x4 2,3,6 W:=Pop() (W := 7) x x x x x5 2,3,6 W ! = W2 x x x x x6 2,3,6,8 Push(8) x x x x xNie Push(4), Push(6)bo ju» byªy7 2,3,6,8 Goto 3 x x x x x3 2,3,6,8 x x x x x4 2,3,6 W:=Pop() (W := 8) x x x x x x5 2,3,6 W = W2 x x x x x x10 2,3,6 SUKCES x x x x x xTabela 5.4: Przebieg wykonania algorytmu przeszukiwania w gª¡b grafu G z rysunku 5.3i wierzhoªków W1 := 1, W2 := 8.Tabela 5.4 zawiera kilka kroków tego algorytmu dla grafu G z rysunku 5.3 orazwierzhoªków W1 := 1 oraz W2 := 8. W przykªadzie korzysta¢ b�dzimy z nast�puj¡yhfunkji
• MakeLIFO() � funkja tworzy kolejk� FIFO.
• Push(x) � funkja dodaje element x do utworzonej kolejki.
• Pop() � funkja pobiera element z kolejki (jednoze±nie usuwaj¡ go z niej).Uwaga 5.1. Czy te algorytmy s¡ identyzne?Jak mo»na zauwa»y¢ jedyna ró»nia w obu zaprezentowanyh algorytmah polega nazmianie struktury danyh, na której operujemy. �Tylko� ta zmiana poi¡ga za sob¡ dia-metralnie inne zahowanie obu �identyznyh� algorytmów.Uwaga 5.2. Inna wersja przeszukiwania w gª¡b.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



56 ROZDZIA� 5. TROCH� KLASYKI1. Start. Utwórz kolejk� LIFO i oznaz j¡ jako S.2. Dodaj W1 do kolejki S.3. Czy kolejka S jest pusta? Tak � id¹ do 8, nie � kontynuuj.4. Pobierz element W z kolejki K. Je±li W byª ju» odwiedzony id¹ do 3, je±li nie tooznaz go jako odwiedzony i id¹ do 5.5. Czy W = W2? Tak � id¹ do 9, nie � kontynuuj.6. Je±li W jest poª¡zony z jakim± wierzhoªkiem, który nie byª jeszze odwiedzony,to dodaj W i ten wierzhoªek (w takiej wªa±nie kolejno±i) do S.7. Id¹ do 3.8. Zwró¢ BRAK_ROZWIAZANIA i zako«z algorytm.9. Zwró¢ SUKCES i zako«z algorytm.Tabela 5.5 zawiera kilka kroków tego algorytmu dla grafu G z rysunku 5.3 oraz wierz-hoªków W1 := 1 oraz W2 := 8.�wizenie 5.1.Prosz� napisa¢ programy realizuj¡e przedstawione powy»ej algorytmy. Zakªadamy, »eprogram wzytuje graf z pliku o podanej w linii polee« nazwie. Nast�pnie pyta o numerywierzhoªków do sprawdzenia. Programy powinny odzytywa¢ niezb�dne do dziaªania danez pliku w jednym z dwóh poni»e przedstawionyh formatów (prosz� sobie wybra¢). Mak-symalna ilo±¢ wierzhoªków wynosi 100 i numerujemy je kolejnymi lizbami aªkowitymiod 1 do 100. Przykªady plików odpowiadaj¡e grafowi z rysunku 5.3):FORMAT 1 (format "bitowy") FORMAT 2 (format "listowy")9 91 8 1 80 1 1 1 0 0 0 0 0 2 3 41 0 1 0 1 1 0 0 0 1 3 5 61 1 0 0 1 1 1 0 0 1 2 5 6 71 0 0 0 0 1 1 0 0 1 6 70 1 1 0 0 0 0 1 0 2 3 80 1 1 1 0 0 1 1 0 2 3 4 7 80 0 1 1 0 1 0 1 0 3 4 6 80 0 0 0 1 1 1 0 0 5 6 70 0 0 0 0 0 0 0 0Numer Opislinii1 Ilo±¢ wierzhoªków w gra�e2 W�zeª poz¡tkowy (W1) i ko«owy (W2)3, . . . Dane w postai �bitowej� lub �listowej�Programy powinien wy±wietla¢ list� aktualnie odwiedzonyh wierzhoªków oraz zawar-to±¢ listy lub stosu a na zako«zenie wy±wietla¢ informaj�, zy wierzhoªki s¡ poª¡zonezy te» nie Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



5.1. PRZESZUKIWANIE GRAFU 57
Krok Zawarto±¢ Operaja Wierzhoªkialgorytmu stosu odwiedzone1 2 3 4 5 6 7 8 91 Pusta MakeLIFO()2 1 Push(W1) x3 1 x4 Pusta W:=Pop() (W = 1) x5 Pusta W ! = W2 x6 1,2 Push(1), Push(2) x x(Push(2), bo 2 to pierwszy x xw�zª poªazony z w�zªem 1 x xwg. tabeli 5.2) x x7 1,2 Goto 3 x x3 1,2 x x4 1 W:=Pop() (W := 2) x x5 1 W ! = W2 x x6 1,2,3 Push(2), Push(3) x x x7 1,2,3 Goto 3 x x x3 1,2,3 x x x4 1,2 W:=Pop() (W := 3) x x x5 1,2 W ! = W2 x x x6 1,2,3,5 Push(3), Push(5) x x x x7 1,2,3,5 Goto 3 x x x x3 1,2,3,5 x x x x4 1,2,3 W:=Pop() (W := 5) x x x x5 1,2,3 W ! = W2 x x x x6 1,2,3,5,8 Push(5), Push(8) x x x x x7 1,2,3,5,8 Goto 3 x x x x x3 1,2,3,5,8 x x x x x4 1,2,3,5 W:=Pop() (S := 8) x x x x x5 1,2,3,5 W = W2 x x x x x10 1,2,3,5,8 SUKCES x x x x xTabela 5.5: Przebieg wykonania zmody�kowaneg algorytmu przeszukiwania w gª¡b grafu

G z rysunku 5.3 i wierzhoªków W1 := 1, W2 := 8.
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58 ROZDZIA� 5. TROCH� KLASYKI

Rysunek 5.4: Zestaw pól tworz¡yh labirynt (lewe górne pole ma numer 0, prawe dolne- 15, numeraja wierszami).

Rysunek 5.5: Przykªadowy labirynt.�wizenie 5.2.Prosz� napisa¢ program sprawdzaj¡y, w opariu o podane algorytm, zy mo»liwe jestprzej±ie w labirynie od jednego miejsa do drugiego. Zakªadamy »e program wzytujelabirynt z pliku o podanej w linii polee« nazwie. Nast�pnie pyta si� o wspóªrz�dne polastartowego i ko«owego. Maksymalny rozmiar planszy to 100 wierszy i 100 kolumn.Ka»de pole na planszy ma numer z przedziaªu [0, 15℄. Numer ten oznaza jekiego typujest pole, to znazy gdzie mo»emy si� z niego przemie±i¢. Dost�pne pola przedstawiarysunek 5.4 (lewe górne pole ma numer 0, prawe dolne - 15, numeraja wierszami): Wpliku z opisem labiryntu pierwsza linia zawiera lizb� wierszy, druga � lizb� kolumn,kolejne natomiast to opis pól w danym wierszu. Tak wi� linia 3 zawiera opis pól wiersza1, linia 4 � opis pól wiersza drugiego, itd. Kolejne pola w wierszu rozdzielone s¡ spajami.Poni»ej umieszzono przykªadowy pliku z danymi odpowiadaj¡y labiryntowi z rysunku5.5:458 9 12 8 54 5 14 2 134 3 9 0 513 15 15 7 6Realizaja gra�zna powinna innym kolorem zaznaza pola odwiedzone a innym polaozekuj¡e na odwiedzenie (zyli te z listy lub stosu). W realizaji tekstowej programpowinien wy±wietla¢ (lub zapisywa¢ do pliku) wspóªrz�dne odwiedzanyh pól.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



5.1. PRZESZUKIWANIE GRAFU 59UwagaJak ªatwo zauwa»y¢ labirynt mo»na uto»samia¢ z grafem. Poszzególne pola labiryntu s¡wierzhoªkami, a rodzaj pola jednoznaznie de�niuje list� wieszhoªków s¡siaduj¡yh zrozwa»anym. Dla powy»szego labiryntu plik (w formaie �listowym�) opisuj¡y go jakograf wygl¡da nast�puj¡o (numeraja pol wierszami od góry i od lewej do prawej):202 61 325 94 101 7 116 1294 8 1456 12 167 11 1312 149 13 15 1914 201114 2015 19Pytanie 5.1.Przedstawione sposoby przehowywania grafów maj¡ swoje wady i zalety. Jakie?

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



60 ROZDZIA� 5. TROCH� KLASYKI
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Rozdziaª 6Algorytmy zahªanne6.1 WprowadzenieJedn¡ z najmniej wyra�nowannyh metod rozwi¡zywania problemów s¡ metody za-hªanne (ang. greedy methods). Dlazego taka nazwa? Otó» strategie te wykorzystuj¡lokaln¡ optymalizaj�. Na rozwi¡zywany problem patrz¡ z lokalnego punktu widzenia,wybieraj¡ najlepsze w danym momenie rozwi¡zanie. Ozywi±ie najlepsze w danymmomenie nie oznaza najlepsze w ogóle. Trzeba jednak przyzna¢, i» pewne zagadnie-nia mo»na w ten sposób rozwi¡za¢ i, o mo»e wydawa¢ si� dziwne, s¡ to rozwi¡zaniaoptymalne. Jednym z nih jest problem wydawania reszty.6.1.1 Problem wydawania resztyDane s¡ nast�puj¡e rodzaje monet: 1 zª (13 szt.), 2 zª (7 szt.) i 5 zª (3 szt.). Nale»yoblizy¢ ile i jakih monet nale»y wyda¢, aby reszta wynosiªa 13 zª a ilo±¢ monet byªa jaknajmniejsza. Post�powanie zahªanne w tym przypadku mo»na opisa¢ jako wybieraniemonety, która najszybiej zbli»a nas do uzyskania wymaganej reszty.1. Rozpoz�ie algorytmu. Reszta jaka pozostaªa do wydania: 13 zª. Ilo±¢ wydanyhmonet: 0.2. Wybieramy, najwi�ksz¡ mo»liw¡ w tym przypadku, monet� o warto±i 5 zª jako,»e pozwala ona najszybiej zredukowa¢ pozostaª¡ do wydania reszt� do wielko±i8 zª. Ilo±¢ wydanyh monet: 1 szt.3. Wybieramy, najwi�ksz¡ mo»liw¡ w tym przypadku, monet� o warto±i 5 zª jako,»e pozwala ona najszybiej zredukowa¢ pozostaª¡ do wydania reszt� do wielko±i3 zª. Ilo±¢ wydanyh monet: 2 szt.4. Wybieramy, najwi�ksz¡ mo»liw¡ w tym przypadku, monet� o warto±i 2 zª jako,»e pozwala ona najszybiej zredukowa¢ pozostaª¡ do wydania reszt� do wielko±i1 zª. Ilo±¢ wydanyh monet: 3 szt.5. Wybieramy, najwi�ksz¡ mo»liw¡ w tym przypadku, monet� o warto±i 1 zª jako,»e pozwala ona najszybiej zredukowa¢ pozostaª¡ do wydania reszt� do wielko±i0 zª. Ilo±¢ wydanyh monet: 4 szt.6. Rozwi¡zaniem jest reszta wydana przy pomoy dwóh monet 5 zª, jednej 2 zª ijednej 1 zª.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



62 ROZDZIA� 6. ALGORYTMY ZACH�ANNEOtrzymane w ten sposób rozwi¡zanie jest optymalne. Mo»na wykaza¢, »e dla pewnyhzbiorów nominaªów, np. {1, 2, 5, 10, 20, 50, 100} strategia zahªanna daje rozwi¡zanieoptymalne. �atwo mo»na jednak zmieni¢ ten problem tak, aby pokaza¢, »e nie zawszetak musi by¢.Rozwi¡zanie nieoptymalneZaªó»my, »e dane s¡ nast�puj¡e rodzaje monet: 1 zª (14 szt.), 2 zª (7 szt.), 5 zª (3 szt.),9 zª (2 szt.) i 10 zª (2 szt.). Nale»y oblizy¢ ile i jakih monet nale»y wyda¢, aby resztawynosiªa 14 zª a ilo±¢ monet byªa jak najmniejsza.Gdy dobór pierwszej monety b�dzie zahªanny, algorytm wybierze jedn¡ monet� 10zª (taki wybór pozwala najszybiej zredukowa¢ pozostaª¡ do wydania sum�). W zwi¡zkuz tym pozostanie do wydania 4 zª. Post�puj¡ dalej z duhem algorytmu zahªannego,najszybiej redukujemy reszt� do warto±i 2 zª je±li wybierzemy monet� o nominale 2»ª. W ostatnim kroku pozostaje wybra¢ monet� 2 zª. Tak wi� otrzymali±my reszt� wpostai jednej monety 10 zª i dwóh 2 zª podzas, gdy identyzn¡ reszt� mo»na otrzyma¢za pomo¡ jednej monety 9 zª i jednej 5 zª.Pora»ka algorytmu zahªannegoDane s¡ nast�puj¡e rodzaje monet: 2 zª (3 szt.) i 5 zª (3 szt.). Nale»y oblizy¢ ile ijakih monet nale»y wyda¢, aby reszta wynosiªa 6 zª a ilo±¢ monet byªa jak najmniejsza.Gdy dobór pierwszej monety b�dzie zahªanny, algorytm wybierze jedn¡ monet� 5 zª(taki wybór pozwala najszybiej zredukowa¢ pozostaª¡ do wydania sum�) zamiast 2 zª.Jednak ju» w nast�pnym kroku okazuje si�, »e droga zahªanna byªa w tym przypadkudrog¡ ±lep¡ � warto±¢ jaka pozostaªa do wydania to 1 zª podzas gdy najmniejsz¡dost�pn¡ monet¡ jest moneta o warto±i 2 zª.6.1.2 Problem pleakowyDyskretny problem pleakowyDanyh jest n przedmotów przy zym i-ty przedmiot wart jest ci i wa»y wi. Zadanie: dopleaka o no±no±i W nale»y zapakowa¢ jak najenniejszy ªadunek. Takie sformuªowa-nie problemu, nazywane dyskretnym problemem pleakowym, bli»sze jest rzezywisto±i,gdy» nie dopuszzamy z�±i �uªamkowyh� produktów, o ma miejse w i¡gªym pro-blemie pleakowym.Dla i¡gªego problemu pleakowego algorytm zahªanny jest optymalny. Najen-niejszy ªadunek zabierzemy wtedy, gdy najpierw b�dziemy pleak napeªnia¢ wybieraj¡najdro»szy przedmiot. Gdy si� on sko«zy a pleak nadal nie b�dzie peªny, wybieramydrugi o do warto±i produkt i probujemy nim zapeªni¢ pleak, itd.Dla problemu dyskretnego algorytm zahªanny, podobnie jak to miaªo miejse wprzypadku monet, mo»e ale z�sto nie daje optymalnego rozwi¡zania. Je±li np. ustalimypojemno±¢ pleaka na W = 50 oraz zaªo»ymy istnienie trzeh produktów (po jednejsztue ka»dy)
• c1 = 60, w1 = 10 (ena jednostkowa wynosi 60/10 = 6),
• c2 = 100, w2 = 20 (ena jednostkowa wynosi 100/20 = 5),
• c3 = 120, w3 = 30 (ena jednostkowa wynosi 120/30 = 4).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



6.2. CHARAKTERYSTYKA METOD ZACH�ANNYCH 63wówzas algorytm zahªanny wybierze najpierw produkt pierwszy (jako ten o najwy»szejenie jednostkowej) a potem drugi (jako kolejny produkt o najwy»szej enie jednostko-wej). Przy takim wyborze no±no±¢ pleaka zostaªa zmniejszona do 20, podzas gdyostatni produkt wa»y 30 a wi� ju» si� nie zmie±i. Warto±¢ ªadunku w pleaku wyniesie160. Optymalny wybór w tym przypadku uzyskamy wybieraj¡ produkt drugi i trzei opozwoli wypeªni¢ pleak maksymalnie a warto±¢ przenoszonego ªadunku wyniesie 220.6.2 Charakterystyka metod zahªannyhAlgorytm zahªanny wymaga okre±lenia1. Zbioru operatorów zyli zynno±i, akji itp., któryh i¡g pozwala uzyska¢ roz-wi¡zanie. W przykªadzie z monetami operatorami mog¡ by¢:
• op1 � wydaj jako reszt� monet� o warto±i 10 zª;
• op2 � wydaj jako reszt� monet� o warto±i 5 zª;
• itd.2. Funkji oeniaj¡ej koszt wyboru operatora i opªaalno±¢ aªego rozwi¡zania (tzw.funkja oeny).Algorytmy zahªanne ehuje �krótkowzrozno±¢� i �uparte� pod¡»anie wybranymrozwi¡zaniem. Krótkowzrozno±¢ rozumiemy jako aªkowite pomini�ie informaji o sta-nah przyszªyh do jakih prowadzi obenie dokonywany wybór i posªugiwanie si� jedynielokaln¡ informaj¡ w elu jak najszybszego sprowadzenia problemu do mniejszego pod-problemu. Iterayjnie dokonuj¡ one �zahªannyh� wyborów jeden po drugim, redukuj¡zadany problem do o raz mniejszego. Uparte pod¡»anie wybranym rozwi¡zaniem toniezdolno±¢ do wznowienia poszukiwania rozwi¡zania w innym punkie, gdy wybranepost�powanie do niego nie prowadzi. Mówi¡ inazej, algorytm zahªanny, nigdy si� nieofa elem �przemy±lenia� podj�tej uprzednio deyzji.Najlepiej speªniaj¡ swoje zadanie w problemah ehuj¡yh si� optymaln¡ substruk-tur¡ (ang. optimal substruture).Problem ma optymaln¡ substruktur� je±li optymalne rozwi¡zanie dla problemu zawierarozwi¡zanie optymalne dla podproblemu.Problem ma optymaln¡ substruktur� je±li najlepsze w danym momenie rozwi¡zanie jestz�±i¡ rozwi¡zania optymalnego.Bardzo po»¡dan¡ eh¡ algorytmów tego typu jest pr�dko±¢ dziaªania, przewy»szaj¡ainne metody optymalizayjne (np. programowanie dynamizne). Je±li wi� tylko po-zwalaj¡ one na uzyskanie ho¢by rozwi¡zania przybli»aj¡ego w zadowalaj¡ym stopniurozwi¡zanie optymalne, z�sto staj¡ si� naturalnym wyborem.6.3 Hill limbingJednym z najprostszyh algorytmów nale»¡yh do grona algorytmów zahªanyh jestalgorytm przeszukiwania przestrzeni (ang. hill limbing). Sk¡d taka nazwa? Otó» strate-gia te wykorzystuje lokaln¡ optymalizaj�. Na rozwi¡zywany problem patrzy z lokalnegoSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



64 ROZDZIA� 6. ALGORYTMY ZACH�ANNEpunktu widzenia, wybieraj¡ najlepsze w danym momenie rozwi¡zanie. Ozywi±ienajlepsze w danym momenie nie oznaza najlepsze w ogóle. Tak wªa±nie jest z turyst¡whodz¡ym na gór� (st¡d angielska nazwa). Wybieraj¡ najlepszy w danym momenieszlak wale nie musi przej±¢ najoptymalniejsz¡ tras¡ z punktu widzenia aªej w�drówki.Do znajdywania najkrótszej ±ie»ki ª¡z¡ej dwa wierzhoªki metoda ta si� nie nadaje.Owszem mo»na osi¡gn¡¢ poprawne rezultaty, ale s¡ to razej wyj¡tki ni» reguªa.Ch¡ zastosowa¢ algorytm hill limbing musimy wprowadzi¢ funkj� oeniaj¡¡.Posta¢ tej funkji jest ±i±le zale»na od rozwi¡zywanego problemu jako, »e informuje onao �opªaalno±i� wybrania takiego a nie innego rozwi¡zania. Ponadto musimy okre±li¢operator(y) a wi� sposób generowania kolejnyh stanów (a wi� stanów nast�-puj¡yh po stanie obenym). Stan mo»na uto»samia¢ zarówno z punktem (wówzasgenerowanie kolejnyh stanów oznaza wyznazenie punktów s¡siednih) jak te» np. zgr¡ w szahy (wówzas generowanie kolejnyh stanów oznaza wyznazenie wszystkihmo»liwyh do wykonania ruhów). Dla uproszzenia formuªowania my±li, powiemy, »estan A wywodzi si� ze stanu B je±li stan A zostaª wygenerowany ze stanu B. Ogólnaposta¢ tego algorytmu wygl¡da nast�puj¡o:1. Start. Wygeneruj stan poz¡tkowy SS: SS:=Init().2. Przyjmij jako bie»¡y stan CS warto±¢ stanu SS: CS:=SS.3. Czy mo»na wygenerowa¢ nowy (jeszze nie generowany ze stanu CS) stan poho-dz¡y od stanu CS? Je±li nie � zwró¢ BRAK_ROZWIAZANIA i zako«z algorytm. Je±litak � kontynuuj.4. Wygeneruj stan pohodz¡y ze stanu CS i nazwij go NS: NS:=Generate(CS).5. Je±li(a) NS jest stanem ko«owym zwró¢ SUKCES i zako«z algorytm.(b) NS nie jest stanem ko«owym, ale jest lepszy od CS, to CS:=NS.6. Powrót do 3.Punkt 4 mo»na zast¡pi¢ nast�puj¡¡ jego wersj¡4. Wygeneruj wszystkie stany pohodz¡e ze stanu CS, wybierz z nih najlepszy inazwij go NS: NS:=Generate(CS).Jak wi� wida¢ jest to algorytm lokalny, kieruj¡y si� przy wyborze kolejnego stanu tylkohwilowym polepszeniem wyników. Nie ma »adnej gwaranji, »e prowadzi nas to do glo-balnie lepszego wyniku. Przypomina to troszk� turyst� whodz¡ego na gór� i podejmu-j¡ego deyzj� odno±nie dalszej w�drówki na podstawie wyeny tylko kolejnego odinka.Ozywi±ie taki sposób post�powania nie zawsze jest optymalny o pokazuje rusunek6.1. Wybrana wedªug takiego algorytmu doroga (zerwona) kosztuje 9 MU (mountainunit, taka wymy±lona jednostka), podzas gdy droga odrzuona (zielona) kosztowaªabynas 7 MU. Odrzuona zostaªa tylko dlatego, »e w momenie startu koszt odinka b byªwi�kszy od kosztu odinka a. Co wi�ej, jak pokazaª przykªad z monetami, mo»e zaist-nie¢ sytuaja gdy nie zostanie znalezione »adne rozwi¡zanie, pomimo, »e takowe istnieje.Przyjrzyjmy si� teraz temu algorytmowi w konkretnej sytuaji. Nieh dane b�d¡ punktyrozmieszzone tak jak pokazuje to rysunek 6.2. Jako funkj� oeny przyjmijmy odlegªo±¢Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 6.1: Przykªad nieoptymalnego dziaªania algorytmu Hill Climbing. Wybranawedªug takiego algorytmu doroga (zerwona) kosztuje 9 MU (mountain unit), podzasgdy droga odrzuona (zielona) kosztowaªaby 7 MU.
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Rysunek 6.2: Przykªadowy graf dla algorytmu Hill Climbing.euklidesow¡ do punktu doelowego. Punkt jest tym lepszy im warto±¢ tej funkji jestmniejsza. Funkja generuj¡a stany b�dzie zwraaªa kolejne punkty s¡siaduj¡e z wªa±nierozwa»anym. Tabela 6.1 zawiera kilka kroków tego algorytmu dla punktu startowego 2oraz ko«owego 5. W przykªadzie korzysta¢ b�dzimy z nast�puj¡yh funkji
• Init() � funkja generuj¡a stan poz¡tkowy.
• GenerateNext(x) � funkja generuj¡a ze stanu x kolejny stan.
• Value(x) � funkja oeniaj¡a stan x.�wizenie 6.1.Prosz� napisa¢ program realizuj¡y przedstawiony powy»ej algorytm. Zakªadamy, »eprogram wzytuje graf z pliku o podanej w linii polee« nazwie. Nast�pnie pyta o numerywierzhoªków do sprawdzenia. Program powinien odzytywa¢ niezb�dne do dziaªania danez pliku o okre±lonym poni»e formaie. Maksymalna ilo±¢ wierzhoªków wynosi 100 inumerujemy je kolejnymi lizbami aªkowitymi od 1 do 100.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



66 ROZDZIA� 6. ALGORYTMY ZACH�ANNE
Krok Stan Operaja Wierzhoªkialgorytmu bie»¡y odwiedzone1 2 3 4 5 61 SS:=Init(), (SS = 2)2 2 CS:=SS, (CS = 2) x3 2 Mo»na wygenerowa¢ stany: 1,3 x4 2 NS:=GenerateNext(CS), (NS=1) x x5(a) 2 NS! = 5 x x5(b) 2 n:=Value(NS), :=Value(CS) x x

n = 2
√

2 ≈ 2.82, c =
√

5 ≈ 2.23
CS < NS6 2 Goto 4 x x3 2 Mo»na wygenerowa¢ stany: 3 x x4 2 NS:=GenerateNext(CS), (NS=3) x x x5(a) 2 NS! = 5 x x x5(b) 2 n:=Value(NS), :=Value(CS) x x x

n = 2, c =
√

5 ≈ 2.23
CS > NS, CS:=NS6 3 Goto 4 x x x3 3 Mo»na wygenerowa¢ stany: 4 x x x4 3 NS:=GenerateNext(CS), (NS=4) x x x x5(a) 3 NS! = 5 x x x x5(b) 3 n:=Value(NS), :=Value(CS) x x x x

n = 1, c = 2
CS > NS, CS:=NS6 4 Goto 4 x x x x3 4 Mo»na wygenerowa¢ stany: 5 x x x x4 4 NS:=GenerateNext(CS), (NS=5) x x x x x5(a) 4 NS = 5 x x x x x4 SUKCES x x x x xTabela 6.1: Przebieg wykonania algorytmu Hill Climbing dla punktów z rysunku 6.2oraz wierzhoªków 2 i 5.
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6.3. HILL CLIMBING 67Numer Opislinii1 Ilo±¢ wierzhoªków w gra�e (n)2 Wspóªrz�dne wierzhoªka 1 na pªaszzy¹nie.. . . . . .
n + 1 Wspóªrz�dne wierzhoªka n na pªaszzy¹nie.
n + 2 Listowy opis grafu dla wierzholka 1.. . . . . .
2n + 1 Listowy opis grafu dla wierzholka n.Zarówno wspóªrz�dne jak i elementy listy rozdzielone s¡ znakiem spaji. Programy powi-nien w ka»dej iteraji wy±wietla¢ list� aktualnie odwiedzonyh wierzhoªków a na zako«-zenie wy±wietla¢ informaj�, zy wierzhoªki s¡ poª¡zone zy te» nie. Oto przykªadowywygl¡d pliku dla przykªadu rozpatrywanego powy»ej:62 42 32 23 24 25 221 32 43 54 65�wizenie 6.2.Prosz� napisa¢ program sprawdzaj¡y, w opariu o podany algorytm, zy mo»liwe jestprzej±ie w labirynie od jednego miejsa do drugiego.
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Rozdziaª 7Poszukiwanie optymalnej ±ie»ki7.1 Best First SearhJak to zostaªo powiedziane wze±niej, zadanie przeszukiwania grafu mo»na uogólni¢,na zadania przeszukiwania pewnej przestrzeni w elu znalezienia ±ie»ki ª¡z¡ej dwapunkty. W tym podrozdziale przedstawimy kolejne algorytmy, które mo»na wykorzysta¢tak»e do przeszukiwania grafów. Wydzielili±my je do osobngo podrozdziaªu, poniewa»ró»ni¡ si� one od poprzednih w pewnyh zaªo»eniah.Po pierwsze zakªadaj¡ istnienie pewnej metryki i miary pozwalaj¡ej mierzy¢ odle-gªo±¢ dwóh wierzhoªków (zasem nawet takih, które bezpo±redniu lub nawet wale nies¡ poª¡zone). Po drugie, zakªada si�, »e ka»de poª¡zenie dwóh wierzhoªków ma jak¡±wag� (koszt przej±ia tym poª¡zeniem od jednego wierzhoªka do drugiego).Tak wi� algorytmy te b�dziemy mogli wykorzysta¢ dla grafu, je±li:
• Umie±imy graf w jakiej± przestrzeni, np. euklidesowej, przypisuj¡ ka»demu wierz-hoªkowi jakie± wspóªrz�dne.
• Ustalimy koszty przej±ia po kraw�dziah (mo»e by¢ on np. staªy i wynosi¢ zawsze1).Miejmy jednak na uwadze, »e sposób rozmieszzenia grafu w przestrzeni b�dzie miaªistotny wpªyw na to, zy uda si� znale¹¢ rozwi¡zanie, zy nie.Na potrzeby tego i kolejnyh rozdziaªów jako przestrze« naszyh rozwa»a« przyjmu-jemy przestrze« R

2 wraz z okre±lonymi w niej punkatmi (wierzhoªkami grafu). Po-mi�dzy punktami istnieje bezpo±rednie poª¡zenie je±li poª¡zone s¡ odpowiadaj¡e imwierzhoªki grafu. Koszt przej±ia równy jest dªugo±i kraw�dzi. Je±li nie b�dzie powie-dziane inazej, kraw�d¹ jest odinkiem. Tak wi� kraw�dz równa jest odlegªo±i euklide-sowej punktów.7.1.1 Opis algorytmuDo tej pory omawiane byªy dwie metody systematyznego przeszukiwania rozwi¡za«(traktowanyh jako wierzhoªki grafu): przeszukiwanie w gª¡b i przeszukiwanie wszerz1.Poª¡zmy teraz ih zalety:1Przeszukiwa« typu Hill Climbing nie klasy�kujemy jako metody systematyznego przeszukiwania,gdy» mog¡ one zatrzyma¢ si� po odwiedzeniu nawet niewielkiej ilo±i stanów z rozwa»anej przestrzeni.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



70 ROZDZIA� 7. POSZUKIWANIE OPTYMALNEJ �CIE�KI
• przeszukiwanie w gª¡b pozwala na znalezienie rozwi¡zania bez potrzeby przegl¡-dania wszystkih �konkurenyjnyh� rozwi¡za«;
• przeszukiwanie wszerz hroni przed zabrni�iem w �±lep¡ ulizk��.Jeden z mo»liwyh sposobów to pod¡»anie jedn¡ ±ie»k¡ (jak w gª¡b), ale �przeª¡zaniesi�� na inn¡ je±li tylko oka»e si� ona lepsza od bie»¡ej. Poniewa» powy»ej wyst¡piªopoj�ie �lepsza� zatem musimy okre±li¢ sposób porównania zy te» pewn¡ miar�. Wpro-wadzamy w tym elu dwie funkje oeniaj¡e:
• f1, podaj¡ej koszt przej±ia od stanu poz¡tkowego do stanu bie»¡ego; warto±¢ta jest dokªadna, gdy» dotyzy ona stanów, w któryh ju» byli±my i dokªadnieznamy koszty zwi¡zane z przej±iami mi�dzy nimi;
• f2, podaj¡ej koszt przej±ia od stanu bie»¡ego do ko«owego; warto±¢ ta jestjedynie przybli»ona.Ogólna posta¢ tego algorytmu wygl¡da nast�puj¡o:1. Start. Utwórz kolejk� priorytetow¡ PQ.2. Wygeneruj stan poz¡tkowy SS: SS:=Init().3. Przyjmij jako bie»¡y stan CS warto±¢ stanu SS: CS:=SS.4. Wygeneruj ze stanu CS wszystkie mo»liwe stany po nim nast�puj¡e. Ka»demu znih przypisz lizb� V zale»n¡ od warto±i zwróonyh przez funkje f1 i f2 (np.ih sum�). Lizba ta okre±la priorytet stanu w koleje. Dodaj do kolejki wszystkiete stany, które jeszze si� w niej nie znajduj¡ lub nie znajdowaªy sie2.5. Pobie» stan z PQ i nazwij go CS. Je±li PQ jest pusta, wówzas przyjmij jako CSwarto±¢ NULL.6. Je±li(a) CS jest stanem ko«owym zwró¢ SUKCES i zako«z algorytm.(b) CS = NULL zwró¢ BRAK_ROZWIAZANIA i zako«z algorytm.7. Powrót do 4.Zauwa»my, »e algorytm ten mo»e nie dawa¢ optymalnego rozwi¡zania w sytuaji, gdyjest kilka sposobów przej±ia pomi�dzy punktami o ró»nyh warto±iah funkji oeny.Spowodowane jest to tym, »e do kolejki dodajemy tylko takie stany, które si� w koleje niezanjduj¡ b¡d¹ te» nie znajdowaªy. Nasuwaj¡a si� tutaj prosta mody�kaja, polegaj¡ana dodawaniu równie» stanów, które ju» kiedy± byªy lub s¡ w koleje, prowadzi ozywi±iedo zap�tlenia algorytmu. O tym jak poprawi¢ ten algorytm powiemy w dalszej z�±i.Przyjrzyjmy si� teraz temu algorytmowi w konkretnej sytuaji. Nieh dane b�d¡punkty rozmieszzone tak jak pokazuje to rysunek 7.1. Jako funkj� oeny przyjmijmy(patrz rys. 7.2):2Czyli ka»dy stan tra�a do kolejki tylko raz, bez wzgl�du na ilo±¢ mo»liwyh sposobów jego wygene-rowania. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 7.1: Przykªadowy graf dla algorytmu Best First Searh.
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Rysunek 7.2: Ilustraja sposobu wyznazania warto±i dla funkji f1 oraz f2.
• f1 � warto±i¡ funkji jest dolegªo±¢ od punktu startowego S do bie»¡ego w�zªa

CS, lizona jako, suma odlegªo±i pomi�dzy punktami, przez które przehodzi±ie»ka;
• f2 � odlegªo±¢ euklidesowa pomi�dzy bie»¡ym punktem CS a punktem doelowym

D.Lizba V przypisana ka»demu stanowi jest sum¡ warto±i zwróonyh przez f1 i f2.Przyjmujemy, »e stany o mniejszej warto±i V maj¡ wi�kszy priorytet. Przez A oznazmypunkt (5, 5) traktowany jako stan poz¡tkowy, za± przez S punkt (10, 5) traktowany jakostan ko«owy. Dodatkowo je±li na bie»¡o b�dziemy tworzy¢ drzewo, w którym ka»dyw�zeª reprezentowa¢ b�dzie stan, w którym si� znale¹li±my to dzi�ki temu ªatwo b�dziemymogli wypisa¢ sie»k� prowadz¡¡ od stanu poz¡tkowego do ko«owego. Zauwa»my, »ew drzewie tym istotne jest, aby ka»dy nast�pa wskazywaª te» na swojego poprzednika.Stan drzewa przy wykonywaniu kolejnyh kroków algorytmu przedstawiaj¡ rysunki 7.3�7.14 (kolorem zerwonym wyró»niono najlepsz¡ ±ie»k�).Przebieg algorytmu.1. Wygenerowanie wszystkih stanów dost�pnyh ze stanu A, tj. stanów: B1, B2,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



72 ROZDZIA� 7. POSZUKIWANIE OPTYMALNEJ �CIE�KI
B3, B4. Koszt przej±ia do nih jest taki sam i wynosi 1. Odlegªo±¢ od stanu Sto odpowiednio: √26, 6, √26 i 4. Zatem koszt przejsia do poszzególnyh stanówjest nast�puj¡y:

• B4: 1 + 4 = 5;
• B1: 1 +

√
26 ≈ 6.09;

• B3: 1 +
√

26 ≈ 6.09;
• B2: 1 + 6 = 7.W tej sytuaji najlepiej b�dzie gdy przejdziemy do stanu B4.2. Wygenerowanie wszystkih stanów dost�pnyh ze stanu B4, tj. stanu C i doªazenieih do listy:
• C: 2 + 3 = 5;
• B1: 1 +

√
26 ≈ 6.09;

• B3: 1 +
√

26 ≈ 6.09;
• B2: 1 + 6 = 7.Przej±ie do stanu C.3. Wygenerowanie wszystkih stanów dost�pnyh ze stanu C, tj. stanu D i doª¡zenieih do listy:
• D: 3 + 2 = 5;
• B1: 1 +

√
26 ≈ 6.09;

• B3: 1 +
√

26 ≈ 6.09;
• B2: 1 + 6 = 7.Przej±ie do stanu D.4. Ze stanu D mo»emy przej±¢ do stanu E1 lub E2. St¡d w li±ie stanów mie¢b�dziemy:
• B1: 1 +

√
26 ≈ 6.09;

• B3: 1 +
√

26 ≈ 6.09;
• E1: 4 +

√
5 ≈ 6.23;

• E2: 4 +
√

5 ≈ 6.23;
• B2: 1 + 6 = 7.Przej±ie do stanu B1.5. Wygenerowanie wszystkih stanów dost�pnyh ze stanu B1, tj. stanu F i doª¡zenieih do listy:
• B3: 1 +

√
26 ≈ 6.09;

• E1: 4 +
√

5 ≈ 6.23;
• E2: 4 +

√
5 ≈ 6.23;Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• B2: 1 + 6 = 7;
• F : 2 +

√
29 ≈ 7.38.Przej±ie do stanu B3.6. Wygenerowanie wszystkih stanów dost�pnyh ze stanu B3, tj stanu G i doª¡zenieih do listy:

• E1: 4 +
√

5 ≈ 6.23;
• E2: 4 +

√
5 ≈ 6.23;

• B2: 1 + 6 = 7;
• F : 2 +

√
29 ≈ 7.38;

• G: 2 +
√

29 ≈ 7.38.Przej±ie do stanu E1.7. Wygenerowanie wszystkih stanów dost�pnyh ze stanu E1, tj stanu H i doª¡zenieih do listy:
• E2: 4 +

√
5 ≈ 6.23;

• B2: 1 + 6 = 7;
• F : 2 +

√
29 ≈ 7.38;

• G: 2 +
√

29 ≈ 7.38;
• H: 5 +

√
8 ≈ 7.82.Przej±ie do stanu E2.8. Wygenerowanie wszystkih stanów dost�pnyh ze stanu E2, tj stanu I i doª¡zenieih do listy:

• I: 5 +
√

2 ≈ 6.41;
• B2: 1 + 6 = 7;
• F : 2 +

√
29 ≈ 7.38;

• G: 2 +
√

29 ≈ 7.38;
• H: 5 +

√
8 ≈ 7.82.Przej±ie do stanu I.9. Wygenerowanie wszystkih stanów dost�pnyh ze stanu I, tj. stanu J i doª¡zenieih do listy:

• B2: 1 + 6 = 7;
• J : 6 + 1 = 7;
• F : 2 +

√
29 ≈ 7.38;

• G: 2 +
√

29 ≈ 7.38;
• H: 5 +

√
8 ≈ 7.82.Przej±ie do stanu B2.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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A

B1 B2 B3 B4Rysunek 7.3: Drzewo odwiedzanyh w�zªów po 1 kroku algorytmu.
A

B1 B2 B3 B4

CRysunek 7.4: Drzewo odwiedzanyh w�zªów po 2 kroku algorytmu.10. Wygenerowanie wszystkih stanów dost�pnyh ze stanu B2, tj. stanu K i doª¡ze-nie ih do listy:
• J : 6 + 1 = 7;
• F : 2 +

√
29 ≈ 7.38;

• G: 2 +
√

29 ≈ 7.38;
• H: 5 +

√
8 ≈ 7.82;

• K: 2 + 7 = 9.Przej±ie do stanu J .11. Wygenerowanie wszystkih stanów dost�pnyh ze stanu J , tj. stanu L1 oraz L2 idoª¡zenie ih do listy:
• L1: 7 + 0 = 7;
• F : 2 +

√
29 ≈ 7.38;

• G: 2 +
√

29 ≈ 7.38;
• H: 5 +

√
8 ≈ 7.82;

• L2: 7 +
√

2 ≈ 8.41;
• K: 2 + 7 = 9.Przej±ie do stanu L1.12. Stan L1 jest stanem ko«owym � konie algorytmu.�wizenie 7.1.Prosz� napisa¢ program realizuj¡y przedstawiony powy»ej algorytm. Zakªadamy, »eprogram wzytuje graf z pliku o podanej w linii polee« nazwie. Nast�pnie pyta o numerywierzhoªków do sprawdzenia. Program powinien odzytywa¢ niezb�dne do dziaªania danez pliku o okre±lonym dla poprzednih ¢wize« formaie. Programy powinien w ka»dej ite-raji wy±wietla¢ list� aktualnie odwiedzonyh wierzhoªków wraz z warto±i¡ V funkjiSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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DRysunek 7.5: Drzewo odwiedzanyh w�zªów po 3 kroku algorytmu.
A

B1 B2 B3 B4

C

D

E1 E2Rysunek 7.6: Drzewo odwiedzanyh w�zªów po 4 kroku algorytmu.
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Rysunek 7.7: Drzewo odwiedzanyh w�zªów po 5 kroku algorytmu.
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Rysunek 7.8: Drzewo odwiedzanyh w�zªów po 6 kroku algorytmu.
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HRysunek 7.9: Drzewo odwiedzanyh w�zªów po 7 kroku algorytmu.
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H IRysunek 7.10: Drzewo odwiedzanyh w�zªów po 8 kroku algorytmu.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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JRysunek 7.11: Drzewo odwiedzanyh w�zªów po 9 kroku algorytmu.
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Rysunek 7.12: Drzewo odwiedzanyh w�zªów po 10 kroku algorytmu.
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LRysunek 7.13: Drzewo odwiedzanyh w�zªów po 11 kroku algorytmu.
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L = SRysunek 7.14: Drzewo odwiedzanyh w�zªów po 12 kroku algorytmu.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



7.2. ALGORYTMY TYPU BRUTE FORCE 79oeny, numer wierzhoªka bie»¡ego a na zako«zenie wy±wietla¢ informaj�, zy wierz-hoªki s¡ poª¡zone zy te» nie. Dodatkowo program powinien podawa¢ ±ie»k� ª¡z¡¡zadane punkty.�wizenie 7.2.Prosz� napisa¢ program sprawdzaj¡y, w opariu o podany algorytm, zy mo»liwe jestprzej±ie w labirynie od jednego miejsa do drugiego.�wizenie 7.3.Napisa¢ program znajduj¡y na planszy np. takiej jak na rysunku //uzup// najta«-sz¡ drog� pomi�dzy dowolnie wskazanymi punktami. Ka»de pole mo»na uto»samia¢ zwierzhoªkiem grafu. S¡siednie wierzhoªki s¡ poª¡zone, je±li tylko, istnieje przej±ie zjednego pola na drugie. Koszt przej±ia zale»ny jest od rodzaju terenu i ksztaªtowa¢ si�mo»e nast�puj¡o:7.2 Algorytmy typu brute foreAlgorytm brute fore (ang. �brutalna siªa� lub �brutalny ata') nie maj¡ sobie ni z �nezjii �wyrahowania� poprzedniej metody. okre±lenie algorytmu, który opiera si� na suk-esywnym sprawdzeniu wszystkih mo»liwyh kombinaji w poszukiwaniu rozwi¡zaniaproblemu, zamiast skupia¢ si� na jego szzegóªowej analizie.
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Rozdziaª 8Means-Ends AnalysisWszystkie zaprezentowane do tej pory strategie rozpozynaªy dziaªanie ze stanu poz¡t-kowego i pod¡»aªy w kierunku stanu ko«owego. Zatem ±ie»ka prowadz¡a do rozwi¡-zania wyznazana byªa od poz¡tku do ko«a. Poka»emy teraz inny sposób podej±ia dozagadnienia, wzorowany na tym jak pewne problemy rozwi¡zuj¡ ludzie.Zaªó»my, »e obiekt CZ�OWIEK jest w stanie gªodny i hiaªby znale¹¢ si� w stanie na-jedzony. Wyhodz¡ od stanu gªodny mo»na poda¢ nast�puj¡¡ sekwenj� operatorów(zyli w tym przypadku zynno±i) przeprowadzaj¡yh nas do stanu najedzony (stanypogrubiono, operatory pohylono, normaln¡ zionk¡ zapisane s¡ poleenia steruj¡eprzebiegiem naszego dalszego post�powania):1. Gªodny (Start)2. Id¹ do kuhni3. Otwórz lodówk�4. We¹ o± z póªki5. Je±li ostatni operaja si� udaªa kontynuuj, w przeiwnym razie id¹ do 10.6. Zobaz zy ±wie»e7. Je±li wynik ostatniej operaji byª pozytywny � kontynuuj, w przeiwnym razie id¹do 4.8. Zjedz9. Najedzony (Stop)10. Ubierz si�11. Id¹ do sklepu12. Je±li masz przy sobie pieni¡dze - kontynuuj, je±li nie id¹ do 16.13. Kup14. Wró¢ do domu15. Id¹ do 8.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



82 ROZDZIA� 8. MEANS-ENDS ANALYSIS16. Wró¢ do domu17. We¹ pieni¡dze18. Id¹ do 11.Mimo i» powy»sza sekwenja jest poprawna to jednak powinni±my dokªadniej przyjrze¢si� temu jak powstaªa. Odzwieriedla ona faktyzn¡ kolejno±¢ operaji jakie nale»y wy-kona¢, ale nie odzwieriedla naturalnego sposobu ustawiania reguª w tak¡ kolejno±¢ abyosi¡gn¡¢ el. Inazej mówi¡, taka kolejno±¢ nie jest naturaln¡ kolejno±i¡ rozwi¡zywa-nia problemu. Bo niby sk¡d obiekt CZ�OWIEK ma wiedzie¢, »e b�d¡ w stanie gªodny iwybieraj¡ jako pierwszy operator id¹ do kuhni uda si� jemu po ilu± krokah doj±¢ dostanu najedzony? Przeie» gdy b�dziemy ju» w kuhi to mamy mo»liwo±¢ wykonaniawielu ró»nyh zynno±i: zmywanie nazy«, gotowanie, obieranie ziemniaków... Tylkodzi�ki naszemu do±wiadzeniu spodziewamy si�, »e takie dziaªanie, przy odpowiednimdobraniu dziaªa« kolejnyh, przyniesie ozekiwany efekt. Jednak maszyny nie posiadaj¡(jeszze) intuiji i nie mog¡ wesprze¢ si� do±wiadzeniem. Przeanalizujmy zatem jeszzeraz ten sam problem, post�puj¡ tak jak gdyby±my i my nie mieli »adnego do±wiadzeniazwi¡zanego z postawionym zadaniem.Zatem jeste±my gªodni a hemy by¢ najedzeni. Logizna zynno±¢ jak¡ nale»y wtakim przypadku wykona¢, to o± zje±¢ (wªa±nie zje±¢ a nie i±¢ do kuhni!!!!).Gªodny->...->jedz->NajedzonyW naszej sytuaji to wªa±nie wybranie operaji je±¢ jest najbardziej narzuaj¡e si�,gdy» to ona gwarantuje najszybsze dotarie do stanu doelowego. Teraz dopiero mo»emyzastanowi¢ si� o zrobi¢ aby o± zje±¢. Mo»na i±¢ do kuhni:Gªodny->id¹ do kuhni->...->jedz->NajedzonyB�d¡ w kuhni zajrzymy do lodówki:Gªodny->id¹ do kuhni->zajrzyj do lodówki->...->jedz->NajedzonyJe±li o± znajdziemy w lodówe, spróbujemy to zje±¢; je±li nie - idziemy do sklepu------------<----------------------------(N)Gªodny | || | |id¹ do kuhni | || | |zajrzyj do lodówki->o± jest->(T)->bierz z póªki->zy ±wie»e->(T)->jedz->Najedzony| || |(N)->id¹ do sklepu------>...---------------------->-B�d¡ w sklepie staramy si� o± kupi¢------------<----------------------------(N)Gªodny | || | |id¹ do kuhni | || | |zajrzyj do lodówki->o± jest->(T)->bierz z póªki->zy ±wie»e->(T)->jedz->Najedzony| || |(N)->id¹ do sklepu------>...----------------->kup->-Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



83Operator Warunki wst�pne Warunki speªnionejedz gªodny, jest o je±¢ najedzonyid¹ do kuhni brak jestem w kuhnizajrzyj do lodówki jestem w kuhni o± jest w lodówe lublodówka pustabierz z póªki o± jest w lodówe produkt w r�ezobaz zy ±wie»e produkt w r�e jest o je±¢ lub jestemw kuhniid¹ do sklepu lodówka pusta jestem w sklepiekup jestem w sklepie,mam pieni¡dze przysobie o± jest w lodówewró¢ do domu i za-bierz pieni¡dze brak mam pieni¡dzeTabela 8.1: Lista przykªadowyh operatorów wraz z warunkami jakie powinny zosta¢speªnione i jakie zostan¡ speªnione.Na zakupy potrzeba jednka pieni�dzy------------<----------------------------(N)Gªodny | || | |id¹ do kuhni | || | |zajrzyj do lodówki->o± jest->(T)->bierz z póªki->zy ±wie»e->(T)->jedz->Najedzony| || |(N)->id¹ do sklepu------>masz pieni¡dze->(T)->kup->-| |-<-wró¢ do domu, we¹ pieni¡dze<-(N)Ostateznie otrzymujemy podobny (je±li nie identyzny) shemat jak za pierwszymrazem. Ró»nia polega jednak na tym, »e w drugim przypadku analiz� problemu rozpo-z¡li±my niejako �od ±rodka� wybieraj¡ najistotniejsze zagadnienie. Ch¡ si� bowiemnaje±¢ najistotniejsze jest zjedzenie zego± a nie przj±ie do kuhni. Gdy ju» wiemy, »emusimy o± zje±¢, zastanawiamy si� o zrobi¢ aby mo»na byªo zastosowa¢ operator je±¢.W ten sposób problem rozbijamy na podproblemy. Ka»dy z podproblemów traktujemynast�pnie jak problem gªówny rozbijaj¡ je na jeszze mniejsze zagadnienia. Mo»napowiedzie¢, »e ta tehnika analizy skupia swoj¡ uwag� na znalezieniu i redukowa-niu ró»ni pomi�dzy dwoma stanami. Przej±ia od jednego problemu do innegoumo»liwiaj¡ operatory. Z ka»dym operatorem zwi¡zane s¡ dwie listy.
• Lista warunków wst�pnyh � lista ta opisuje wszystkie warunki jakie MUSZ� by¢speªnione aby mó zastosowa¢ dany operator.
• Lista warunków jakie b�d¡ speªnione po zastosowaniu tego operatora.Dla naszego przykªadu lista ta mogªaby przyj¡¢ posta¢ z tabeli 8.1.Poni»ej przedstawiamy ogóln¡ posta¢ algorytmu Means-Ends Analysis. Algorytmten rozwi¡zuje postawione zadanie wyszukuj¡ i redukuj¡ ró»nie pomi�dzy dwomaSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



84 ROZDZIA� 8. MEANS-ENDS ANALYSISzadanymi stanami. Problem wyj±iowy rozbijany jest na podproblemy mniejsze takdªugo a» dojdziemy do problemu rozwi¡zywalnego. W opariu o rozwi¡zane problemy,próbujemy nast�pnie rozwi¡za¢ pozostaªe problemy. Taki sposób dziaªania typowy jestdla algorytmów typu dziel i zwyi�»aj i naturalnym narz�dziem w tym przypadku wydajesi� rekurenja. Ze wzgl�du na ogólno±¢ zapisu, od problemu zale»y o rozumie¢ b�dziemypod poj�iem �wybierz najbardziej istotn¡ ró»ni��.Wywoªanie algorytmu przyjmuje posta¢ MEA(START,STOP). Jako dane wej±iowe po-dajemy stan poz¡tkowy i ko«owy. Wyj±iem z algorytmu jest i¡g operatorów (wodpowiedniej kolejno±i), któryh zastosowanie pozwoli na przejsie od zadanego stanupoz¡tkowego do zadanego stanu ko«owego. Nie jest to jednak równoznazne z wyzna-zeniem ±ie»ki od w�zªa poz¡tkowego do ko«owego.1. Je±li START=STOP zwró struktur�{ OPERATORS:=NULLRESULT:=SUCCESS}2. W przeiwnym razie wybierz najbardziej istotn¡ ró»ni� pomi�dzy stanamiSTART i STOP i usu« je powtarzaj¡ nast�puj¡e kroki dopóki nie b�dzie zwróonawarto±¢ SUCCESS lub FAILURE:(a) Wybierz nieu»ywany jeszza dla stanów START i STOP a mo»liwy do zastoso-wania operator O, który pozwoli zlikwidowa¢ ró»ni� wskazan¡ w punkie 2.Je±li takiego operatora nie ma, zwró¢ struktur�{ OPERATORS:=NULLRESULT:=FAILURE}(b) Spróbuj zastosowa¢ O. W tym elu sporz¡d¹ list� warunków wst�pnyh O-START,któryh speªnienie pozwoli dopiero na zastosowanie operatora, oraz list� wa-runków ko«owyh O-RESULT jekie zostan¡ speªnione po zastosowaniu reguªy.() FIRST-PART:=MEA(START,O-START). Aby to wywoªanie mogªo zwrói¢ SUCCESSwszystkie wywoªania MEA(START,o-start), gdzie o-start jest elementemz O-START, musz¡ zwrói¢ SUCCESS. Je±li dla pewnego o-start wywoªaniezwrói FAILURE to wykonaj FIRST-PART:=MEA(GOOD,o-start). GOOD repre-zentuje wszystkie stany, które s¡ speªnione z zaªo»enia. Wystarzy, »e MEA()zwrói SUCCESS dla jednego elementu z GOOD. FIRST-PART.OPERATORS jestsum¡ wszystkih warto±i zwróonyh przez wszystkie podrz�dne wywoªania1.(d) LAST-PART:=MEA(O-RESULT,STOP). Wystarzy, »e MEA() zwrói SUCCESS dlajednego elementu z O-RESULT.(e) Je±li FIRST-PART.RESULT=SUCCESS i LAST-PART.RESULT=SUCCES to zwró¢ struk-tur�1Warto±i NULL mo»na pomin¡¢.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 8.1: Przykªadowy graf dla algorytmu Means-Ends Analysis. Lizby koloruzarnego oznazaj¡ wierzhoªki. Numery operatorów s¡ koloru zerwonego.{ OPERATORS:=FIRST-PART.OPERATORS,O,LAST-PART.OPERATORSRESULT:=SUCCESS}W przeiwnym przypadku zwró¢{ OPERATORS:=NULLRESULT:=FAILURE}Przyjrzyjmy si� dziaªaniu tego algorytmu w nast�puj¡ym przykªadzie. Dost�pneoperatory wraz z warunkami wst�pnymi i ko«owymi zawiera tabela 8.2. Warunki 1,2, 3, 8, 15, 21, 22, 23 uznajemy za ju» speªnione. Ponadto jako speªniony przyjmu-jemy stan startowy (wydaje si� to logizne, bo skoro zazynamy z pewnego stanu tooznaza to, »e musiaª zaj±¢ taki i¡g operaji, który spowodowaª, »e w tym stanie si�znale¹li±my). Operatory mo»na wykorzysta¢ do przehodzenia pomi�dzy w�zªami grafuskierowanego z rysunku 8.1. Mo»liwo±i te zebrano w tabeli 8.3, w której wiersz oznazaw�zeª poz¡tkowy, kolumna ko«owy, a warto±i wpisane w komórki to operatory jakiemo»emy do danego przej±ia zastosowa¢ (ozywi±ie po speªnieniu wymaganyh warun-ków). Przyjmujemy umow�, »e operatory te pozwalaj¡ nam zlikwidowa¢ �najbardziejistotna ró»ni��. Obenie dla ka»dego przej±ia jest jeden operator, ale na podstawierysunku grafu mo»na t¡ tabel� uzupeªni¢ o dowolne inne operatory le»¡e na ±ie»eª¡z¡ej dwa w�zªy.Poni»ej przedstawiono rezultat wywoªania opisywanego algorymtu przy tak przyj�-tyh zaªo»eniah dla w�zªa poz¡tkowego równego 16 i ko«owego równego 14.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



86 ROZDZIA� 8. MEANS-ENDS ANALYSISMEA(16,14) o6 (11,21,23 => 19)FIRST:MEA(16,11) o10 (17 => 18)FIRST:MEA(16,17) o11 (10,16 => 17,24)FIRST:MEA(16,10) => FAILURE=== dodatkowe sprawdzenie ===MEA(1,10) => FAILUREMEA(2,10) => FAILUREMEA(3,10) o13 (3,9 => 10)FIRST:MEA(3,3) => SUCCESSMEA(3,9) => FAILURE=== dodatkowe sprawdzenie ===MEA(1,9) => FAILUREMEA(2,9) => FAILURMEA(3,9) => FAILUREMEA(8,9) o14 (8 => 9)FIRST:MEA(8,8) => SUCCESSFIRST-PART.OPERATORS:=NULLLAST:MEA(9,9) => SUCCESSLAST-PART.OPERATORS:=NULLOPERATORS:=NULL,o14,NULL=== ostateznie MEA(3,9) => SUCCESSFIRST-PART.OPERATORS:=o14LAST:MEA(10,10) => SUCCESSLAST-PART.OPERATORS:=NULLOPERATORS:=o14,o13,NULL=== ostateznie MEA(16,10) => SUCCESSMEA(16,16) => SUCCESSFIRST-PART.OPERATORS:=o14,o13LAST:MEA(17,17) => SUCCESS=== breakLAST-PART.OPERATORS:=NULLOPERATORS:=o14,o13,o11,NULLFIRST-PART.OPERATORS:=o14,o13,o11LAST:MEA(18,11) o17 (18 => 11)FIRST:MEA(18,18) => SUCCESSFIRST-PART.OPERATOR:=NULLLAST:MEA(11,11) => SUCCESSLAST-PART.OPERATORS:= NULLOPERATORS:=NULL,o17,NULLLAST-PART.OPERATORS:=o17OPERATORS:=o14,o13,o11,o10,o17MEA(16,21) => FAILURE=== dodatkowe sprawdzenie ===Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



87MEA(1,21) => FAILUREMEA(2,21) => FAILUREMEA(3,21) => FAILUREMEA(8,21) => FAILUREMEA(15,21) => FAILUREMEA(21,21) => SUCCESS=== ostateznie MEA(16,21) => SUCCESSOPERATORS:=NULLMEA(16,23) => FAILURE=== dodatkowe sprawdzenie ===MEA(1,23) => FAILUREMEA(2,23) => FAILUREMEA(3,23) => FAILUREMEA(8,23) => FAILUREMEA(15,23) => FAILUREMEA(21,23) => FAILUREMEA(22,23) => FAILUREMEA(23,23) => SUCCESS=== ostateznie MEA(16,23) => SUCCESSOPERATORS:=NULLFIRST-PART.OPERATORS:=o14,o13,o11,o10,o17LAST:MEA(19,14) o19 (20 => 14)FIRST:MEA(19,20) o7 (19 => 20)FIRST:MEA(19,19) => SUCCESSFIRST-PART.OPERATOR:=NULLLAST:MEA(20,20) => SUCCESSLAST-PART.OPERATOR:=NULLFIRST-PART.OPERATOR:=NULL,o7,NULLLAST:MEA(14,14) => SUCCESSLAST-PART.OPERATORS:= NULLOPERATORS:=o7,o19,NULLLAST-PART.OPERATORS:=:OPERATORS:=o14,o13,o11,o10,o17,o6,o7,o19�wizenie 8.1.Zadanie polega na napisaniu programu podaj¡ego i¡g operatorów (w odpowiedniejkolejno±i), któryh zastosowanie pozwoli na przejsie od zadanego stanu poz¡tkowegodo zadanego stanu ko«owego.
Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



88 ROZDZIA� 8. MEANS-ENDS ANALYSIS

Operator Warunki wst�pne Warunki speªnioneo1 1,2,11 6o2 6 7o3 7 14o4 12 13o5 11 12,26o6 11,21,23 19o7 19 20o8 5 11o9 4 5o10 17 18o11 10,16 17,24o12 10 4o13 3,9 10o14 8 9o15 15 16o16 22 17o17 18 11o18 12 7o19 20 14o20 24 25Tabela 8.2: Lista przykªadowyh operatorów wraz z warunkami jakie powinny zosta¢speªnione i jakie zostan¡ speªnione. operatory wraz z warunkami wst�pnymi i ko«owymi
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4 5 6 7 9 10 11 12 13 14 16 17 18 19 20 24 25 261 - - 1 2 - - - - - 2 - - - - - - - -2 - - 1 2 - - - - - 3 - - - - - - - -3 12 9 1 2 - 13 10 5 4 3 - 11 10 6 7 13 11 54 - 9 8 2 - - 8 5 5 3 - - - 6 6 - - 55 - - 1 1 - - 8 8 8 2 - - - 6 6 - - 56 - - - 2 - - - - - 3 - - - - - - - -7 - - - - - - - - - 3 - - - - - - - -8 12 9 8 2 14 14 9 8 4 3 - 11 10 6 7 11 11 59 12 9 8 2 - 13 9 8 4 2 - 11 10 6 7 11 20 510 12 12 1 1 - - 12 5 5 2 - 11 10 6 7 11 20 511 - - 1 1 - - - 5 5 3 - - - 6 6 - - 512 - - - 18 - - - - 4 3 - - - - - - - -13 - - - - - - - - - - - - - - - - - -14 - - - - - - - - - - - - - - - - - -15 - - 10 17 - - 17 5 4 7 15 11 10 6 7 - - 1716 - - 10 17 - - 10 17 5 6 - 11 10 17 6 - - 517 - - 1 1 - - 17 17 17 17 - - 10 10 10 - - 1718 - - 1 1 - - 17 17 17 17 - - - 17 17 - - 1719 - - - - - - - - - 19 - - - - 7 - - -20 - - - - - - - - - 19 - - - - - - - -21 - - - - - - - - - 7 - - - 6 6 - - -22 - - 1 1 - - 10 10 10 10 - 16 16 17 7 - - 523 - - - - - - - - 6 - - - - 6 6 - - -24 - - - - - - - - - - - - - - - - 20 -25 - - - - - - - - - - - - - - - - - -26 - - - - - - - - - - - - - - - - - -Tabela 8.3: Zbiór operatorów usuwaj¡yh najbardziej istotn¡ ró»ni� pomi�dzy sta-nem poz¡tkowy (wiersz) a stanem ko«owym (kolumna). Z tabeli usuni�to kolumnyreprezentuj¡e stany ko«owe dla któryh nie istnieje »aden operator przprowadzaj¡y zpewnego stanu poz¡tkowego (kolumny 1,2,3,8,15,21,22,23).
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Rozdziaª 9Problem wyboru optymalnego ruhu9.1 MinimaxBardzo wygodn¡ struktur¡ danyh pozwalaj¡¡ reprezentowa¢ stan i przebieg gry (szze-gólnie gier dwuosobowyh) jest drzewo. W�zªy drzewa reprezentuj¡ stan gry po wyko-naniu ruhu przez jednego z grazy. Gaª¡¹ przehodz¡a od w�zªa x do w�zªa y oznaza,»e przyjmuj¡ za stan bie»¡y stan x jeden z grazy mo»e wybra¢ taki ruh, który spo-woduje, »e stan gry (zyli na przykªad sytuaja na planszy) b�dzie równy y. Poziomydrzewa reprezentuj¡ wszystke ruhy, jakie mo»e wykona¢ jeden z grazy w danej turze.Ka»dy w�zeª ma przypisan¡ lizb� wyra»aj¡¡ warto±¢ reprezentowanej pozyji z punktuwidzenia graza, dla którego zaz�li±my konstruowa¢ drzewo. W przykªadowym drzewiegry z rysunku 9.1 grazem tym jest graz A.Zadanie nasze polega teraz na wyznazeniu ruhu le»¡ego na ±ie»e prowadz¡ejod stanu poz¡tkowego do tego ze stanów, który daje nam pewno±¢, »e nie zdob�dziemymniej jak x punktów, przy zym x jest najwi�ksz¡ z najmniejszyh warto±i jakie mo»emyzdoby¢1. Brzmi to troh� zawile, ale ma wiele sensu.Rozwa»my drzewo gry z rysunku 9.2 (ka»dy stan oeniany jest od -10 - przegranagraza A do +10 - wygrana graza A) B�d¡ w stanie 0 i maj¡ wykona¢ ruh, graz A zpewno±i¡ wybierze przj±ie (zyli wykona ruh powoduj¡y zmian� na planszy) do stanu1, gdy» stan ten zapewnia mu najwi�ksz¡ ilo±¢ punktów. Rozwi«my jednak drzewo gry ojeden dodatkowy poziom, który powstanie po wykonaniu ruhu przez graza B (rysunek9.3, wszystkie stany oeniane s¡ z punktu widzenia graza A)Otó» w odpowiedzi na ruh r1 graz B mo»e odpowiedzie¢ ruhami r4, r5 i r6.Zakªadaj¡, »e graz B stosuje kryterium zdrowego rozs¡dku, to znazy wybiera najko-rzystniejszy dla siebie ruh, wykona on ruh r5 a to oznaza dla graza A zdeydowanepogorszenie poprzedniej ±wietnej sytuaji. Zdeydowanie lepiej dla A wykona¢ taki ruh,który zagwarantuje, »e po odpowiedzi graza B graz A strai najmniej. Ruhem tymjest r2. W najgorszym razie znajdziemy si� bowiem w sytuaji oenianej na -2. Owszem,wybieraj¡ r1 graz A mógªby znale¹¢ si� w stanie oenianym na 9, ale pami�tajmy, »e
B nie gra przeiw sobie wi� razej ruhu r4 nie wykona. Przykªad ten pokazuje tak»einn¡ rzez. Bardzo istotna jest gª�boko±¢ analizy, zyli wysoko±¢ drzewa. Najlepiej, je±limo»naby wygenerowa¢ i przeszuka¢ aªe drzewo, o dla wi�kszo±i gier jest. . . niemo»liwe.Problem stanowi tutaj zas potrzebny na realizaj� takiego zadania (tj. generowania i1Wyznazamy ruh a nie aª¡ ±ie»k�, gdy» zale»y ona od deyzji przeiwnika. Jedyne o mo»emyzrobi¢ to wªa±nie wyznazy¢ ruh na tej ±ie»e le»¡y.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Gracz BRysunek 9.4: Drzewo gry wraz z oenami stanów z punktu widzenia graza A.przeszukiwania drzewa). Na szz�±ie dla prostyh gier, jak ta z zadania, wystarzaj¡2-3 poziomy.Przyjmijmy wi�, »e drzewo (utworzone dla graza A) ma kilka poziomów odpowia-daj¡yh kilku turom w pewnej grze. Jak zatem wybra¢ odpowiedni¡ ±ie»k�? Analiz�drzewa rozpozniemy od jego li±i i posuwa¢ b�dziemy si� w kierunku korzenia. Li±iomprzypisjemy warto±i gry odpowiadaj�e reprezentowanym przez nie stanom. Dla pozo-staªyh w�zªów powstaªyh w wyniku ruhu graza B b�dzie to maksimum (max) zwarto±i oeny dziei, natomiast dla w�zªów odpowiadaj¡yh ruhowi graza A mini-mum (min) z warto±i oeny dziei (max i min lizone jest osobno dla ka»dego w�zªa).Post�powanie przeanalizujemy dla przykªadowego drzewa gry z rysunku 9.4.1. Post�puj¡ zgodnie z powy»szym opisem rozpozynamy jego analiz� od li±i (w�-zªów o numerah 11-18). Ka»demu z nih przypiszemy warto±¢ reprezentowanegoprzez niego stanu gry. St¡d drzewo przyjmie posta¢ jak na rysunku 9.5.2. Warto±i dla w�zªów z tury II odpowiadaj¡yh ruhowi graza A b�d¡ minimamiz warto±i przehowywanyh przez dziei. St¡d drzewo przyjmie posta¢ jak narysunku 9.6.3. Warto±i dla w�zªów odpowiadaj¡yh ruhowi graza B w turze I to maksima zwarto±i ih dziei (rysunek 9.7):4. Warto±i dla w�zªów odpowiadaj¡yh ruhowi graza A w turze I to ponownieminima z warto±i ih dziei (rysunek 9.8):5. Ostateznie, do korzenia zwraamy maxymaln¡ warto±i jego dziei, zyli -2 (ry-sunek 9.9):Je±li wi� wykonamy ruh, który spowoduje, »e znajdziemy si� w stanie 2 to w najgorszymprzypadku znajdziemy si� w stanie oenianym na -2 (przy ozywistym zaªo»eniu, »e niegramy przeiw sobie i staramy si� uzyska¢ jak najwi�ej punktów).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 9.6: Drugi krok algorytmu Mini-Max.
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Rysunek 9.8: Czwarty krok algorytmu Mini-Max.
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Rysunek 9.9: Pi¡ty krok algorytmu Mini-Max.
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96 ROZDZIA� 9. PROBLEM WYBORU OPTYMALNEGO RUCHU9.2 Opis algorytmuPrzedstawimy teraz ten algorytm w bardziej formalnej postai. Korzysta¢ b�dziemy wtym opisie z nast�pujayh funkji i staªyh
• MOVEGEN(Position, Player) � funkja ta generuje wszystkie ruhy jakie mo»ewykona¢ graz Player traktuj¡ stan Position jako stan poz¡tkowy. Zwraa onalist�, w której ka»da pozyja zawiera nowy stan wraz z opisem ruhu, który doniego doprowadziª. Dla naszego przykªadu wywoªanie MOVEGEN(1,B) zwraa list�{{3,r3},{4,r4}}.
• ASSESS(Position,Player) � funkja, która oenia stan Position wedªug kryte-riów graza Palyer, na przykªad ASSESS(3,B) zwrói warto±¢ -2.
• Poniewa» jest to algorytm rekursywny zatem istotne jest przerwanie w pewnym mo-menie i¡gu �samowywoªa«�. Uzynimy tak, gdy funkja DEEP_ENOUGH(Position,Depth) zwrói warto±i TRUE.
• Staªe THE_BEST i THE_WORSE oznazaj¡ najwi�ksz¡ i najmniejsz¡ warto±¢ jak¡ mo»ezwói¢ funkja ASSESS.Algorytm MinimaxMINIMAX(Position, Depth, Player)1. Je±li DEEP_ENOUGH(Position,Depth)=TRUE to zwró¢ struktur�{ VALUE:=ASSESS(Position,PLAYER_A)PATH:=NULL}2. W przeiwnym razie wygeneruj kolejny poziom drzewa wywoªuj¡ funkj�

• MOVGEN(Position, PLAYER_B) je±li Player=PLAYER_A
• MOVGEN(Position, PLAYER_A) je±li Player=PLAYER_Ba zwróone przez ni¡ warto±i zapisz w SUCCESSORS.3. Je±li SUCCESSORS=NULL, oznaz to, »e nie ma ju» wi�ej mo»liwyh do wykonaniaruhów. Zwraamy zatem struktur�{ VALUE:=ASSESS(Position,PLAYER_A)PATH:=NULL}4. W przeiwnym razie je±li(a) Player=PLAYER_A to wykonaj:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



9.2. OPIS ALGORYTMU 97PATH:=NULLVALUE:=THE_BEST;Dla ka»dego stanu S z SUCCESSORS b�d¡ego wynikiem ruhu R wykonaj:(T_VALUE,T_PATH):=MINIMAX(S,Depth+1,PLAYER_B)Je±li VALUE > T_VALUE toVALUE:=T_VALUEPATH:=R+T_PATH(b) Player=PLAYER_B to wykonaj:PATH:=NULLVALUE:=THE_WORSE;Dla ka»dego stanu S z SUCCESSORS b�d¡ego wynikiem ruhu R wykonaj:(T_VALUE,T_PATH):=MINIMAX(S,Depth+1,PLAYER_A)Je±li VALUE < T_VALUE toVALUE:=T_VALUEPATH:=R+T_PATH5. Zwró¢ struktur�{ VALUEPATH}Algorytm zostaª przedstawiony wyj¡tkowo nie w postai ogólnej aby mo»na byªozauwa»y¢ momenty wybierania warto±i minimalnej lub maksymalne. Ponad to jestto posta¢ odpowiednia dla graza A. Ch¡ u»y¢ go dla graza B nale»y zamieni¢wyst¡pienia PLAYER_A i PLAYER_B na PLAYER_B i PLAYER_A.Pozostaª jeszze tehniznyh �drobiazg�: jak z tgo algorytmu skorzysta¢ wywola?Popronujemy tak:1. Generujemy wszystkie mo»liwe ruhy dla PLAYER_A jakie mo»e wykona¢ dla bie»¡-ego ukªadu planszy.2. Dla ka»dego ruhu wygenerowanego w poprzednik kroku wywoªujemyMINIMAX(kolejny_wygenerowany_ruh,1,PLAYER_A).3. Z warto±i zwróonyh przez wszystkie wywolanie minimax-u wybieramy najwi�k-sz¡.�wizenie 9.1.Zadanie polega na napisaniu gry, w której pozynaniami jednego z grazy sterujekomputer. Kolejny ruh do wykonania przez komputer ma by¢ znajdowany w opariu oprzedstawiony algorytm. Zasady gry s¡ nast�pujae1. Gramy na planszy podobnej do planszy szahowej. Rozmiar dowolny, ale nie mniej-szy ni» 8x8 (nie musi to by¢ kwadrat). Wszystkie pola maj¡ jednakowy kolor.2. Dwóh grazy posªuguje si� pionkami dwóh ró»nyh kolorów.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



98 ROZDZIA� 9. PROBLEM WYBORU OPTYMALNEGO RUCHU3. Na ka»dym polu mo»e sta¢ tylko jeden pionek.4. Poz¡tkowo na planszy ka»dy z grazy ma po jednym pionku; ustawione one s¡ wprzeiwlegªyh rogah planszy.5. S¡siedztwem pionka nazywamy wszystkie 8 pól, które bezpo±rednio do niego przyle-gaj¡ (krzy»yki na rysunku).
6. Mo»liwe s¡ dwa rodzaje ruhów:Rozmno»enie: przej±ie z pola bie»¡ego na s¡siednie polegaj¡e na postawieniuna s¡siednim polu pionka.

Przeskok: przej±ie z pola bie»¡ego na pole oddalone o 1 pole.
7. Ruh mo»liwy jest w pionie i poziomie (ale je±li kto± he mo»e tak»e doda¢ skosy).8. Podzas fazy ruhu jednego z grazy wszystkie pionki przeiwnika, które znajd¡ si�w otozeniu przemieszzonego pionka zmieniaj¡ kolor na kolor wykonuj¡ego ruh.
9. Celem gry jest zdobyie przewagi w postai wi�kszej lizby pionków na planszy.Gra tozy si� do momentu zapeªnienia wszystkih pól na planszy lub niemo»no±iwykonania ruhu przez jednego z grazy.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 10Symulaja po»aru//wersja wstepna!!! wymaga sprawdzenia!!!//W ¢wizeniu tym wykorzystamy konepj� automatu komórkowego do symulowaniarozprzestrzeniania si� ognia.10.1 Podej±ie pierwszeNajprostsze podej±ie do tego tematu polega na zde�niowaniu nast�puj¡yh warunków1. Ka»da komórka jest w jednym z dwóh stanów: pali si� lub nie pali si�.2. S¡siedztwem dla komórek s¡ wszystkie komórki które bezpo±rednio z nimi s¡siaduj¡(rysunek 10.1).3. Je±li w s¡siedztwie komórki, która si� nie pali, znajduje si� ho¢ jedna komórkapal¡a si�, wówzas komórka ta si� zapala.I ho¢ po»ar rz¡dzony takimi prawami nie zahowuje w sposób naturalny, to jednak wartood tego zaz¡¢ tworzenie aplikaji a nast�pnie stopniowo wprowadza¢ udoskonalenia imody�kaje. Takie podej±ie ma kilka ozywistyh wad.
• Po»ar rozprzestrzenia si� bardzo nienaturalnie, bo �konentryznie� wzgl�dem punktuw którym si� rozpoz¡ª.
• Zaj�ie si� kolejnyh komórek jest pewne o ile tylko w ih s¡siedztwie jest ho¢jedna komórka pal¡a si�. Tak wi� �siªa�, zy �zag�szzenie� ognia nie ma »adnegoznazenia.
• Nie ma rozró»nienia pomi�dzy komórkami je±li hodzi o ih ªatwopalno±¢, zy te»zas palenia (brak zde�niowanej reguªy okre±laj¡ej kiedy komórka si� wypala).10.2 Podej±ie drugieSpróbujemy teraz wyeliminowa¢ wady wskazane w poprzednim podrozdziale. Zwi�kszmyzatem ilo±¢ stanów w jakih mo»e znale¹¢ si� dana komórka.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



100 ROZDZIA� 10. SYMULACJA PO�ARU
Rysunek 10.1: Najbardziej podstawowy przykªad s¡siedztwa (pola �z krzy»ykiem�).Nie pali si�. Komórka jeszze si� nie paliªa. Zawiera pewn¡ okre±lon¡ ilo±¢ materiaªupalnego. Najpro±iej jest przyj¡¢, »e ilo±¢ �paliwa� U jest lizb¡ z przedziaªu

[0, 255], przez o ªatwo b�dzie mo»na prezentowa¢ stan takiej komórki.Pali si�. Komórka pali si�. Oznaza to, »e w ka»dej iteraji ubywa pewna z�±¢ paliwa.Siª� ognia okre±lamy za pomo¡ lizby z przedziaªu [0, 255].Wypalona. Komórka wypalona. Oznaza to, »e w wyniku po»aru paliwo znajduj¡e si�w komóre zostaªo zu»yte i komórka taka nie mo»e ponownie si� zapali¢.Wprowadzamy nast�puj¡e zasady rz¡dz¡e zmian¡ stanu komórek1. Prawdopodobie«stwo zapªonu komórki o wspoªrz�dnyh (i, j) jest wprost propor-jonalnie do sumaryznej siªy ognia w komórkah s¡siednih. Oblizamy je wedªugwzoru
PZ(i, j) =

{
SF (i,j)
1600 dla SF (i, j) ≤ 1600
1 dla SF (i, j) > 1600gdzie SF (i, j) jest wyra»eniem oblizanym jako

SF (i, j) =
8∑

k=1

Fk(i, j)a Fk(i, j) to siªa ognia w k-tej komóre s¡siaduj¡ej z komórk¡ (i, j). Zauwa»my, »emaksymalna warto±¢ dla SF (i, j) to 2040 a próg 1600 zostaª wybrany arbitralnie.Przyj�to, »e powy»ej niego �st�»enie� ognia jest tak du»e, »e zapªon nast�puje ju»zawsze.2. Je±li komórka si� pali i jest w niej jeszze paliwo, to ogie« zwi�ksza si� (ogie«�rozpala si��) o pewn¡ staª¡ warto±¢ f . Zamiast staªej mo»na u»ywa¢ pewnejzale»no±i od siªy ognia w komórkah s¡siednih, np.
∆F (i, j) =







+f dla SF (i, j) ∈ (0, 500]
+f · 3 dla SF (i, j) ∈ (500, 1300]
+f · 10 dla SF (i, j) ∈ (1300, 2040]gdzie ∆F (i, j) oznaza przyrost siªy ognia w komóre (i, j). Pami�tamy przy tym,»e górnym ogranizeniem dla siªy ognia jest warto±¢ 255.3. Je±li komórka si� pali a nie ma w niej paliwa, to ogie« zmniejsza swoj¡ siª� albo ostaª¡ warto±¢ f , albo podobnie jak to byªo okre±lone w punkie powy»ej, wedªugSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



10.3. PODEJ�CIE TRZECIE 101
(a) (b) () (d)Rysunek 10.2: Modelowanie zynnika wiatru przez przemieszzanie s¡siedztwa: (a) �wiatr zahodni, (b) � wiatr póªnony, () � wiatr wshodni, (d) � wiatr poªudniowy.pewnej zale»no±i od siªy ognia w komórkah s¡siednih (»ar lub ogie« z komóreks¡siednih utrzymuje temperatur� w komóre) , np.

∆F (i, j) =







−f · 10 dla SF (i, j) ∈ (0, 500]
−f · 3 dla SF (i, j) ∈ (500, 1300]
−f · dla SF (i, j) ∈ (1300, 2040]Pami�tamy przy tym, »e dolnym ogranizeniem dla siªy ognia jest warto±¢ 0.4. Ogie« w komóre powoduje, »e ubywa paliwa. Szybko±¢ ubywania paliwa jestproporjonalna do wielko±i ognia w komóre

∆U(i, j) =







−g dla F (i, j) ∈ (0, 100]
−g · 3 dla F (i, j) ∈ (100, 200]
−g · 10 dla F (i, j) ∈ (200, 255]gdzie g jest pewn¡ staª¡.10.3 Podej±ie trzeieCho¢ efekt uzyskany w poprzednim podrozdziale przedstawia si� ju» aªkiem rzezy-wi±ie, to mo»na go prostymi zabiegami wzbogai¢. Spróbujmy doda¢ zynnik wiatru,który b�dzie powodowaª, »e w pewnyh kierunkah ogie« b�dzie rozhodziª si� szyb-iej ni» w pozostaªyh. Ch¡ wprowadzi¢ zynnik wiatru najpro±iej jest zde�niowa¢nowe (inazej wygl¡daj¡e) s¡siedztwo. Wygl¡d s¡siedztwa �tradyyjnego�, tzn. bezwiatru i odpowiadaj¡ego zterem podstawowym kierunkom przedstawia rysunek 10.2.Zauwa»my, »e s¡siedztwo przemieszza si� w kierunku z którego wieje wiatr. Post�pu-jemy tak dlatego, aby na stan danej komórki wpªywaªy komórki znajduj¡e si� po stronienawietrznej. Mówi¡ inazej, wiatr b�dzie przenosiª ogie« z tyh komórek. Na rysunku10.3 przedstawiono hipotetyzn¡ komórk� (kolor zielony) i �pal¡e si�� komórki (kolorzerwony), które mimo, »e nie maj¡ bezpo±redniej styzno±i z rozwa»an¡ komórk¡ tojednak b�d¡ miaªy wpªyw na jej stan. Jak mo»na si� ªatwo przekona¢, tak niewielka mo-dy�kaja wystarza ju» do tego, aby uzyska¢ bardzo iekawy efekt. Dodatkowo mo»nawprowadzi¢ siª� wiatru, od której b�dzie zale»aªo s¡siedztwo. Powinno si� ono zwi�k-sza¢ w kierunku z którego wieje wiatr (patrz rysunek 10.4). W takim przypadku ogie«powinien przenosi¢ si� na jeszze wi�ksze odlegªo±i (patrz rysunek 10.5).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



102 ROZDZIA� 10. SYMULACJA PO�ARU

Rysunek 10.3: Hipotetyzna komórka (kolor zielony) i �pal¡e si�� komórki (kolor zer-wony) znajduj¡e si� w jej otozeniu (w przypadku wiatru zahodniego). Mimo, »e�pal¡e si�� komórki nie maj¡ bezpo±redniej styzno±i z rozwa»an¡ komórk¡ to jednakb�d¡ miaªy wpªyw na jej stan.

Rysunek 10.4: S¡siedztwo dla silnego wiatru zahodniego.

Rysunek 10.5: S¡siedztwo dla silnego wiatru zahodniego. Jak wida¢ wpªyw na stanrozwa»anej komórki (kolor zielony) b�d¡ miaªy nawet odlegªe �pal¡e si�� komórki (kolorzerwony).
Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 11AutomatyW rozdziale tym pozostaniemy w kr�gu zagadnie« wykorzystuj¡yh grafy zy to doreprezentaji danyh jako takie zy te» jako narz�dzie opisu ih wzajemnyh zale»no±i.Rozszerzymy go jednak o kolejne pole zastosowa« a mianowiie modelowanie za pomo¡grafów shematów dziaªa«.11.1 Automat sko«zonyAutomat sko«zony (ang. �nite state mahine, FSM lub �nite state automaton (pl: au-tomata), FSA lub state mahine, SM) to abstrakyjny, matematyzny, iterayjny modelzahowania systemu dynamiznego zªo»onego ze
• sko«zonej ilo±i stanów,
• tabliy (funkji) de�niuj¡ej przej±ia mi�dzy tymi stanami,
• akji.Poniewa» bie»¡y stan w takim automaie w pewnym sensie jest determinowany przezstany wze±niejsze, st¡d mo»na mówi¢, »e automaty te posiadaj¡ pewn¡ form� pami�i(która pozwala odtworzy¢ sekwenj� przej±¢ od stanu poz¡tkowego do bie»¡ego). Ta-blia przej±¢ opisuje pod wpªywem jakih zdarze« (warunków) mo»e nast¡pi¢ przej±iez jednego stanu do innego. Ze wzgl�du na harakter przej±¢ mi�dzy stanami, wyró»niasi� deterministyzne i niedeterministyzne automaty sko«zone; w dalszej z�±imówi¡ automat sko«zony b�dziemy mie¢ na my±li jego wersj� deterministyzn¡. Akjajest opisem dziaªania jakie ma zosta¢ wykonane w wyniku stosowania tabliy przej±¢.Wyró»ni¢ mo»emy
• Akje wej±iowe (ang. entry ation), wykonywane wówzas gdy whodzimy dodanego stanu. Dla przykªadu, akje tego rodzaju wykorzystuje automat Moore'a(ang. Moore mahine), tzn. jego akja zale»y od stanu w jakim znalazª si� automat,ale zupeªnie nie jest istotne jakie zdarzenie to spowodowaªo.
• Akje wyj±iowe (ang. exit ation), wykonywane wówzas gdy wyhodzimy z da-nego stanu
• Akje zwi¡zane z wej±iem (ang. input ation), wykonywane wówzas gdy wyboruprzej±ia dokonujemy bior¡ pod uwag� stan bie»¡y i sygnaª wej±iowy. Dla przy-kªadu, akje tego rodzaju wykorzystuje automat Mealy'ego (ang. Mealy mahine),Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



104 ROZDZIA� 11. AUTOMATYtzn. jego akja zale»y od stanu w jakim znajduje si� automat zanim przej±ienast¡pi i symbolu wej±iowego.Ogólna zasada dziaªania automatów sko«zonyh jest nast�puj¡a.1. Automat, symbol po symbolu, wzytuje pewne sªowo zbudowane w opariu o za-dany alfabet1.2. Ka»dy wzytany symbol mo»e spowodowa¢, zgodnie z tabel¡ przej±¢, przej±ie doinnego stanu i podj�ie pewnej akji.3. Automat mo»e przyjmowa¢ sko«zon¡ ilo±¢ ró»nyh stanów.4. Powiemy, »e automat akeptuje jakie± sªowo, gdy po jego aªkowitym wzytaniuznajdzie si� w jednym z tzw. stanów ko«owyh (ko«owyh akeptuj¡yh).Intuiyjnie automat sko«zony mo»emy wyobrazi¢ sobie jako urz¡dzenie skªadaj¡e si�z ta±my i znajduj¡ej si� nad ni¡ gªowiy zytaj¡ej. Ta±ma (mo»e by¢ niesko«zona zjednej strony) podzielona jest na komórki. W ka»dej komóre wpisany jest jeden symbolze sªowa. Gªowia odzytuje kolejne symbole z ta±my (w danym momenie zawarto±¢jednej i tylko jednej komórki), zmienia stan automatu zgodnie z tabli¡ przej±¢ i przesuwagªowi� o jedn¡ komórk� w stron� ko«a sªowa. Je±li po wzytaniu wszystkih symbolidanego sªowa, zapisanego na ta±mie, gªowia znajduje si� w jednym ze stanów ko«owyh,oznaza to, »e sªowo jest akeptowane przez automat.Formalnie automat przedstawiamy jako pi¡tk� uporz¡dkowan¡
{Q, Σ, δ, q0, F},gdzie:

• Q = {q1, . . . , qn} � sko«zony zbiór n stanów;
• Σ � sko«zony zbiór symboli wej±iowyh nazywany alfabetem. Mo»e mie¢ onró»ne postaie np.: binarn¡ Σ = {0, 1}, wtedy dane wej±iowe mog¡ mie¢ posta¢

01101100, alfabetyzn¡ Σ = {a, b, c, d} z wej±iem postai abcccdaa lub jak mato miejse w przypadku gier, skªada¢ si� z wydarze« jakie mog¡ zaj±¢ w zasierozgrywki Σ = {strzal, blysk, krzyk};
• δ � funkja przej±ia, odwzorowuj¡a Q×Σ w Q zyli taka, która ka»demu stanowi

q ∈ Q i ka»demu symbolowi wej±iowemu a ∈ Σ przyporz¡dkowuje nowy stan
δ(q, a);

• q0 � nale»¡e do Q, stan poz¡tkowy, zyli taki od którego automat rozpozynadziaªanie;
• F ⊆ Q � zbiór stanów ko«owyh.Gra�zn¡ reprezentaj¡ automatu sko«zonego jest graf skierowany, którego wierz-hoªki odpowiadaj¡ stanom automatu, kraw�dzie za± przej±iom ze stanu do stanu, zgod-nie ze zwrotem strzaªki. Ka»da kraw�d¹ opatrzona jest etykiet¡ symbolu wej±iowego,dla którego zahodzi dane przej±ie.Mówimy, »e automat akeptuje dany ªa«uh wej±iowy, je±li i¡g przej±¢ odpowia-daj¡y poszzególnym symbolom ªa«uha prowadzi od stanu poz¡tkowego do jakiego±stanu ko«owego.1Poj�ia sªowa i alfabetu zostan¡ wyja±nione w dalszej z�±i a w tymmiejsu zakªadamy ih intuiyjnerozumienie. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



11.2. AUTOMAT MOORE'A. 10511.1.1 Automat sko«zony jako model dziaªaniaMaszyna Turinga jest generalizaj¡ automatu sko«zonego operuj¡¡ na niesko«zonejpami�i. Automat sko«zony jako model dziaªania urz¡dzenia � Maszyna Turinga.Automat sko«zony jako model dziaªania w sytuaji awaryjnej.11.2 Automat Moore'a.Automatem Moore'a nazywamy automat z wyj±iem rozszerzonym. Ten rodzaj automa-tów (okre±lany równie» mianem maszyny stanów) ró»ni si� od wze±niej omówionegotym, »e sygnaªy wyj±iowe generowane s¡ ka»dorazowo po przetworzeniu symbolu wej-±iowego. Nie wyst�puje tu poj�ie stanu ko«owego.Automat Moore'a de�niujemy jako szóstk� uporz¡dkowan¡
{Q, Σ, ∆, δ, λ, q0}gdzie:

• Q, Σ, δ, q0 s¡ okre±lone tak jak w przypadku automatów sko«zonyh z wyj±iembinarnym;
• ∆ � alfabet wyj±iowy;
• λ � funkja zwraaj¡a wyj±ie zwi¡zane z ka»dym ze stanów, zyli odwzorowuj¡a

Q w ∆. Wyj±iem zwróonym dla ªa«uha wej±iowego
a1a2 . . . an, n ≥ 1jest
λ(q1)λ(q2) . . . λ(qn)gdzie q0, q1, q2,. . . , qn jest i¡giem stanów takim, »e δ(qi−1, ai) = qi dla 1 ≤ i ≤ n.Nale»y zauwa»y¢, »e model ten zwraa sygnaª wyj±iowy dla ªa«uha wej±iowego do-wolnej dªugo±i, w szzególno±i 0. Mamy wtedy do zynienia z tzw. pustym wej±iem,któremu odpowiada wyj±ie λ(q0).Adaptuj¡ dla potrzeb gry komputerowej dowolny typ automatu z wyj±iem rozsze-rzonym, mo»emy traktowa¢ symbole wyj±iowe jako akje (lub zbiory akji), które nale»ypodj¡¢ w zwi¡zku z przej±iem z jednego stanu do drugiego.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



106 ROZDZIA� 11. AUTOMATY

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 12Symulaja zahowaniaCelem projektu jest napisanie symulaji »yia 4 osobników poruszaj¡yh si� po zadanejplanszy na podstawie zde�niowanyh reguª. Narz�dziem steruj¡ym b�dzie automatMoore'a (patrz rozdziaª 11). Plansz¡, po której poruszaj¡ si� osobniki jest prostok¡tpodzielony na komórki równej wielko±i tak, »e mo»emy j¡ reprezentowa¢ jako maierzwymiaru n×m. Ka»dy z osobników jest na poz¡tku umieszzony w innym rogu planszy.Osobniki poruszaj¡ si� w pionie, poziomie i po skosie o jedno pole. Ka»dy osobnikma tzw. warto±¢ punktów »yia. Maksymalna warto±¢ typ punktów jest okre±lonazmniejszana wraz z wykonaniem ruhu przez osobnika. Na planszy znajduj¡ si� spejalnepola z po»ywieniem. Je»eli osobnik wejdzie na takie pole regeneruje punkty »yia idodatkowo zapami�tuje gdzie jest punkt z po»ywieniem i ile jest w nim po»ywienia.Ka»dy punkt po»ywienia ma okre±lon¡ warto±¢, która jest pomniejszana przy regenerajipunktów »yia przez osobnika. Nie jest to warto±¢ odnawialna, tzn. w zasie gry warto±¢po»ywienia w danym punkie mo»e si� tylko zmniejsza¢, a» osi¡gnie warto±¢ zero zylizniknie.Je»eli osobnik wejdzie na pole, w którym znajduje si� inny osobnik nast�puje roz-mowa w trakie której osobniki przekazuj¡ sobie informaje o miejsah z po»ywieniem.Osobnik zapami�tuje informaje o nowyh punktah po»ywienia lub aktualizuje swojeinformaje. Mo»e si� bowiem zdarzy¢, »e dwa osobniki maj¡ informaje o jednym punkiez »ywno±i¡. Informaj¡ bardziej aktualn¡ jest ta, która ma mniejsz¡ warto±¢ po»ywieniadla tego samego punktu.Dla osobnika korzystn¡ sytuaj¡ jest ta, w której ma maksymaln¡ lizb� punktów.Je±li natomiast lizba punktów »yia osi¡ga minimalny poziom osobnik powinien pój±¢do punktu z po»ywieniem i zregenerowa¢ punkty »yia. Dokonuje tego na podstawieposiadanyh informaji. Je±li ma do wyboru kilka mo»liwo±i wybiera najbardziej dlasiebie korzystn¡ (w sensie odlegªo±i i lizby punktów do zregenerowania). Ponadtoistotne jest aby osobnik posiadaª jak najwi�ej informaji o punktah z po»ywieniem iaby te informaje byªy na bie»¡o aktualizowane. Osobnik umiera gdy lizba punktów»yia osi¡ga warto±¢ 0. Ruh osobnika nie poszukuj¡ego po»ywienia nie jest okre±lony(mo»e by¢ losowy lub podlega¢ innym reguªom).W zale»no±i od ilo±i punktów i sytuaji w jakiej si� znajdujemy mo»emy okre±li¢stan osobnika. Automat Moore'a, dla powy»szego zadania jest zde�niowany poni»ej:
Q = {PATROL, POSZUKIWANIE, JEDZENIE, ROZMOWA, SMIERC}gdzie:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



108 ROZDZIA� 12. SYMULACJA ZACHOWANIA
• PATROL � stan poz¡tkowy polegaj¡y na beztroskim zwiedzaniu okoliy.
• ROZMOWA � po napotkaniu osobnika dysponuj¡ego nowymi informajami opunktah regeneraji, nast�puje krótka konwersaja i wymiana danyh.
• POSZUKIWANIE � stan, w którym osobnik korzystaj¡ z wiedzy zdobytej w zasiePATROLU lub wymiany informaji z innymi osobnikami w stanie ROZMOWA,szuka miejsa, w którym mógªby odnowi¢ swój zasób punktów »yia.
• JEDZENIE � regeneraja siª.
• SMIERC � po wyzerpaniu puli punktów »yia osobnik ginie.Alfabet wej±iowy jest zbiorem komunikatów postai:
• K1: maªa lizba punktów »yia (1 - 4999),
• K2: du»a lizba punktów »yia (5000 - 9999),
• K3: maksymalna lizba punktów »yia (10000),
• K4: wyzerpany zasób punktów »yia (0),
• K5: spotkanie,
• K6: konie rozmowy,
• K7: odnaleziono miejse z po»ywieniem,
• K8: wyzerpanie zasobów po»ywienia.Funkja przej±ia okre±lona nast�puj¡o:

(biezacy stan, symbol wejsciowy) → (nowy stan)

• (PATROL, K5) → (ROZMOWA);
• (PATROL, K1) → (POSZUKIWANIE);
• (ROZMOWA, K6) → (PATROL);
• (POSZUKIWANIE, K7) → (JEDZENIE);
• (POSZUKIWANIE, K4) → (SMIERC);
• (JEDZENIE, K3, K8 ∧ K2) → (PATROL);
• (JEDZENIE, K8 ∧ K1) → (POSZUKIWANIE).Brakuj¡e parametry nale»y dode�niowa¢ samodzielnie a aªo±¢ najlepiej zilustrowa¢w formie gra�znej.
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Rozdziaª 13Drzewo deyzyjne jakoreprezentaja bazy reguªDrzewo deyzyjne jest takim drzewem, w którym:
• w�zªy odpowiadaj¡ testom przeprowadzanym na warto±iah atrybutów reguª,
• gaª�zie s¡ mo»liwymi wynikami testów,
• li±ie reprezentuj¡ ze±¢ deyzyjn¡.Drzewa deyzyjne jako forma reprezentaji zbioru reguª zdobyªy w±ród programistówsztuznej inteligenji du»¡ popularno±¢ przede wszystkim ze wzgl�du na sw¡ zytelno±¢oraz znazne zmniejszenie wymaganyh do przehowania bazy, zasobów pami�i. Faktten zilustrowany jest tabli¡ 13.1 zawieraj¡¡ przykªadow¡ baz� reguª, oraz rysunkiem13.1 przedstawiaj¡ym odpowiadaj¡e jej drzewo deyzyjne. Wspomniana baza skªadasi� z formuª ogólnej postaiJE�LI . . . I . . . I . . .TO . . . .W tym szzególnym przypadku przyjmuj¡ one posta¢JE�LI natura postai jest zªa I uroda postai jest pospolita I haryzma postai jestdu»a I inteligenja postai jest niska TO moim stosunkiem do postai jest nienawi±¢.na podstawie któryh bot1 potra� okre±li¢ swój stosunek do innego osobnika. Klasyz-nym przykªadem zastosowania bazy reguª s¡ gry. Baza reguª stanowi zbiór na podstawiektórego tworzy si� relaje de�niuj¡e zasady gry.13.1 Algorytm konstruowania drzewa deyzyjnegoAlgorytm konstruowania drzewa deyzyjnego jest realizowany przez funkj� rekuren-yjn¡, która jako argument przyjmuje baz� reguª. Baza reguª skªada si� z atrybutóworaz przypisanyh im warto±i. U nas s¡ to1Bot jest programem wykonuj¡ym pewne zynno±i w zast�pstwie zªowieka. Czasem jego funkj¡jest udawanie ludzkiego zahowania lub wykonywanie zautomatyzowanyh zynno±i.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



110 ROZDZIA� 13. DRZEWO DECYZYJNE JAKO REPREZENTACJA BAZYREGU�Lp. Natura Uroda Charyzma Inteligenja Stosunek1 dobra pi�kna du»a niska uwielbienie2 dobra pi�kna du»a wysoka uwielbienie3 neutralna pi�kna du»a niska oboj�tno±¢4 zªa pospolita du»a niska nienawi±¢5 dobra pospolita du»a niska uwielbienie6 neutralna brzydka maªa wysoka oboj�tno±¢7 zªa brzydka maªa niska nienawi±¢8 zªa brzydka du»a wysoka oboj�tno±¢9 neutralna pospolita maªa wysoka oboj�tno±¢10 dobra brzydka maªa niska oboj�tno±¢11 neutralna pi�kna maªa niska oboj�tno±¢12 neutralna brzydka du»a niska oboj�tno±¢13 dobra pospolita maªa wysoka oboj�tno±¢14 zªa pospolita du»a niska nienawi±¢15 zªa pospolita maªa wysoka oboj�tno±¢Tabela 13.1: Przykªadowa baza reguª.
• Natura (dobra, neutralna, zªa);
• Uroda (pi�kna, pospolita, brzydka);
• Charyzma (du»a, maªa);
• Inteligenja (niska, wysoka).Pierwszy krok polega na wybraniu atrybutu, który b�dzie korzeniem drzewa. Two-rzony jest nowy w�zeª dla którego nale»y wybra¢ najlepszy atrybut, zyli taki któryzapewni prostot� tworzonego drzewa. Prostota ta rozumiana jest jako mo»liwie naj-mniejsza lizba w�zªów i li±i oraz jak najkrótsze ±ie»ki ª¡z¡e korze« z li±¢mi. Funkj�oeny poszzególnyh atrybutów, tzw. entropie zbioru reguª P ze wzgl�du na atrybut

t, de�niujemy nast�pujao:
Et(P ) =

∑

r∈Rt

| Ptr |
| P |

∑

d∈C

−| P d
tr |

| Ptr | log2
| P d

tr |
| Ptr | ,gdzie

• Rt � zbiór warto±i jakie mo»e przyjmowa¢ atrybut t;
• Ptr � podzbiór zbioru P zawieraj¡y te reguªy, dla któryh atrybut t przyjmujewarto±¢ r;
• C � zbiór wszystkih kategorii;
• P d

tr � podzbiór zbioru Ptr, zawieraj¡y reguªy, któryh ze±¢ deyzyjna jest kategorii
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13.1. ALGORYTM KONSTRUOWANIA DRZEWA DECYZYJNEGO 111
natura

inteligencjacharyzma obojętność

nienawiśćobojętnośćuwielbienie obojętność

dobra neutralna zła

duża mała niskawysoka

Rysunek 13.1: Drzewo deyzyjne odpowiadaj¡e bazie reguª.
Jako obowi¡zuj¡y dla danego w�zªa test wybieramy atrybut o najmniejszej entropii.Mówimy tutaj o te±ie, gdy» ze wzgl�du na warto±¢ wybranego atrybutu b�dziemy po-dejmowa¢ deyj� zwi¡zan¡ z wyborem kolejnego w�zªa. Zanim polizymy entropi� dlapowy»szyh atrybutów zauwa»my jeszze tylko, »e

• rozpatrujemy aªy zbiór reguª (a wi� wszystkie reguªy od 1 do 15 z tabliy 13.1),
• zbiór testów, zawieraj¡y wszystkie te atrybuty, na rzez któryh mo»e odby¢ si�testowanie reguª skªada si� z atrybutów natura, uroda, haryzma i inteligenja,
• domy±lna z�±¢ deyzyjna przyjmuje warto±¢ oboj�tno±¢ gdy», to ona zwraana jestjako rezultat wi�kszo±i reguª ze zbioru.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



112 ROZDZIA� 13. DRZEWO DECYZYJNE JAKO REPREZENTACJA BAZYREGU�Lp. Uroda Charyzma Inteligenja Stosunek1 pi�kna du»a niska uwielbienie2 pi�kna du»a wysoka uwielbienie5 pospolita du»a niska uwielbienie10 brzydka maªa niska oboj�tno±¢13 pospolita maªa wysoka oboj�tno±¢Tabela 13.2: Przykªadowa baza reguª dla o atrybutu natura=dobra.
Enatura(P ) =

| Pnatura, dobra |
| P |

(

−
| P uwielbienie

natura, dobra |
| Pnatura, dobra|

log2

| P uwielbienie
natura, dobra |

| Pnatura, dobra|
+

−
| P obojtno

natura, dobra |
| Pnatura, dobra|

log2

| P obojtno
natura, dobra |

| Pnatura, dobra|
−

| Pnienawi
natura, dobra |

| Pnatura, dobra|
log2

| Pnienawi
natura, dobra |

| Pnatura, dobra|

)

+

+
| Pnatura, neutralna |

| P |

(

−
| P uwielbienie

natura, neutralna |
| Pnatura, neutralna|

log2

| P uwielbienie
natura, neutralna |

| Pnatura, neutralna|
+

−
| P obojtno

natura, neutralna |
| Pnatura, neutralna|

log2

| P obojtno
natura, neutralna |

| Pnatura, neutralna|
−

| Pnienawi
natura, neutralna |

| Pnatura, neutralna|
log2

| Pnienawi
natura, neutralna |

| Pnatura, neutralna|

)

+

+
| Pnatura, za |
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= 0.647Poniewa» atrybutem o najmniejszej warto±i entropii jest atrybut natura, wi� ko-rzeniem budowanego drzewa b�dzie ten wªa±nie atrybut (on b�dzie testem w pierwszymw�¹le). Kraw�dziami poprowadzonymi z tego w�zªa b�d¡ gaª�zie: dobra, neutralna i zªa� zyli wszystkie warto±i atrybutu natura.Kolejne wywoªanie funkji b�dzie realizowane ze wzgl�du na pomniejszon¡ baz� reguª.B�dzie to baza pomniejszona o atrybut natura oraz zawieraj¡a tylko te wiersze, któreodpowiadaj¡ danej gaª�zi, tzn. je»eli wywoªujemy funkj� w w�¹le, do którego prowadzigaª¡¹ natura = dobra bierzemy pod uwag� reguªy dla atrybutów: uroda, haryzma iinteligenja, ale tylko te, dla któryh natura = dobra (patrz tabela 13.2).Ze wzgl�du na kolejne wywoªywania funkji przy realizaji algorytmu, mo»emy stwier-dzi¢, »e jest to algorytm rekurenyjny. Nale»y zatem okre±li¢ warunek zatrzymaniadziaªania tego algorytmu. B�dzie nim wyzerpanie listy atrybutów lub podanie jako ar-gument takiej bazy reguª, dla której atrybut wyj±iowy (stosunek) przyjmuje takie sam¡warto±¢. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



13.2. DODATEK - ENTROPIA 11313.1.1 ZadanieNa podstawie podanej bazy reguª zbudowa¢ drzewo deyzyjne w opariu o przedstawionyalgorytm.13.2 Dodatek - entropiaDla doiekliwyh 13.1. EntropiaEntropia w ramah teorii informaji jest de�niowana jako ±rednia ilo±¢ informaji,przypadaj¡a na znak symbolizuj¡y zaj±ie zdarzenia z pewnego zbioru. Zdarzenia w tymzbiorze maj¡ przypisane prawdopodobie«stwa wyst¡pienia.Wzór na entropi�:
ddgdzie p(i) - prawdopodobie«stwo zaj±ia zdarzenia i. W przypadku kodowania i¡gu zna-ków jest to prawdopodobie«stwo wyst¡pienia i-tego znaku. W teorii informaji najz�±iejstosuje si� logarytm o podstawie r=2, wówzas jednostk¡ entropii jest bit. Dla r=e jed-nostka ta nazywa si� nat(nit), natomiast dla r=10 - dit lub hartley.Entropi� mo»na interpretowa¢ jako niepewno±¢ wyst¡pienia danego zdarzenia ele-mentarnego w nast�pnej hwili. Je»eli nast�puj¡e zdarzenie wyst�puje z prawdopodo-bie«stwem równym 1, to z prostego podstawienia wynika, »e entropia wynosi 0, gdy» zgóry wiadomo o si� stanie - nie ma niepewno±i.Wªasno±i entropii:* jest nieujemna * jest maksymalna, gdy prawdopodobie«stwa zaj±¢ zdarze« s¡ takiesame * jest równa 0, gdy stany systemu przyjmuj¡ warto±i 0 albo 1 * wªasno±¢ super-pozyji - gdy dwa systemy s¡ niezale»ne to entropia sumy systemów równa si� sumieentropii.De�nija informayjna byªa pierwotnie prób¡ uj�ia tradyyjnego poj�ia entropii zna-nego z termodynamiki w kategoriah teorii informaji. Okazaªa si� jednak, »e de�nijata jest przydatna w ramah samej teorii informaji.Poj�ie entropii jest bardzo przydatne w np: dziedzinie kompresji informaji. Entropi�zerowego rz�du mo»na oblizy¢ znaj¡ histogram i¡gu symboli. Jest to ilozyn entropii iilo±i znaków w i¡gu. Osi¡gi kodowania Hu�mana s¡ z�sto zbli»one do tej graniy, aleistniej¡ lepsze sposoby np. kodowanie arytmetyzne.Przyj�ie modelu, w którym uwzgl�dnia si� kontekst znaku, pozwala zwykle na bardzodu»e obni»enie entropii.
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Rozdziaª 14Programowanie dynamizne14.1 Istota programowania dynamiznego, zyli kiedy pro-gramowanie nie jest programowaniemWyst�puj¡e w tytule sªowo programowanie jest troh� myl¡e, gdy» nie do ko«a mówi¢b�dziemy o programowaniu. Programowanie (w poª¡zeniu z komputerem) jest tutajrazej narz�dziemy, które pozwala efektywnie wykorzysta¢ pewn¡ metodologi� rozwi¡-zywania zagadnie« optymalizayjnyh. Poniewa» metoda programowania dynamiznegomo»e by¢ stosowana do zagadnie« optymalizayjnyh o ró»norodnej postai matematyz-nej, wi� nale»y j¡ traktowa¢ jako pewien sposób podej±ia do problemu a nie gotowyalgorytm1.Najogólniej mówi¡, programowanie dynamizne zajmuje si� optymalnym planowa-niem sterowalnyh proesów wieloetapowyh. Efektem zastosowania tej metody jestustalenie optymalnego planu dziaªania (optymalnej strategii). Strategi� rozumiemy wtym miejsu intuiyjnie jako plan dziaªania, przebieg (kontrolowanie i sterowanie) da-nego proesu.Mówi¡ o programowaniu dynamiznym rozwa»amy etapy (stadia) pewnego proesu.Proes deyzyjny mo»e by¢ wieloetapowy ze swojej natury lub da¢ si� (zasem w sposóbsztuzny) na pewne etapy rozªo»y¢. Ka»dy etap jest harakteryzowany przez pewien stanrozpatrywanego proesu. Poj�ie etapu tak»e rozumiemy tutaj intuiyjnie jako �moment�w którym mo»emy opisa¢ proes i opis ten ma sens, tzn. jest istotny z punktu widzeniarozwi¡zywanego problemu. Jako pojedynzy etap mo»na np. przyj¡¢ pewien odinekzasu (moment gdy ten odinek upªynie). Charakteryzujemy (opisujemy) wówzas pro-es po upªywie zadanego zasu. Stadium proesu mo»e oznaza¢ tak»e pewien etap wmy±leniu o problemie, przy zym sam proes tehnizno-ekonomizny w ogóle nie musirozwija¢ si� w zasie. Przej±ie do nast�pnego stadium mo»e oznaza¢ np. uruhomieniekolejnego urz¡dzenia zy rozwa»enie nast�pnej inwestyji.Programowanie dynamizne opiera si� na podziale rozwi¡zywanego problemu na pod-problemy wzgl�dem kilku parametrów. Ka»dy z podproblemów stanowi z¡stk� rozwi¡-zania problemu wyj±iowego w tym sensie, »e znajomo±¢ rozwi¡za« podproblemów po-zwala znale¹¢ rozwi¡zanie problemu zasadnizego. Kluz do zaprojektowania algorytmut¡ tehnik¡ le»y w znalezieniu równania rekurenyjnego opisuj¡ego optymaln¡ warto±¢funkji elu dla danego problemu jako funkji optymalnyh warto±i funkji elu dla pod-problemów o mniejszyh rozmiarah. Programowanie dynamizne znajduje optymaln¡1Cho¢ zastosowanie tej tehniki prowadzi zwykle do znalezienia algorytmu dla konkretnego zadania.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



116 ROZDZIA� 14. PROGRAMOWANIE DYNAMICZNEwarto±¢ funkji elu dla aªego zagadnienia rozwi¡zuj¡ podproblemy od najmniejszegodo najwi�kszego w ten sposób, »e rozwi¡zania podproblemów maªyh pozwalaj¡ (ªa-two) znale¹¢ rozwi¡zania problemów wi�kszyh. Je±li teraz do przehowywania wynikówpo±rednih (tzn. rozwi¡za« mniejszyh problemów) u»yjemy tabliy, to pozwala to za-st¡pi¢ wywoªania rekurenyjne odwoªaniami do odpowiednih komórek owej tabliy ogwarantuje, »e ka»dy podproblem jest rozwi¡zywany tylko raz. Rozwi¡zanie ostatniegoz rozpatrywanyh podproblemów jest na ogóª warto±i¡ rozwi¡zania rozpatrywanego za-gadnienia.W odró»nieniu od tehniki dziel i zwyi�»aj podproblemy w programowaniu dyna-miznym nie s¡ na ogóª rozª¡zne, ale musi je ehowa¢ wªasno±¢ optymalnej podstruk-tury (ang. optimal substruture). Drug¡ istotn¡ eh¡ jest (ang. overlapping subpro-blems).14.1.1 Optymalna podstrukturaWªasno± optymalnej podstruktury jest niejako istot¡ programowania dynamiznego.Wªasno±¢ ta mówi, »e rozwi¡zanie problemu optymalizayjnego mo»e zosta¢ znalezionew opariu o rozwi¡zania podproproblemów. Z tak¡ sytuaj¡ mamy do zynienia np. roz-patruj¡ zagadnienie najkrótszej ±ie»ki w gra�e. Je±li pewna ±ie»ka w gra�e od wierz-hoªka v1 do vn jest optymaln¡ ±ie»k¡ ª¡z¡yh te dwa wierzhoªki, wówzas ±ie»ka oddowolnego wierzhoªka vi, i = 2, . . . , n − 1 le»¡ego na tej ±ie»e do vn tak»e musi by¢optymalna.Inazej mówi¡, optymalna podstruktura oznaza »e, warto±¢ uzyskana na n-tymetapie optymalizaji zale»y od stanu na etapie poprzednim oraz od deyzji podj�tej na
n-tym etapie. Nie powinna natomiast zale»e¢ od tego, jak¡ drog¡ system doszedª dostanu n − 1. Jest to tzw. wªasno±¢ Markowa. Do proesu deyzyjnego posiadaj¡egowªasno±¢ Markowa stosuje si� zasad� optymalno±i R. Bellmana (1956), która stanowipodstawow¡ wªasno±¢ strategii optymalnejDe�nija 14.1. Polityka optymalna ma t� wªasno±¢, »e niezale»nie od poz¡tkowegostanu i poz¡tkowej deyzji pozostaªe deyzje musz¡ stanowi¢ polityk� optymaln¡ ze wzgl�duna stan wynikaj¡y z pierwszej deyzji.Konsekwenj¡ tej de�niji jest to, »e aby i¡g deyzji d1, d2, . . . , dn byª strategi¡optymaln¡ w proesie o n etapah przy pewnym stanie poz¡tkowym s0 potrzeba, abyi¡g deyzji d2, . . . , dn byª strategi¡ optymaln¡ w proesie o n − 1 etapah przy staniepoz¡tkowym wynikaj¡ym z deyzji d1.Innym przykªadem zagadnienia posiadaj¡ego optymaln¡ podstruktur� jest poszu-kiwanie podtabliy o najwi�kszej sumie elementów2. Je±li tabli¡ jest [1, 2,−5, 4, 7,−2]wówzas tak¡ podtabli¡ jest [4, 7]. Je±li zagadnienie to posiada eh� optymalnej pod-struktury, wówzas wiedz¡, »e pewna podtablia o dªugo±i i jest tak¡ podtabli¡, »esuma jej elementów jest najwi�ksza spo±ród wszystkih podtabli i elementowyh, wy-korzystuj¡ j¡ powinni±my mó znale¹¢ podtabli� i + 1 elementow¡ o tej samej esze.//tutu dokonzy//2Podtabli� rozumiemy tutaj jako i¡gªy �wyinek� tabliy.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



14.1. ISTOTA PROGRAMOWANIA DYNAMICZNEGO, CZYLI KIEDYPROGRAMOWANIE NIE JEST PROGRAMOWANIEM 11714.1.2 Overlapping subproblemsTermin overlapping subproblems oznaza, »e przestrze« jak¡ tworz¡ podproblemy musiby¢ �maªa�. Mówi¡ inazej, rekurenyjny algorytm rozwi¡zania takiego problemu po-winien harakteryzowa¢ si� tym, »e w elu rozwi¡zania kolejnyh podproblemów wi¡»obliza te same warto±i lub stosunek warto±i nowyh do uprzednio oblizonyh zdey-dowanie przemawia na korzy±¢ tyh drugih. Najprostszym przykªadem jest tutaj i¡gFibonaiego. Jak wiadomo ka»dy wyraz (z wyj¡tkiem dwóh pierwszyh) jest w nimsum¡ dwóh wyrazów poprzednih. W konsekwenji, aby oblizy¢ np. wyraz 10 mu-simy zna¢ wyrazy 9 i 8. Zauwa»my jednak, »e aby oblizy¢ wyraz 9 musimy zna¢ 8 i7. Oznaza to, »e wyraz 8 b�dzie oblizony dwukrotnie: pierwszy raz aby mo»liwe byªootrzymanie wyrazu 9 i drugi raz aby oblizy¢ przy jego pomoy wyraz 10.Rekurenja jest w tym przypadku �wska¹nikiem�, ale nie wszystkie problemy reku-renyjne t¡ eh� posiadaj¡. Na przykªad silnia oblizana jest wedªug rekurenyjnejzale»no±i
n! = n · (n − 1)!Tak wi� aby oblizy¢ n-ty wyraz musimy zna¢ wyraz n−1. Zauwa»my, »e dla dowolnego

n musimy �pozna¢� wszystkie wyrazy od 1 do n−1, ale ka»dy potrzebny jest tylko jedenraz. Gdyby±my hieli to jako± zobrazowa¢, wówzas drzewo wywoªa« b�dzie wygl¡da¢jak na przykªadzies_r(5)|5*s_r(4)|4*s_r(3)|3*s_r(2)|2*s_r(1)|1*s_r(0)W przypadku i¡gu Fibonaiego najbardziej narzuaj¡e si� rozwi¡zanie postailong fib_r(int n){if(n==0)return 0;else if(n==1)return 1;elsereturn fib_r(n-1)+fib_r(n-2);}okazuje si� najwolniejszym przez wielokrotne wylizanie tyh samyh warto±i, o mo»napokaza¢ na nast�puj¡ym drzewie wywoªa«f_r(5)|Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



118 ROZDZIA� 14. PROGRAMOWANIE DYNAMICZNEf_r(4)+f_r(3)| || f_r(2)+f_r(1)| || f_r(1)+f_r(0)|f_r(3)+f_r(2)| || f_r(1)+f_r(0)|f_r(2)+f_r(1)|f_r(1)+f_r(0)Ozywi±ie mo»na poda¢ algorytm iterayjny oblizania wyrazów i¡gu Fibonaiego,np.long fib_i(int n){long i,n1,n2,tmp;i=0;n1=0;n2=1;while (i<n){tmp=n2;n2=n1+n2;n1=tmp;i=i+1;}return n1;}Ch¡ jednak pozosta¢ przy idei rekurenji mo»na wprowadzi¢ niewielk¡ mody�kaj�,która znaznie przyspieszy dziaªanie programu. Utwórzmy tabli� pomoniz¡, w któ-rej zapisywa¢ b�dziemy kolejne warto±i i¡gu. Zanim zazniemy lizy¢ jak¡± warto±¢,sprawdzmy najpierw w tabliy, zy nie zostaªa ju» ona przypadkiem polizona przezjedno z wywoªa« rekurenyjnyh. Je±li nie to musimy polizy¢ i wynik zapisa¢ w tabliy,a je±li tak to ni nie musimy lizy¢ i wystarzy pobra¢ warto±¢ z tabliy. Taki wªa±niealgorytm jest przedstawiony poni»ejlong tab[100℄;for(i=0;i<100;i++)tab[i℄=-1;tab[0℄=0; Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



14.2. PRZYK�ADY ZASTOSOWANIA 119tab[1℄=1;long fib_r_i(int n){if(tab[n℄!=-1)return tab[n℄;elsetab[n℄=fib_r_i(n-1)+fib_r_i(n-2);return tab[n℄;}14.2 Przykªady zastosowaniaW poprzednim podrozdziale podali±my elementarne przykªady zwi¡zane z programowa-niem dynamiznym. Tutaj spróbujemy rozwi¡za¢ bardziej zªo»one (i posiadaj¡e prak-tyzne zastosowanie) zagadnienia.14.2.1 Dopasowywanie i¡gów � algorytm Needlemana-WunshaAlgorytm ten mo»e by¢ wykorzystywany do dopasowywania dowolnyh i¡gów znaków,w szzególno±i sekwenji DNA, które opisywane s¡ znakami {A,C,G, T}. Polski termindopasowywanie b�d¡y odpowiednikiem angielskiego alignment z�sto tªumazy si� te»jako uliniowianie sekwenji.W bioinformatye, dopasowanie sekwenji jest sposobem dopasowania struktur pierw-szorz�dowyh DNA, RNA, lub biaªek do zidenty�kowania regionów wykazuj¡yh podo-bie«stwo, mog¡e by¢ konsekwenj¡ funkjonalnyh, strukturalnyh, lub ewoluyjnyh po-wi¡za« pomi�dzy sekwenjami. Zestawione sekwenje nukleotydów lub aminokwasów s¡zazwyzaj przedstawione jako wiersze maierzy. Pomi�dzy reszty wprowadzane s¡ prze-rwy, tak »e reszty zbli»onyh do siebie sekwenji tworz¡ kolejne kolumny. Je±li dwiedopasowywane sekwenje maj¡ wspólne pohodzenie, niedopasowania mog¡ by¢ interpre-towane jako mutaje punktowe, a przerwy jako indele (mutaje polegaj¡e na deleji lubinserji), które zaszªy w jednej lub obu liniah od zasu, kiedy obie sekwenje ulegªy roz-dzieleniu. 3Dla przykªadu, maj¡ dwie sekwenje0 0 0 0 0 0 0 0 0 1 1 1 11 2 3 4 5 6 7 8 9 0 1 2 3sekwenja 1: A G A T T G A T A C C C Asekwenja 2: A G A C A T T A A C T Amo»na je dopasowa¢ w nast�puj¡y sposób0 0 0 0 0 0 0 0 0 1 1 1 1 1 11 2 3 4 5 6 7 8 9 0 1 2 3 4 5sekwenja 1: A G A - - T T G A T A C C C A3http://wapedia.mobi/pl/Uliniowianie, stan z 2 maja 2009.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



120 ROZDZIA� 14. PROGRAMOWANIE DYNAMICZNEsekwenja 2: A G A C A T T A A - - - C T A| | |math gap mismathprzy zym elementy wyst�puj¡e np. w sekwenji 2 na pozyjah 10 zy 12 nazywamyprzerwami4 (ang. gap), elementy wyst�puj¡e np. na pozyji 7 w obu sekwenjahnazwiemy pasuj¡ymi (ang. math) a elementy z pozyji np. 14 nazwiemy niepasuj¡ymi(ang. mismath).Aby mó dopasowa¢ dwie sekwenje do siebie nale»y wprowadzi¢ jak¡± miar� dopaso-wania aby mó oenia¢ na ile s¡ one do siebie podobne. Najprostszy sposób to przyj�ie,»e jesli dwa elementy na tej samej pozyji w dwóh ró»nyh iagah s¡ identyzne tooeniamy t� pozyj� na +1, je±li ró»ne to na -1 a w przypadku wyst¡pienia przerwyprzyjmujemy warto±¢ 0. Dla przykªadu sekwenjeA T G G C G TA T G - A G Toenone zostan¡ na
1 + 1 + 1 + 0 − 1 + 1 + 1 = 4natomiastA T G G C G TA - T G A G Tna
1 + 0 − 1 + 1 − 1 + 1 + 1 = 2.W zwarty sposób zaproponowan¡ �punktaj�� mo»na przedstawi¢ za pomo¡ maierzypodstawie«5 (ang. substitution matrix), np.C T A GC 1 -1 -1 -1T -1 1 -1 -1A -1 -1 1 -1G -1 -1 -1 1Ozywi±ie jest to jedna z wielu mo»liwo±i. W przypadku gdy wiemy (zakªadamy), »epewne odst�pstwa s¡ mniej lub bardziej spotykane mo»na wprowadzi¢ rozró»nianie ihkosztów, np.C T A GC 2 1 -1 -1T 1 2 -1 -1A -1 -1 2 1G -1 -1 1 2Do tej pory pomin�li±my najistotniejsze hyba zagadnienie a mianowiie wstawianie pu-styh elemntów (gap). To one tworz¡ przesuni�ia i to dzi�ki nim mo»na najlepiej dopa-sowa¢ dwie sekwenje. Za wyst¡pienie elementu typu gap przyjmowali±my 0 punktów.4Mówi si� tak»e o przesuni�iu (ang. alignment).5Czasem te» nazywanej maierz¡ podobie«stwa (ang. similarity matrix).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



14.2. PRZYK�ADY ZASTOSOWANIA 121Pami�tajmy jednak, »e gap to wprowadzenie pewnej zmiany z sekwenji, zmiany o tyleistotnej, »e zmieniamy jej dªugo±¢. Tak wi� za ka»dy element typu gap powinna by¢przyznana kara, zyli punkty ujemne. Nawet jednak z t¡ mody�kaj¡ nadal b�dziemymie¢ problem z dopasowaniem sekwenji. Punktaja pozwala oeni¢ nam dwie sekwen-je, ale nie daje »adnyh wskazówek gdzie nale»y wstawi¢ elementy gap. Rozwi¡zaniasiªowe ze wzgl�du na bardzo dªugi zas oblize« nie whodz¡ tutaj w gr�. I wªa±nietutaj z pomo¡ przyhodzi algorytm Needlemana-Wunsha, który stosuj¡ zasad� pro-gramowania dynamiznego buduje optymalne przesuni�ia w sekwenjah w opariu ooptymalne przesuni�ia w podsekwenjah.W algorytmie rozwa»amy wszystkie mo»liwe pary elementów obu sekwenji o prowa-dzi do powstania dwóh dwuwymiarowyh maierzy. Jedna z maierzy zawiera punktydruga natomiast sªu»y¢ b�dzie do wyznazenia miejs wstawienia elementów typu gap.Na algorytm skªadaj¡ si� trzy zasadnize etapy1. Inijalizaja maierzy (ang. initialisation).2. Wypeªnienie maierzy (ang. soring).3. Wyznazenie przesuni�¢ (ang. traebak).Wyja±nimy dziaªanie tego algorytmu na przykªadzie dwóh sekwenjisekwenja 1: SENDsekwenja 2: ANDW tym przypadku ªatwo b�dzie nam sprawdzi¢ zy opisywany algoytm daje optymalnerozwi¡zanie, gdy» mo»emy wypisa¢ wszystkie ztery mo»liwe sposoby dopasowaniaSEND-AND => +1A-ND => +3 (najlepsze)AN-D => -3AND- => -8przy zym przyjmujemy nast�puj¡¡ maierz kosztuA D E N SA 4 -2 -1 -2 1D -2 6 2 1 0E -1 2 5 0 0N -2 1 0 6 1S 1 0 0 1 4i kar� za element gap wynosz¡¡ -10.Inijalizaja maierzyJe±li m oznaza dªugo±¢ pierwszej sekwenji za± n drugiej, wówzas nale»y utworzy¢dwie pust¡ maierze C i T o wymiarze (n + 1) × (m + 1). Kolejne wiersze (kolumny)odpowiadaj¡ kolejnym elementom sekwenji. Pierwszy wiersz pierwszej maierzy (C) ipierwsza jej kolumna wypeªniona zostaje warto±iami, które maj¡ by¢ kar¡ za wstawienieelementu typu gap. Przyjmuj¡, »e kara za jeden element gap wynosi -10 otrzymamynast�puj¡¡ maierzSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



122 ROZDZIA� 14. PROGRAMOWANIE DYNAMICZNES E N D0 -10 -20 -30 -40A -10 . . . .N -20 . . . .D -30 . . . .Drug¡ maierz (T ) wypeªniamy w nast�puj¡y sposóbS E N Dend left left left leftA up . . . .N up . . . .D up . . . .Wypeªnienie maierzyElementy maierzy wypeªniamy poz¡wszy od elementu c2,2. Warto±¢ ka»dego elementujest równa
ci,j = max{vdiag , vleft, vup},gdzie

vdiag = ci−1,j−1 + s(i, j)

vleft = ci,j−1 + g

vup = ci−1,j + gwyra»enie g to koszt wstawienia elementu gap (przyjmujemy ten koszt równy -10), nato-miast s(i, j) to koszt z maierzy podstawie« jaki ponie±¢ musimy zamieniaj¡ i-ty znakjednej sekwenji na j-ty drugiej. Jak wi� wida¢ warto±¢ elemntu ci,j zale»y tylko odtrzeh elementów które z nim s¡siaduj¡ (od góry, z lewej i od lewej górnej przek¡tnej).Polizymy teraz warto±¢ dla elementu c2,2

vdiag = c1,1 + s(S,A) = 0 + 1 = 1

vleft = c2,1 + g = −10 − 10 = −20

vup = c1,2 + g = −10 − 10 = −20A zatem element c2,2 maierzy C przyjmie warto±¢ 1 a odpowiadaj¡y element maierzy
T (t2,2) przyjmie warto±¢ diagS E N D S E N D0 -10 -20 -30 -40 end left left left leftA -10 1 . . . A up diag . . .N -20 . . . . N up . . . .D -30 . . . . D up . . . .Polizymy teraz warto±¢ dla elementu c2,3

vdiag = c1,2 + s(E,A) = −10 − 1 = −11

vleft = c2,2 + g = 1 − 10 = −9

vup = c1,3 + g = −20 − 10 = −30A zatem element c2,2 maierzy C przyjmie warto±¢ -9 a odpowiadaj¡y element maierzy
T (t2,2) przyjmie warto±¢ leftSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



14.2. PRZYK�ADY ZASTOSOWANIA 123S E N D S E N D0 -10 -20 -30 -40 end left left left leftA -10 1 -9 . . A up diag left . .N -20 . . . . N up . . . .D -30 . . . . D up . . . .Stosuj¡ dalej analogizne post�powanie na konie powinni±my uzyska¢ nast�puj¡emaierze S E N D S E N D0 -10 -20 -30 -40 end left left left leftA -10 1 -9 -19 -29 A up diag left left leftN -20 -9 -1 -3 -13 N up diag diag diag leftD -30 -19 -11 2 3 D up up diag diag diagWyznazenie przesuni�¢Wyznazanie optymalnyh przesuni�¢ odbywa si� w etapie nazywanym wyznazaniem±ladu powrotnego lub te» ±ie»ki powrotnej (ang. traebak path). Algorytm rozpozynaswoje dziaªanie z ostatniej komórki maierzy T (tzn. elementu (n + 1,m + 1)). Kolejneelementy ±ie»ki wybierane s¡ w opariu o zawarto±¢ maierzy T a ih warto±¢ okre±laewentualne przesuni�ia wedªug poni»szyh zasad.
• Je±li w komóre jest warto±¢ diag wówzas znaki z obu sekwenji uznajemy zapasuj¡e.
• Je±li w komóre jest warto±¢ left wówzas w sekwenji znajduj¡ej si� po lewejstronie maierzy T (tworz¡ej wiersze) wstawiany jest element gap.
• Je±li w komóre jest warto±¢ up wówzas w sekwenji znajduj¡ej si� na górzemaierzy T (tworz¡ej kolumny) wstawiany jest element gap.Zobazmy jak wygl¡da to w naszym przypadku.1. Rozpozynamy z komórki (4, 5). Znajduje si� w niej warto±¢ diag a wi� tworzymydwie sekwenje rozpozynaj¡e (a wªa±iwie to ko«z¡e si�, bo sekwenje tworzones¡ od ko«a) si� od znaków odpowiadaj¡yh wspóªrz�dnym, zyli D i D.S E N D Dend left left left left |A up diag left left left DN up diag diag diag leftD up up diag diag DIAGZawarto±¢ tej komórki wskazuje nam kolejn¡ komórk�, zyli w tym przypadkuelement maierzy T o wspóªrz�dnyh (3, 4).2. W komóre (3, 4) znajduje si� warto±¢ diag a wi� do istniej¡yh sekwenji doda-jemy (z przodu) znaki odpowiadaj¡e wspóªrz�dnym, zyli N i N .Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



124 ROZDZIA� 14. PROGRAMOWANIE DYNAMICZNES E N D NDend left left left left ||A up diag left left left NDN up diag diag DIAG leftD up up diag diag DIAGZawarto±¢ tej komórki wskazuje nam kolejn¡ komórk�, zyli w tym przypadkuelement maierzy T o wspóªrz�dnyh (2, 3).3. W komóre (2, 3) znajduje si� warto±¢ left a wi� do istniej¡yh sekwenji do-dajemy (z przodu) element gap (dla �lewej� sekwenji) i element E (dla �górnej�sekwenji).S E N D ENDend left left left left ||A up diag LEFT left left -NDN up diag diag DIAG leftD up up diag diag DIAGZawarto±¢ tej komórki wskazuje nam kolejn¡ komórk�, zyli w tym przypadkuelement maierzy T o wspóªrz�dnyh (2, 2).4. W komóre (2, 2) znajduje si� warto±¢ diag a wi� do istniej¡yh sekwenji doda-jemy (z przodu) znaki odpowiadaj¡e wspóªrz�dnym, zyli S i A.S E N D SENDend left left left left | ||A up DIAG LEFT left left A-NDN up diag diag DIAG leftD up up diag diag DIAGZawarto±¢ tej komórki wskazuje nam kolejn¡ komórk�, zyli w tym przypadkuelement maierzy T o wspóªrz�dnyh (1, 1).5. W komóre (1, 1) znajduje si� warto±¢ end o oznaza konie algorytmu. Zatemoptymalne dopasowanie ªa«uhów, przy zde�niowanym przez nas koszie toSEND| ||A-ND
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Rozdziaª 15Elementarne wiadomo±i z biologii15.1 Mózg jako biologizne CPUNaturalnym jest dla nas, »e �my� jako ludzie, mo»emy wykonywa¢ wiele ró»nyh akji.Cz�sto, je±li nawet nie z�±iej, pewne akje odbywaj¡ si� �w nas� bez udziaªu naszej±wiadomo±i. Mo»emy, ±wiadomie lub nie:
• widzie¢, sªysze¢, zu¢ itp, zyli przyjmowa¢ i przetwarza¢ agromn¡ lawin� informa-ji powodowan¡ ró»nymi zmysªami (wzrok, sªuh, smak, zapah, dotyk itp);
• kontrolowa¢ nasz¡ ogólnie pojmowan¡ motoryk� gdy hodzimy, rozmawiamy, ge-stykulujemy;
• my±le¢, wnioskowa¢, zapami�tywa¢, uzy¢ si�;
• marzy¢;
• kontrolowa¢ iepªot� iaªa, i±nienie krwi, t�tno zy szybko±¢ oddehu.Wszystkie te zadania s¡ koordynowane i kontrolowane przez jeden, maªy rozmiarowo,organ � mózg. Mo»na powiedzie¢, »e mózg jest gªównym elementem przetwarzaj¡ymw naszym iele. To takie biologizne CPU w biologiznym hardware jakim jest ludzkieiaªo.U zwierz¡t tutu mózg zwykle jest umiejsowiony w gªowie. Chroniony zaszk¡ znaj-duje si� bardzo blisko najwa»niejszyh zródeª informaji: wzroku, sªuhu, smaku i zapa-hu, o±rodka równowagi (jak to inazej okresli???!!).(tutu Cos o zdeentralizowanym ukladzie nerwowym.)15.2 Malutkie egieªki � neuronyMózg zbudowany jest z dwóh zasadnizyh rodzajów komórek
• nerwowyh, tzw. neuronów (ang. neurons, neurones, nerve ells),
• glejowyh (ang. glial ells; glia z gr. klej).Ilo±¢ neuronów u przei�tnego zªowieka szaowana jest na ok. 100 miliardów (1011,1mld = 109).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



126 ROZDZIA� 15. ELEMENTARNE WIADOMO�CI Z BIOLOGIINeurony postrzegane mog¡ by¢ jako aktywne elektryznie komórki. Posiadaj¡ one bo-wiem zdolno±¢ do gromadzenia i transmitowania sygnaªów elektrohemiznyh na du»e,rz�du kilku metrów, odlegªo±i1.Mo»na powiedzie¢, »e neurony s¡ bardzo w¡sko wyspejalizowanymi komórkami, któ-ryh gªównym zadaniem jest przetwarzanie i przekazywanie sygnaªów. Mehanizmydzi�ki którym si� to odbywa s¡ bardzo zªo»one, ale sam proes, zyli gromadzenie sy-gnaªów i ih przekazanie dalej, wydaje si� by¢ prosty. W pewnym sensie s¡ podobne dobramek logiznyh tworz¡yh �zwykªe� komputery.Poª¡zone neurony tworz¡ sie¢ neuronow¡. Sie¢ taka podobna jest do siei kompute-rowej, gdzie neurony (odpowiedniki w�zªów, np. komputer) poª¡zone s¡ wªóknami ner-wowymi (np. przewód UTP). Zauwa»my jednak, »e stopie« zªo»ono±i w biologiznyhsieiah jest znaznie wi�kszy. Niezwykle rzadko mamy tutaj do zynienia z poª¡zeniemjeden-do-jednego. Zwykle jeden neuron poª¡zony jest z o najmniej tysi¡em innyh2.Komunikaja mi�dzy neuronami odbywa si� w proesie transmisji synaptyznej (ang.synapti transmission) za po±rednitwem reakji elektro-hemiznyh. Podstaw¡ tegoproesu jest potenjaª zynno±iowy, �przemieszzaj¡y� sygnaª elektryzny od iaªa ko-mórki wzdªu» aksonu do innyh komórek. Zjawisko to znane jest tak»e pod nazw¡ falidepolaryzayjnej (ang. wave of depolarization).Komórki glejowe, mniej wi�ej 10 razy lizniejsze ni» neurony, stanowi¡ swego ro-dzaju �wypeªnienie�, zy te» przestrze«, w której znajduj¡ si� neurony. Zasadnizymih zadaniem jest ohrona tkanki nerwowej, zaopatrywanie jej w substanje od»ywze,udziaª w jej proesah metaboliznyh i regenerayjnyh.15.3 Budowa komórki nerwowejPomimo du»ego zró»niowania neuronów pod wzgl�dem ksztaªtu, rozmiaru zy te» wªa-sno±i elektrohemiznyh, w ka»dym z nih wyró»ni¢ mo»na pewne wspólne elemeny.Ciaªo komórki (soma). (ang. ell body) Podobnie jak w przypadku innyh komórek,tak»e i w tym przypadku iaªo komórki nerwowej zawiera wszystkie niezb�dnedo funkjonowania komórki struktury: j¡dro komórkowe (zawiera informaje ge-netyzne), rybosomy (odpowiadaj¡ za biosyntez� biaªek), mitohondrium (jako¹ródªo energii). Obumarie j¡dra komórki oznaza ±mier¢ samej komórki. Somazwykle przyjmuje rozmiary z przedziaªu 4-100 mikrometrów (1 mikrometr = 10−6).Z informatyznego punktu widzenia peªni¡ rol� ukªadu przetwarzaj¡ego dane.Akson. Przekazuje sygnaª elektrohemizny (impuls nerwowy, potenjaª zynno±iowy)z somy na zewn¡trz komórki3. Wi�kszo±¢ neuronów posiada tylko jeden akson,który jednak»e mo»e si� znaznie rozgaª�zia¢, przez o sygnaª przekazywany jestdo znaznej ilo±i innyh komórek (zwykle o najmniej tysi¡). Aksony niektóryhneuronów bywaj¡ pokryte osªonk¡ mielinow¡ (jak gdyby odpowiednik ziolaji prze-wodu elektryznego) przyspieszaj¡¡ znaznie proes transmisji impulsu wzdªu»aksonu. Dªugo±¢ aksonu jest zwykle od kilku do kilkudzisi�iu tysi�y razy wi�kszaod ±redniy somy (zawiera si� w przedziale od ok. 0.01�1m).1Co przy samym rozmiarze iaªa komórki wynosz¡ym ok. 4 do 100 mikrometrów jest odlegªo±i¡bardzo du»¡ (1 mikrometr = 10−6, a wi� od kilku tysi�y do ok. miliona razy wi�ksz¡).2Mamy tutaj na my±li poª¡zenia bezpo±rednie.3Szybko±¢ propagaji mie±i si� w zakresie 1-100m/s a zas trwania impulsu to ok. 1-2ms.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



15.4. PRZYDATNE KLASYFIKACJE 127Akson zako«zony jest synapsami � spejalnymi strukturami, w któryh uwal-niane s¡ hemizne neurotransmitery w elu przekazania sygnaªu do innego neuronu(jego dendrytu lub somy a znaznie rzadziej aksonu).Synapsy mog¡ by¢ pobudzaj¡e lub hamuj¡e (blokuj¡e, spowalniaj¡e (ang. in-hibit)), to znazy zwi�kszaj¡e lub zmniejszaj¡e aktywno±¢ (potenjaª) jakiego±neuronu. Transmisja sygnaªu mi�dzy komórkami, za po±rednitwem synaps, jestzªo»onym proesem hemiznym, w którym s¡ uwalniane spey�zne substanje,tzw. transmitery po stronie nadawzej zª¡za. W rezultaie ro±nie, lub maleje, po-tenjaª elektryzny iaªa komórki odbiorzej. Je»eli ten potenjaª osi¡gnie warto±¢progow¡, to w kierunku aksonu jest wysyªany impulsowy potenjaª zynno±iowyo staªej warto±i i zasie trwania (mówimy wówzas, »e nast¡piª zapªon komórki).Impuls rozhodzi si� po drzewku wyj±iowym aksonu i poprzes zª¡ze synaptyznedoiera do innyh komórek. Po zapªonie komórka musi odzeka¢ pewien zas,zwany okresem refrakji, zanim b�dzie zdolna do ponownego zapªonu.W znaznym skróie proes transmisji synaptyznej mo»na przedstawi¢ w nast�-puj¡yh etapah. (tutu etapy)Z informatyznego punktu widzenia peªni¡ rol� ukªadu wyj±iowego.Przei�tnie ka»dy neuron ma okoªo 7000 poª¡ze« synaptyznyh z innymi neuro-nami. Szauje si�, »e dorosªa osoba ma ªaznie od 1015 do 5×1015 takih poª¡ze«,podzas gdy trzyletnie dzieko ma ih ok. 1016.Dendryty. Stanowi¡ niejako mono rozgaª�ziaj¡¡ si� �dobudow�� iaªa komórki. S¡zasadnizym miejsem odbierania sygnaªów. Z informatyznego punktu widzeniapeªni¡ rol� ukªadu wej±iowego. Ilo±¢ dendrytów waha si� od kilku do kilku tysi�y.Jednak ka»dy dendryt mo»e otrzymywa¢ sygnaªy od tysi�y synaps.Zasada �wszystko albo ni�Przekazywanie impulsu nerwowego odbywa si� wedªug zasady wszystko, albo ni (ang.all-or-none priniple). Oznaza to, »e je±li neuron zareaguje na pobudzenie to odpowiadana to pobudzenie w peªni. Istotne jest tutaj to, »e moniejszemu pobudzeniu odpowiadanie silniejszy sygnaª (silniejsza reakja), ale wi�ej sygnaªów w jednoste zasu.15.4 Przydatne klasy�kajeKomórki nerwowe mo»na dzieli¢ i klasy�kowa¢ ze wzgl�du na ró»ne kryteria. Poni»ejprzedstawiam tylko te, które ho¢ w maªym stopniu mog¡ by¢ zrozumiaªe dla kogo±ukierunkowanego na nauki ±isªe.Klasy�kaja funkjonalna � kierunek przekazywania informaji.Afektory. (ang. a�erent neurons) Przekazuj¡ informaje z tkanek i organów do en-tralnego ukªadu nerwowego (sensory, reeptory). W ogólno±i s¡ to te komórkinerwowe, które dostarzaj¡ informaji do mózgu.Efektory. (ang. e�erent neurons lub motor neurons) Przekazuj¡ informaje z entral-nego ukªadu nerwowego do ukªadów wykonawzyh (efektorów). W ogólno±i s¡to te komórki nerwowe, które wyprowadzaj¡ informaje z mózgu.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



128 ROZDZIA� 15. ELEMENTARNE WIADOMO�CI Z BIOLOGIIMi�dzyneuronowe. (and. interneurons onnet neurons) Przekazuj¡ informaj� po-mi�dzy ró»nymi obszarami entralnego ukªadu nerwowego.Klasy�kaja funkjonalna � sposób oddziaªywania na inne komórki.Neurony pobudzaj¡e. (ang. exitatory neurons) Powoduj¡ pobudzenie (zwi�kszeniepotenjaªu) kolejnyh neuronów.Neurony hamuj¡e. (ang. inhibitory neurons) Hamuj¡ (spowalniaj¡) kolejne neurony.Neurony modeluj¡e (ang. modulatory neurons). (tutu)Charakterystyka elektro�zjologizna � sposób wyªadowania (ang. disharge patterns)Toni or regular spiking. Some neurons are typially onstantly (or tonially) ative.Phasi or bursting. Neurons that �re in bursts are alled phasi.Fast spiking. Neurony o du»ej z�stotliwo±i reakji (�odpale«�, ang. fast �ring rates).Thin-spike. Ation potentials of some neurons are more narrow ompared to the others.15.5 Mózg a rozumRozró»nienie pomi�dzy rozumem a mózgiem jest zym± zasadnizym w �lozo�i mysªu.Problem umysª-iaªo od wieków zajmowaª �lozofów. Mózg jest tworem biologiznymmieszz¡ym si� wewn¡trz zaszki, odpowiedzialnym za szereg proesów elektrohemiz-nyh. Rozum natomiast jest zym± niematerialnym, duhowym: my±lami, pragnieniami,sposobem postrzegania rzezywisto±i zy ±wiadomo±i¡. Mo»na pokaza¢ pewne kore-laje zahodz¡e pomi�dzy zdarzeniami mentalnymi a sygnaªami neuronów. Pytaniempozostaje natomiast, jaka faktyznie ª¡zy je relaja � zy rozum i mózg to jest to samozy mo»e jednak nie. Filozo�zne rozwa»ania na ten temat hilowo jednak odsuwamy.
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Rozdziaª 16Sztuzna sie¢ neuronowaTradyyjnie termin sie¢ neuronowa odnosiª si� do struktury poª¡zonyh neuronów bio-logiznyh. Obenie oznaza on z�sto tak»e sztuzne siei neuronowe zbudowane zesztuznyh neuronów, zyli �tworów� na±ladujayh dziaªanie biologiznego neuronu1.Sztuzne siei neuronowe mog¡ by¢ u»ywane zarówno w elu lepszego i gª�bszego pozna-nia zasad dziaªania ih biologiznyh protoplastów, jak i w elu rozwiazywania problemówz zakresu sztuznej inteligenji.Sztuzna inteligenja i modelowanie kognitywne / poznawze (ang. ognitive mode-ling) próbuj¡ na±ladowa¢ / symulowa¢ pewne wªasno±i siei neuronowyh. Cho¢ obau»ywaj¡ podobnyh narz�dzi i tehnik, to pierwszy z nih skupia si� na rozwi¡zywaniukonkretnyh zada«, drugi natomiast na budowaniu matematyznego modelu biologiz-nego systemu nerwowego.Na polu zastosowa« sztuzne siei neuronowe z powodzeniem wykorzystano w takihzadanih jak:
• klasy�kaja i rozpoznawanie wzorów � przy klasy�kaji i rozpoznawaniu wzorówsie¢ uzy si� podstawowyh eh tyh wzorów, takih jak odwzorowanie geome-tryzne ukªadu pikselowego wzora, rokªad skªadników gªównyh wzora zy innyhjego wªa±iwo±i; podkre±la si� ró»nie wyst�puj¡e w ró»nyh wzorah, stanowi¡epodstaw� podj�ia odpowiedniej deyzji klasy�kayjnej;
• aproksymaja funkji, modelowanie � sie¢ aproksymuj¡a odgrywa rol� uniwersal-nego aproksymatora funkji wielu zmiennyh;
• asojaji � gdzie sie¢ neuronowa speªnia zadanie pami�i asojayjnej; mo»na tuwyró»ni¢ pami�i:� autoasojayjn¡, gdzie skojarzenie dotyzy tylko poszzególnyh skªadowyhwektora wej±iowego� heteroasojayjn¡, gdzie zadaniem siei jest skojarzenie ze sob¡ dwu wektorówW przypadku podania na wej±ie siei wektora zaszumionego b¡d¹ pozbawionegopewnyh fragmentów danyh, sie¢ potra� odtworzy¢ peªny wektor oryginalny, po-zbawiony szumów, generuj¡ przy tym peªn¡ posta¢ drugiego, odpowiadaj¡egomu, wektora (patrz tak»e rys. 16.1).1W kolejnyh rozdziaªah z�sto zamiast poj�ia �sztuzna sie¢ neuronowa� b�dzie u»ywane poj�ie�siei neuronowej'.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



130 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWA

Rysunek 16.1: Przykªad odtworzenia oryginlanego obrazu (prawy dolny obraz) na pod-stawie zaszumionyh danyh wej±iowyh (lewy górny obraz).
• optymalizaja;
• predykja warto±i sygnaªów � sie¢ ma za zadanie okre±lenie przyszªyh zahowa«systemu na podstawie i¡gu warto±i z przeszªo±i;
• �ltrowanie danyh;
• grupowanie (klastrowanie) i wydobywanie eh;
• sterowania � w tym przypadku sie¢ neuronowa peªni zwykle kilka funkji:� stanowi model nieliniowy tego proesu, identy�kuj¡ jego podstawowe para-metry niezb�dne do wypraowania odpowiedniego sygnaªu steruj¡ego;� peªni funkje ukªadu ±ledz¡ego adaptuj¡ si� do zmiennyh warunków ±rodo-wiska;� mo»e równie» stanowi¢ bezpo±redni neuroregulator, zast�puj¡ klasyzne roz-wi¡zania;� wa»n¡ rol�, zwªaszza w sterowaniu robotów, odgrywa klasy�kaja i podej-mowanie deyzji o do dalszego przebiegu proesuPraktyzne zastosowania obejmuj¡ zadania kontroli i identy�kaji (sterowanie pojazdami,proesami tehnologiznymi), sterowania robotami zy agentami w grah, rozpoznawaniawzorów (sygnaªy radarowe, identy�kaja twarzy, wykrywanie obiektów), rozpoznawaniewzorów-sekwenji (gesty, mowa, tekst pisany), diagnostyki medyznej, analizy �nanso-wej, data mining (KDD, knowledge disovery in databases), wizualizaji, �ltrowania (np.spamu). Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.1. MODEL NEURONU DLA INFORMATYKA 131Najistotniesz¡ eh¡ sztuznyh siei neuronowyh, z punktu widzenia zastosowa«,jest mo»liwo±¢ ih tworzenia w opariu o obserwaje. Oznaza to, »e w sytuaji gdydane s¡ niepeªne, lub na tyle zªo»one, »e zwi¡zków pomi�dzy nimi nie znamy lub s¡one bardzo skomplikowane, mo»emy, jedynie w opariu o przykªady typu �w tej sytuajinale»y wykona¢ to�, zbudowa¢ poprawnie reaguj¡y ukªad. Mówimy, »e sztuzne sieineuronowe mo»emy uzy¢.Ponadto ehuje je zdolno±¢ do uogólniania nabytej wiedzy. Du»a ilo±¢ elementówprzetwarzaj¡yh powoduje, »e jest ona do pewnego stopnia odporna na uszkodzeniajej struktury.Istotn¡ zalet¡ siei jest mo»liwo±¢ ih realizaji w tehnie o wielkim stopniu salenia.Zró»niowanie elementów siei jest niewielkie, a ih powtarzalno±¢ ogromna. Stwarza toperspektyw� zbudowania uniwersalnego proesora, który, by¢ mo»e w przyszªo±i wspo-mo»e proesory klasyzne2.Wi¡» jednak nie znamy odpowiedzi na pytanie o stopie« zªo»ono±i i wªasno±i jakiepojedy«zy neuron powinien posiada¢ aby przy jego pomoy mó odwzorowa¢ o± o byprzypominaªo inteligentne zahowania. Co wi�ej, nie wiemy nawet zy ±isªe �pod¡»anie�za biologi¡ ma sens � jak wiemy samoloty lataj¡ a jednak w istotny sposób inazej ni»ptaki.Sztuzna sie¢ neuronowa (ang. arti�ial neural network (ANN), simulated neural ne-twork (SNN), neural network (NN)) jest poª¡zeniem pewnej ilo±i sztuznyh neuronówwykorzystuj¡yh pewien matematyzny model oblizeniowy w elu przetwarzania infor-maji. Siei neuronowe wykorzystywane w sztuznej inteligenji s¡ znaznie uproszzo-nym modelem analogiznyh struktur z mózgu. Wspóªzesne komputery wyewoluowaªyw opariu o zaªo»enia arhitektury von Neumannowskiej i jako takie bazuj¡ na sekwen-yjnym przetwarzaniu i wykonywaniu jasno i preyzyjnie okre±lonyh instrukji. Dlaodró»nienia sztuzne siei neuronowe, przynajmniej teoretyznie, jako, »e modeluj¡ ihbiologizne odpowiedniki, bazuj¡ w znaznej mierze na przetwarzaniu równolegªymi niejawnyh instrukjah / informajah pohodz¡yh z zewn�trznyh sensorów.W pewnym sensie, sztuzna sie¢ neuronowa staje si� w ten sposób zªo»onym proeso-rem statystyznym. Na tyle zªo»onym, »e wªa±iwie sie¢ traktowana jest jak zarnaskrzynka, która przyjmuje sygnaªy wej±iowe, daje ozekiwany sygnaªy wyj±iowe, alenie wiadomo jak i dlazego.Ujmuj¡ zagadnienie troh� bardziej formalnie, sztuzne siei neuronowe s¡ narz�-dziem do nieliniowego statystyznego modelowania danyh.16.1 Model neuronu dla informatykaU»ywaja terminologii informatyznej w budowie neuronu wyró»ni¢ mo»emy nast�puj¡eelementy
• wej±ie dostarzaj¡e sygnaªów wej±iowyh (odpowiednik dendrytów),
• element przetwarzaj¡y sygnaªy (iaªo komórki),
• wyj±ie (jedno) przekazuj¡e informaje o wynikah dziaªania.(tutu: rys:03-01)2Razej nigdy nie zast¡pi ze wzgl�du na kompletn¡ nieprzydatno±¢ rozwi¡za« neuronowyh do wy-konywania oblize«.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 16.2: Model neuronu zaproponowany przez MCulloha i Pittsa.
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-1Rysunek 16.3: Realizaja bramki NAND.16.2 Elementarny model neuronuPierwsz¡ formaln¡ de�nij� sztuznego neuronu, opart¡ na uproszzonym modelu bio-logiznym opisanym powy»ej, podali MCulloh i Pitts (1943). Zaproponowany przeznih model przedstawiony jest na rysunku 16.2. Sygnaªy wej±iowe xi, i = 1, . . . , n maj¡warto±¢ 1 lub 0, zale»nie od tego zy w hwili k impuls wej±iowy pojawiª si�, zy te»nie. Sygnaª wyj±iowy neuronu oznazany jest przez y. Reguªa aktywaji neuronu madla tego modelu posta¢:
yk+1 =

{
1, gdy ∑n

i=1 wix
k
i ≥ T

0, gdy ∑n
i=1 wix

k
i < Tgdzie: k = 0, 1, . . . � kolejne momenty zasu,

wi � waga przypisana poª¡zeniu wej±ia i z �iaªem� neuronu,
T � warto±¢ progowa (poni»ej której neuron nie zadziaªa).Ponadto przyjmujemy wi = +1 dla synaps pobudzaj¡yh i wi = −1, dla synapshamuj¡yh.Mimo aªej prostoty, model ten wykazuje du»e potenjalne mo»liwo±i i przy odpo-wiednim doborze wag i progów mo»na z jego pomo¡ zrealizowa¢ funkje logizne NOT,OR oraz AND b¡d¹ NOR i NAND, a to z kolei, jak wiadomo z algebry Boole'a, umo»-liwia zbudowanie dowolnie zªo»onego ukªadu kombinayjnego. Wprowadzenie do przed-stawionego modelu sygnaªu sprz�»ania zwrotnego umo»liwia nam zbudowanie obwodówzahowuj¡yh si� jak jednobitowy rejestr zdolny zapami�ta¢ stan wej±ia, zyli inazejmówi¡, komórk� pami�i (rys. 16.5). Jedynka na wej±iu pobudzaj¡ym powoduje ak-tywaj� komórki, a jedynka na wej±iu hamuj¡ym wprowadza j¡ w stan nieaktywno±i.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.2. ELEMENTARNY MODEL NEURONU 133
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Rysunek 16.5: Komórka pami�i.Przy braku sygnaªów wej±iowyh, sygnaª wyj±iowy jest podtrzymywany niesko«zeniedªugo dzi�ki sygnaªowi sprz�»enia zwrotnego.Nale»y jednak zdawa¢ sobie spraw�, i» zaprezentowany powy»ej model pomija wielewªa±iwo±i jakie harakteryzuj¡ rzezywiste neurony. Najwa»niejsze z nih to:
• Rzezywiste neurony, nawet w przybli»eniu, nie s¡ elementami progowymi. Wr�zprzeiwnie, reaguj¡ na wej±ie w sposób i¡gªy. Uniwersaln¡ eh¡ jest natomiastnieliniowa zale»no±¢ mi�dzy wej±iem a wyj±iem komórki.
• Rzezywisty neuron generuje i¡g impulsów, a nie sygnaª wyj±iowy o staªym pozio-mie. Przedstawienie stanu pobudzenia za pomo¡ jednej lizby, zy nawet w postaii¡gªej, pomija wiele informaji, jak np. faza impulsu.
• Nie wszystkie neurony maj¡ tak¡ sam¡ skal� opó¹nienia. Nie s¡ te» synhronizo-wane przez zegar entralny.
• Ilo±¢ substanji transmitera w synapsie mo»e zmienia¢ si� w sposób nieprzewidy-walny.
• Warto±i �wag� i �progów� ulegaj¡ zmianom dzi�ki wzajemnemu oddziaªywaniuneuronów (które tu wyst�puje jedynie w postai przepªywu sygnaªów).Dlatego te» obenie model ten stanowi jedynie punkt wyj±ia do dalszyh rozwa»a«nad neuronem przydatnym do budowy siei. Poni»ej podany zostanie zasadnizy modelsztuznego neuronu, u»ywany w dalszej z�±i.Ka»dy model neuronu skªada si� z elementu przetwarzaj¡ego poª¡zonego z wej-±iami synaptyznymi i jednym wyj±iem (rys. 16.6). Przepªyw sygnaªów we wszystkihpoª¡zeniah jest jednokierunkowy. Sygnaª wyj±iowy neuronu dany jest zale»no±i¡:

y = f(wx) = f

(
n∑

i=1

xiwi

)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



134 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWA
X

X

X

Y

w

w

w

1

2

n

1

2

n

f(wx)wx

Rysunek 16.6: Ogólny model neuronu.gdzie w� wektor wag, x � wektor wej±iowy, n - ilo±¢ sygnaªów wej±iowyh dla danegoneuronu. Funkja f(wx) nazywana jest funkj¡ aktywaji. Cz�sto ª¡zne pobudzenieoznaza si� symbolem net. Wówzas mo»emy t� funkj� zapisa¢ jako
f(net) = f(wx)Typowymi funkjami aktywaji s¡:

• funkja liniowa
f(x) = a · x, (16.1)gdzie a jest wspóªzynnikiem nahylenia prostej. Na ogóª przyjmuje si� a = 1.0.

• funkja progowa bipolarna
f(x) =

{
1 dla x ≥ 0,
−1 dla x < 0.

(16.2)Czasami funkja ta, przy dodatkowym zaªo»eniu, »e dla x = 0, f(x) = 0 oznazanajest jako sgn(·).
• funkja progowa unipolarna

f(x) =

{
1 dla x ≥ 0,
0 dla x < 0.

(16.3)
• funkja sigmoidalna bipolarna

f(x) =
2

1 + exp(−λx)
− 1 (16.4)Parametr λ wpªywa na �stromo±¢� wykresu. Im ten parametr jest wi�kszy, np.rz�du 7.0, tym wykres jest bli»szy wykresowi funkji progowej. Dla maªyh warto-±i, np. 0.3, wykres przypomina funkj� liniow¡. Istotn¡ zalet¡ tej funkji jest jejró»nizkowalno±¢. Na ogóª przyjmuje si� λ = 1.0.

• funkja sigmoidalna unipolarna
f(x) =

1

1 + exp(−λx)
(16.5)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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mnRysunek 16.7: Sie jednokierunkowa jednowarstwowa.

• funkja radialna
f(x) = exp

(‖x − c‖2

r2

)

, (16.6)gdzie c i r s¡ ustalonymi staªymi deyduj¡ymi o ±rodku wykresu i jego szeroko±i(patrz rys. //uzup//).16.3 Podstawowe arhitektury siei neuronowyhSposoby poª¡zenia neuronów mi�dzy sob¡ i ih wzajemnego wspóªdziaªania spowodo-waªy powstanie ró»nyh typów siei. Ka»dy typ siei jest z kolei ±i±le powi¡zany z od-powiedni¡ metod¡ doboru wag (uzenia). Z wielu ró»nyh rodzajów siei ogranizono si�tutaj do kilku najz�±iej stosowanyh.Sie¢ jednokierunkowa jednowarstwowaW siei tej neurony s¡ uªo»one w jednej warstwie, zasilanej jedynie z w�zªów wej±io-wyh (rys. 16.7). Poª¡zenie w�zªów wej±iowyh z neuronami warstwy wyj±iowej jestzwykle peªne (ka»dy w�zeª jest poª¡zony z ka»dym neuronem). Przepªyw sygnaªów wy-st�puje w jednym kierunku, od wej±ia do wyj±ia. W�zªy wej±iowe nie tworz¡ warstwyneuronów, gdy» nie zahodzi w nih »aden proes oblizeniowy3.Sie¢ jednokierunkowa wielowarstwowaCeh¡ harakterystyzn¡ siei jednokierunkowej wielowarstwowej jest wyst�powanie onajmniej jednej warstwy ukrytej neuronów, po±redniz¡ej w przekazywaniu sygnaªówmi�dzy w�zªami wej±iowymi a warstw¡ wyj±iow¡. Sygnaªy wej±iowe s¡ podawane napierwsz¡ warstw� ukryt¡ neuronów, a te z kolei stanowi¡ sygnaªy ¹ródªowe dla kolejnejwarstwy. Typowy przykªad takiej siei przedstawia rysunek 16.8. W tym przypadku,o wiele z�±iej ni» poprzednio, zdarza si�, i» pewne poª¡zenia mi�dzyneuronowe nie wy-st�puj¡. Neurony warstw ukrytyh stanowi¡ bardzo istotny element siei, umo»liwiaj¡yuwzgl�dnienie zwi¡zków mi�dzy sygnaªami, wynikaj¡ymi z zale»no±i statystyznyhwy»szego rz�du.3Cho¢ niektórzy traktuj¡ w�zªy wej±iowe jako neurony.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 16.8: Sie jednokierunkowa wielowarstwowa.
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1 2 3Rysunek 16.9: Sie rekurenyjna.Siei rekurenyjneSiei rekurenyjne ró»ni¡ si� od siei jednokierunkowyh wyst�powaniem sprz�»enia zwrot-nego mi�dzy warstwami wyj±iow¡ i wej±iow¡. Na rys 16.9 przedstawiono typow¡ sie¢ re-kurenyjn¡, jednowarstwow¡, w której sygnaªy wyj±iowe neuronów tworz¡ jednoze±niewektor wej±iowy siei dla nast�pnego yklu (z - oznaza operator op¹nienia //uzup//nie ma na rys!!!).16.4 Nauka siei � podstawowe modeleCh¡ nauzy¢ sie¢ neuronow¡, musimy dysponowa¢ zbiorem uz¡ym L = l1, ..., ln,gdzie n okre±la ilo±¢ elementów zbioru uz¡ego. Ka»dy z elementów li tego zbioruskªada si� natomiast z dwóh elementów: wektora z danymi wej±iowymi pi oraz od-powiadaj¡ego jemu wektora ozekiwanyh odpowiedzi ti. Elementy pi oraz ti tworz¡odpowiednio zbiór wzory uz¡yh P oraz odpowiadaj¡y im zbiór prawidªowyhSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.4. NAUKA SIECI � PODSTAWOWE MODELE 137odpowiedzi T .Pod poj�iem uzenia siei, b�dziemy rozumieli wymuszanie na niej okre±lonego re-agowania na zadane sygnaªy wej±iowe. Osi¡ga si� to przez adaptayjny dobór wag,�krok po kroku�, b¡d¹ etapowo wedªug shematu
wij(t + 1) = wij(t) + ∆wij(t)gdzie:

t � numer yklu uz¡ego,
wij(t + 1) � nowa warto±¢ wagi synaptyznej ª¡z¡ej neuron

j warstwy p, z neuronem i warstwy p + 1,
wij(t) � poprzednia warto±¢ wagi synaptyznej,

∆wij(t) � wielko±¢ o jak¡ zmody�kuje si� warto±¢ wagi,lub poprzez jednorazowy zapis.Jednorazowy zapis ma miejse wtedy, gdy wagi dostrajane s¡ w wyniku jednej sesjitreningowej, podzas której korzysta si� z aªego zbioru wzorowyh par wej±ie/wyj±ie.Sygnaªy sprz�»enia zwrotnego wytwarzane w siei nie bior¡ udziaªu w jej dostrajaniu.Sytuaja taka zahodzi, gdy mo»liwe jest oblizenie warto±i wag wedªug okre±lonegowzoru. Nie mamy wówzas tak naprawd� dozynienia z proesem nauki, ale z jednora-zowym ih wyznazeniem. Ta tehnika uzenia jest typowa dla pami�i i wyst�puje naprzykªad w sieiah Hop�elda.Dla innyh siei neuronowyh typowe jest razej uzenie z wykorzystaniem sprz�»eniazwrotnego z otozeniem, umownie zwane nauzaniem, realizowane etapowo i nazywanenauzaniem przyrostowym. Wyst�puj¡ zasadnizo trzy modele nauki siei.Uzenie nadzorowane nazywane zasami uzeniem z nauzyielem (ang. supervisedlearning). Podzas uzenia z nauzyielem przy nowyh danyh wej±iowyh pod-powiada on po»¡dan¡ odpowied¹. Odlegªo±¢ pomi�dzy rzezywist¡ a po»¡dan¡odpowiedzi¡ siei jest miar¡ bª�du u»ywan¡ do korekji parametrów siei. Dostra-janie elementów maierzy wag mo»e by¢ oparte na systemie nagród i kar, jak toma miejse w naturalnym nauzaniu. Zestaw obrazów wej±iowyh i wyj±iowyhu»ytyh w zasie nauki nazywamy zbiorem uz¡ym. Cz�sto zbiór uz¡y jest re-alizaj¡ proesu przypadkowego i proedura minimalizaji bª�du musi uwzgl�dnia¢jego wªasno±i statystyzne. W rezultaie wi�kszo±¢ algorytmów uzenia z na-uzyielem sprowadza si� do statystyznej minimalizaji bª�du w wielowymiarowejprzestrzeni wag.Uzenie nienadzorowane nazywane zasami uzeniem bez nauzyiela (ang. unsu-pervised learning). Podzas uzenia bez nauzyiela po»¡dana odpowied¹ nie jestznana. Wobe braku informaji o poprawno±i zy niepoprawno±i odpowiedzi sie¢musi si� uzy¢ poprzez analiz� reakji na pobudzenie, o któryh naturze wie bar-dzo maªo, albo wr�z ni. Wszelkie ogólne harakterystyki danyh wej±iowyh sie¢musi wykry¢ sama. W trakie ih wykrywania parametry siei podlegaj¡ zmianom,o nazywamy samoorganizaj¡4.Uzenie ze wzmonieniem (z krytykiem) (ang. reinforement learning).4Termin samoorganizaja jest w powszehnym u»yiu, ale nie tyle hodzi w tym przypadku o zmian�organizaji siei (np. zmiana ilo±i warstw zy sposobu poª¡ze«), ile o zmienianie warto±i wag bezdodatkowyh informaji �z zewn¡trz�.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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1 f(wx)wxRysunek 16.10: Prosty model neuronu.16.5 Podstawowe metody uzenia nadzorowanego w sieiahjednokierunkowyh16.5.1 Reguªa pereptronowaJako pierwsz¡ metod¡ nauki z nauzyielem zajmiemy si� reguª¡ perepronow¡ wprowa-dzon¡ przez Rosenblatta wraz z ide¡ neuronu (1958).Zanim jednak przjdziemy do opisu metody wykonajmy kilka do±wiadze«.Do±wiadzenie 1Przyjmujemy model neuronu z rysunku 16.10, w którym funkja aktywaji przyjmujeposta¢
f(x) =







−1 gdy x < 0
0 gdy x = 0
1 gdy x > 0

(16.7)Model ten nazywany jest pereptronem. Spróbujemy ustali¢, zy przy zadanym mo-delu mo»liwe jest osi¡gni�ie odwzorowania okre±lonego przez tabele 16.1 a nast�pnie onale»y zmieni¢ aby realizowa¢ odwzorowanie z tabeli 16.2.wej±ie -4 -2 0 2 4wyj±ie -1 -1 0 1 1Tabela 16.1:wej±ie -4 -2 0 2 4wyj±ie 1 1 0 -1 -1Tabela 16.2:Zauwa»my, »e odwzorowanie postai g(x1) = w1x1, przy ustalonym w1 > 0, realizujenast�puj¡e przeksztaªenie
(−∞, 0) → N gdy x1 < 0,

0 → 0, gdy x1 = 0,
(0, +∞) → P gdy x1 > 0,gdzie N oznaza zbiór lizb ujemnyh a P zbiór lizb dodatnih. Stosuj¡ teraz wzórSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.5. PODSTAWOWE METODY UCZENIA NADZOROWANEGO WSIECIACH JEDNOKIERUNKOWYCH 13916.7 do argumentu g(x1) = w1x1 = net otrzymujemy nast�puj¡e przeksztaªenie
(−∞, 0) → −1,

0 → 0,
(0, +∞) → +1.Tak wi� h¡ realizowa¢ odwzorowanie opisane tabel¡ 16.1 wystarzy przyj¡¢ jako w1dowoln¡ lizb� dodatni¡. Przyjmuj¡ np. w1 = 1.5 dla x1 = −4 orzymujemy:

net = x1w1 = (−4) · 1.5 = −6

f(net) = f(−6) = −1o zgodne jest z de�nij¡ z tabeli.Analogiznie, h¡ realizowa¢ odwzorowanie opisane tabel¡ 16.2, wystarzy przyj¡¢jako w1 dowoln¡ lizb� ujemn¡.Do±wiadzenie 2Ponownie przyjmujemy model neuronu z rysunku 16.10, z funkj¡ aktywaji zadan¡wzorem (16.7). Nieh teraz �poszukiwane� odwzorowanie opisuje tabela 16.3. Przywej±ie -6 -4 -2 0 2wyj±ie -1 -1 0 1 1Tabela 16.3:takih zaªo»eniah, dla w1 > 0, odwzorowanie g(x1) = w1x1 realizuje przeksztaªenie
(−∞, 0) → N gdy x1 < 0,

0 → 0, gdy x1 = 0,
(0, +∞) → P gdy x1 > 0,przez o po zastosowaniu wzoru (16.7) np. punktowi -2 b�dzie przypisana niezgodna ztabel¡ 16.3 warto±¢ -1 a w ogólno±i otrzymamy
net → −1 gdy net < 0,

0 → 0, gdy net = 0,
net → 1 gdy net > 0,

(16.8)Przygl¡daj¡ si� postai (16.8) i maj¡ jednoze±nie na uwadze �poszukiwane� odwzo-rowanie okre±lone tabel¡ 16.3 widzimy, »e odpowiednie wyniki uzysakmy je±li speªnioneb�dzie
net → −1 gdy net < −2,

0 → 0, gdy net = 0,
net → 1 gdy net > −2,�atwo mo»emy to uzyska¢, mody�kuj¡ funkj� aktywaji (16.7) do postai
f(x) =







−1 gdy x < −2
0 gdy x = −2
1 gdy x > −2Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 16.11:Mody�kowanie funkji aktywaji nie jest jednak najlepszym pomysªem. Mo»e i dla jed-nego neuronu si� sprawdza, ale gdy jest ih kilkadziesi¡t lub kilkaset, wówzas ka»dymo»e mie¢ troszk� inn¡ funkj� aktywaji o stanowiªoby pewn¡ ui¡»liwo±¢ w prayjako, »e wi¡» trzeba by pamieta¢ jakiej funkji u»y¢ do jakiego neuronu. Zamiast tegomo»na lekko zmody�kowa¢ nasz¡ sie¢ (t¡ zªo»on¡ z jednego neuronu) przenosz¡ zada-nie �pami�tania� o zmienionym progu z funkji aktywaji na sam neuron. W tym eluprzyjmujemy model neuronu z rusunku 16.11 przy zym jego funkja aktywaji pozostajew pierwotnej postai, zyli obowi¡zuje wzór (16.7). Ch¡ teraz realizowa¢ odwzorowa-nie opisane tabel¡ 16.1 nale»y tak ustali¢ warto±i wag w1 oraz wb aby speªnione byªyzale»no±i
∀

x1∈(−∞,−2)
x1w1 + wb < 0gdy x1 = −2 to x1w1 + wb = 0

∀
x1∈(−2,+∞)

x1w1 + wb > 0Korzystaj¡ z zale»no±i �±rodkowej� otrzymujemy
−2w1 + wb = 0a st¡d

wb = 2w1.Wstawiaj¡ powy»sze do zale»no±i pierwszej otrzymujemy
∀

x1∈(−∞,−2)
x1w1 + 2w1 < 0

∀
x1∈(−∞,−2)

w1(x1 + 2) < 0z zego wnosimy, »e w1 musi by¢ lizb¡ dodatni¡. Ostateznie otrzymujemy, »e odwzo-rowanie b�dzie speªnione je±li
wb = 2w1 ∧ w1 > 0 ∧ wb > 0.Cho¢ najbardziej naturalnym wyborem wydaje si� przyj�ie w1 = 1, wb = 2, to jed-nak elem sprawdzenia przyjmijmy 2 jako wartos¢ wagi w1 a 4 jako warto±¢ wagi wb.Otrzymujemy wówzas:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 16.12:
• dla x1 = −2

net = x1w1 + wb = (−2) · 2 + 4 = 0

f(net) = f(0) = 0

• dla x1 = −6

net = x1w1 + wb = (−6) · 2 + 4 = −8

f(net) = f(−8) = −1

• dla x1 = 0

net = x1w1 + wb = 0 · 2 + 4 = 4

f(net) = f(4) = +1o zgodne jest z de�nij¡ z tabeli.Do±wiadzenie to pokazaªo, »e opróz �normalnyh� wej±¢, neuron powinien posia-da¢ jedno dodatkowe o znazeniu spejalnym, tj. odpowiedzialne za przesuwanie progufunkji aktywaji. Istotne jest, aby na tym spejalnym wej±iu zawsze pojawiaª si� tensam sygnaª. Mo»e by¢ dowolny. W jednej siei mo»e to by¢ −1, w innej 12 a jeszzeinnej −72.5. Nie ma znazenia. Wa»ne natomiast, aby zawsze (to znazy przez aªy zasjak dziaªa sie¢) byª to ten sam sygnaª. Ozywi±ie w zale»no±i od warto±i tego sygnaªuró»ne b�d¡ odpowiadaj¡e mu wagi pozwalaj¡e ne osi¡gni�ie tego samego efektu. Tododatkowe wej±ie, ze wzgl�du na peªnion¡ funkj�, nazywa si� biasem.Do±wiadzenie 3Mamy zatem model neuronu wzbogaony o dodatkowe wej±ie o staªym sygnale. Umiemytak»e dobra¢ wagi tak, aby speªnione zostaªy odpowiednie zaªo»enia (te z tabeli). Jed-nak»e robimy to reznie. Dla prostego zadania jest to ªatwe, ale przypatrzmy si� troh�bardziej zªo»onemu: prosz� ustali¢ wagi tak, aby neuron z rysunku 16.12 realizowaªodwzorowanie zadane przez tabel� 16.4.W tym przypadku jest to jeszze bardziej kªopotliwe ni» w do±wiadzeniu 1 i 2. Napodstawie zdobytej do tej pory wiedzy mo»emy próbowa¢ rozstrzygn¡¢, zy w ogóle jestto mo»liwe. Narysujmy w tym elu wszystkie punkty okre±lone w tabeli (patrz rysunek//tutu). Jak wida¢ dwie grupy punktów, tj. zarnyh i biaªyh kóªek, mo»emy rozdzieli¢lini¡ prost¡. St¡d wniosek, »e powinno uda¢ si� znale¹¢ odpowiednie warto±i wag dlatego zadania. Pytanie jak?Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



142 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWAwej±ie 1 -7 -5 -5 -2 1 1 3wej±ie 2 -1 1 -2 0 -1 2 1wyj±ie 1 1 -1 0 -1 1 -1Tabela 16.4:Wybierzmy dwa punkty le»¡e na tej prostej i na ih podstawie wyznazmy równanieogólne prostej. Nieh punkatmi tymi b�d¡
p1 = (1, 1) p2 = (4, 2).Równanie prostej wyznazonej na ih podstawie ma posta¢

1

3
x1 − x2 +

2

3
= 0.Jak wiadomo dla prostej o równaniu ogólnym

Ax + By + C = 0wektor [A,B] wskazuje dodatni¡ póªpªaszzyzn�. Niestety okazuje si�, »e w naszym przy-padku jest na odwrót (rysunek //tutu), o mo»emy te» sprawdzi¢ wykonuj¡ oblizeniadla dowolnego punktu z tabeli. W takim razie, wystarzy obie strony równania prostejpomno»y¢ przez -1
−1

3
x1 + x2 −

2

3
= 0.Nadal b�dzie to dokªadnie taka sama prosta, ale tym razem dodatnia póªpªaszzyznab�dzie zawieraªa te punkty o które nam hodzi. Tak wi� dla dowolnego punktu p =

(x1, x2) znajduj¡ego si� na znalezionej prostej mamy, »e
f(p) = −1

3
x1 + x2 −

2

3
= 0.Ponad to mamy

f(p) = −1

3
x1 + x2 −

2

3
> 0,dla p le»¡yh na dodatniej póªpªaszzy¹nie oraz

f(p) = −1

3
x1 + x2 −

2

3
< 0,dla p le»¡yh na ujemnej póªpªaszzy¹nie. Poniewa» argument funkji aktywaji rozwa-»anego neuronu opisany jest wzorem

net = x1w1 + x2w2 + wbwi� wystarzy przyj¡¢: w1 = −1
3 , w2 = 1 oraz wb = −2

3 aby otrzyma¢ neuron oozekiwanym dziaªaniu. Sprawd¹my dziaªanie neuronu na kilku wybranyh przypadkah
• dla x1 = −7, x2 = −1

net = (−7) ·
(

−1

3

)

+ (−1) · 1 +

(

−2

3

)

=
7

3
− 1 − 2

3
=

2

3

f(net) = f

(
2

3

)

= +1Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• dla x1 = −2, x2 = 0

net = (−2) ·
(

−1

3

)

+ (0) · 1 +

(

−2

3

)

=
2

3
+ 0 − 2

3
= 0

f(net) = f(0) = 0

• dla x1 = 3, x2 = 1

net = 3 ·
(

−1

3

)

+ 1 · 1 +

(

−2

3

)

= −1 + 1 − 2

3
= −2

3

f(net) = f

(

−2

3

)

= −1o zgodne jest z de�nij¡ z tabeli.Jak wi� wida¢, mo»liwe jest �r�zne� znalezienie warto±i wag, o jednak poprze-dzone jest »mudn¡ faz¡ oblize« i analizy. Przejd¹my zatem teraz do omówienie reguªypereptronowej, dzi�ki której zautomatyzujemy proes doboru warto±i wag.Reguªa pereptronuSygnaªem uz¡ym r jest ró»nia pomi�dzy odpowiedzi¡ po»¡dan¡ t = tk a rzezywist¡ yotrzyman¡ na wyj±iu siei po podaniu wzora uz¡ego pk, dla wybranej próbki uz¡ej
k

r = t − y. (16.9)Korekja wag neuronu odbywa si� wedªug zale»no±i
∆wi = η[t − f(net)]xi, (16.10)gdzie zakresem zmienno±i i jest lizba wszystkih wej±¢, net jest ª¡znym pobudzeniemneuronu pod wpªywem sygnaªu wej±iowego x = pk a funkja f(·) jest okre±lon¡ wzorem(16.2) bipolarn¡ funkj¡ progow¡

f(x) =







−1 gdy x < 0
0 gdy x = 0
1 gdy x > 0Staªa η nazywana jest wspóªzynnikiem uzenia i okre±la, w pewnym sensie, szyko±¢uzenia. Zwykle jej warto±i mieszz¡ si� w przedziale (0.01, 0.5).Zilustrujemy t� metod� na przykªadzie. Chemy aby neuron realizowaª odwzorowaniezadane przez tabel� 16.4. Do jego nauki wykorzystamy zatem wektory

p1 = [−7 − 1]
p2 = [−5 1]
p3 = [−5 − 2]
p4 = [−2 0]
p5 = [1 − 1]
p6 = [3 1]
p7 = [1 2].Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



144 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWAKa»dy z wektorów p1-p7 rozszerzymy o dowolnie przez nas wybran¡ staª¡, która od-powiada¢ b�dzie za realizaje przesuni�ia. Zatem zbiór wektorów uz¡yh przyjmieostateznie posta¢
p1 = [−7 − 1 1]
p2 = [−5 1 1]
p3 = [−5 − 2 1]
p4 = [−2 0 1]
p5 = [1 − 1 1]
p6 = [3 1 1]
p7 = [1 2 1].Ka»demu z wektorów wej±iowyh pi odpowiada wektor ozekiwanej (poprawnej) odpo-wiedzi ti; w naszym przypadku jest to po prostu lizba.

t1 = −1
t2 = −1
t3 = 1
t4 = 0
t5 = 1
t6 = 1
t7 = −1.Staª¡ uzenia η przyjmiemy równ¡ 0.2 za± poz¡tkowy stan wektora wag ustalimy na

w = [−1 − 1 − 1]. Mo»emy teraz rozpoz¡¢ pierwszy ykl uzenia. W ka»dym ykluprezentujemy jeden raz ka»dy z wzorów, badamy reakj� siei i dokonujemy korektywag. Prosz� zwrói¢ uwag� na hwilow¡ zmian� oznaze« w stosunku do wzorów 16.9 i16.10. Teraz indeks przy t nie oznaza wyj±ia z i-tego neuronu, ale odpowied¹ na i-tyobraz uz¡y. Pomini�to tak»e indeks przy w jako, »e mamy tylko jeden taki wektor. Zkolei indeks przy x oznaza, »e jest to i-ty obraz uz¡y.Dla wzora p1 mamy:
net = wx1 = 7

y = f(net) = 1
r = t1 − y = −2

∆w = ηrx1

= 0.2(−2)x1i ostateznie
w = w + ∆w

= [−1 − 1 − 1] + [2.8 0.4 − 0.4]
= [1.8 − 0.6 − 1.4](prosz� porówna¢ tak»e z rysunkiem //uzupelni//).Dla wzora p2 mamy:

net = wx2 = −11
y = f(net) = −1

r = t2 − y = 0
∆w = ηrx2

= 0.2(0)x2i ostateznie
w = w + ∆w

= [1.8 − 0.6 − 1.4] + [0 0 0]
= [1.8 − 0.6 − 1.4]Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.5. PODSTAWOWE METODY UCZENIA NADZOROWANEGO WSIECIACH JEDNOKIERUNKOWYCH 145Dla wzora p3 mamy:
net = wx3 = −9.2

y = f(net) = −1
r = t3 − y = 2

∆w = ηrx3

= 0.2(1 − (−1))x3i ostateznie
w = w + ∆w

= [1.8 − 0.6 − 1.4] + [−2 − 0.8 0.4]
= [−0.2 − 1.4 − 1.0]Dla wzora p4 mamy:

net = wx4 = −0.6
y = f(net) = −1

r = t4 − y = 1
∆w = ηrx4

= 0.2(0 − (−1))x4i ostateznie
w = w + ∆w

= [−0.6 − 1.4 − 0.8]Dla wzora p5 mamy:
net = wx5 = 0

y = f(net) = 0
r = t5 − y = 1

∆w = ηrx5

= 0.2(1 − (0))x5i ostateznie
w = w + ∆w

= [−0.6 − 1.4 − 0.8]Dla wzora p6 mamy:
net = wx6 = −4.0

y = f(net) = −1.0
r = t6 − y = 2

∆w = ηrx6

= 0.2(1 − (−1))x6i ostateznie
w = w + ∆w

= [0.6 − 1.0 − 0.4]Dla wzora p7 mamy:
net = wx7 = −1.8

y = f(net) = −1
r = t7 − y = 0

∆w = ηrx7

= 0.2(1 − (0))x7i ostateznie
w = w + ∆w

= [0.6 − 1.0 − 0.4]Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



146 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWATym samym zako«zyli±my pierwszy ykl uzenia. Zwykle ykli tyh potrzeba znazniewi�ej, zatem aª¡ proedur� nale»y powtórzy¢. Zalea si� przy tym losowy dobór próbekuz¡yh zyli wymieszanie w ramah ka»dego yklu zbioru próbek.Dowód zbie»no±i reguªy pereptronuZ przeprowadzonyh dot¡d obserwaji, na podstawie podanyh wiadomo±i, wnioskowa¢mo»na, »e pereptron zawsze dokonuje podziaªu pªaszzyzny na dwie póªpªaszzyzny zapomo¡ prostej5. Oznaza to, »e tylko te problemy, dla któryh mo»na rozdzieli¢ punktyna pªaszzy¹nie za pomo¡ prostej, mo»na za pomo¡ pereptronu rozwi¡za¢. Inazejmówi¡, rozwi¡zywalne s¡ tylko problemy separowalne liniowo.B�dziemy teraz hieli pokaza¢, »e metoda pereptronu dla problemów separowal-nyh liniowo jest zbie»na. Zbie»no±¢ w tym kontek±ie oznaza otrzymanie rozwi¡zania,to znazy takih warto±i skªadowyh wektora wagowego, które gwarantuj¡ poprawn¡klasy�kaj� punktów ze zbioru uz¡ego. Wprowad¹my najpierw formaln¡ de�nij� se-parowalno±i liniowej i wykorzystywanej w dowodzie absolutnej separowalno±i liniowej.De�nija 16.1 (Separowalno±¢ liniowa). Dwa zbiory punktów P oraz N , takie »e P,N ⊂
R

n nazywamy separowalnymi liniowo je±li istnieje n+1 lizb rzezywistyh w1, . . . , wn+1,takih, »e dla ka»dego punktu xP = (xP
1 , . . . , xP

n ) ∈ P i dla ka»dego xN = (xN
1 , . . . , xN

n ) ∈
N zahodzi

n∑

i=1

wix
P
i ≥ wn+1, (16.11)

n∑

i=1

wix
N
i < wn+1. (16.12)De�nija 16.2 (Absolutna separowalno±¢ liniowa). Dwa zbiory punktów P oraz N , takie»e P,N ⊂ R

n nazywamy absolutnie separowalnymi liniowo je±li istnieje n + 1 lizbrzezywistyh w1, . . . , wn+1 takih, »e dla ka»dego punktu xP = (xP
1 , . . . , xP

n ) ∈ P i dlaka»dego xN = (xN
1 , . . . , xN

n ) ∈ N zahodzi
n∑

i=1

wix
P
i > wn+1, (16.13)

n∑

i=1

wix
N
i < wn+1. (16.14)Poka»emy teraz »e obie de�nije s¡ równowa»ne, je±li tylko zbiory P i N s¡ sko«zone.Lemat 16.1. Je±li dwa sko«zone zbiory punktów, P oraz N , takie »e P,N ⊂ R

n s¡separowalne liniowo, to s¡ tak»e absolutnie separowalne liniowo.Dowód. Poniewa» zbiory P i N s¡ separowalne liniowo, wi� istniej¡ lizb rzezywiste
w1, . . . , wn+1, takie »e zahodz¡ wzory (16.11) oraz (16.12). Nieh

ε = max
xN∈N

{
n∑

i=1

wix
N
i − wn+1

}
.5W ogólno±i, przestrze« n wymiarowa dzielona jest dwie podprzestrzenie za pomo¡ jednej n − 1wymiarowej hiperpªaszzyzny.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.5. PODSTAWOWE METODY UCZENIA NADZOROWANEGO WSIECIACH JEDNOKIERUNKOWYCH 147Ozywi±ie zahodzi
ε <

1

2
ε < 0.Nieh teraz

w′
n+1 = wn+1 +

1

2
ε.Dla wszystkih punktów ze zbioru P zahodzi

n∑

i=1

wix
P
i − wn+1 =

n∑

i=1

wix
P
i − (w′

n+1 −
1

2
ε) ≥ 0,o oznaza, »e

n∑

i=1

wix
P
i − w′

n+1 ≥ −1

2
ε > 0i w konsekwenji

n∑

i=1

wix
P
i > w′

n+1. (16.15)Dla wszystkih punktów ze zbioru N zahodzi
n∑

i=1

wix
N
i − wn+1 =

n∑

i=1

wix
N
i − (w′

n+1 −
1

2
ε) ≤ ε,o oznaza, »e

n∑

i=1

wix
N
i − w′

n+1 ≤ 1

2
ε < 0i w konsekwenji

n∑

i=1

wix
N
i < w′

n+1. (16.16)Wzory (16.15) oraz (16.16) dowodz¡ absolutnej separowalno±i liniowej zbiorów P oraz
N . Tak wi� pokazali±my, »e mody�kuj¡ wag� wn+1 o pewn¡ dowolnie maª¡ lizb� (bozamiast ε/2 równie dobrze mo»na przyj¡¢ ε/1000), mo»emy dokona¢ absolutnej separajiliniowej sko«zonyh zbiorów separowalnyh liniowo.Zale»no±¢ w drug¡ stron� jest ozywista.Twierdzenie 16.1 (Dowód zbie»no±i reguªy pereptronu). Je±li zbiory P oraz N s¡absolutnie separowalne liniowo, wówzas reguªa pereptronu, startuj¡ od wektora w0,aktualizuje wektor wagowy w sko«zon¡ ilo±¢ razy.Dowód. Bez straty ogólno±i rozwa»a« mo»emy przyj¡¢ nast�puj¡e, uªatwiaj¡e rozu-mowanie, zaªo»enia:

• Zbiory P i N s¡ absolutnie separowalne liniowo. Dla uproszzenia zapisu mo»emyprzez S oznazy¢ zbiór b�d¡y sum¡ elementów z P i zanegowanyh elementów z
N (tak wi� S zawiera elementy dodatnie).

• Wektory x tworz¡e zbiór S mog¡ zosta¢ poddane normalizaji. Je±li bowiemprawd¡ jest, »e dla ustalonego wektora w zahodzi w · x > 0, to prawd¡ jest tak»e,»e w · ηx > 0, gdzie η jest dowoln¡ staª¡ dodatnia. Wektory normalizujemy w takisposób aby ih dªugo±¢ byªa równa 1.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



148 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWA
• Analogiznie normalizaji poddajemy wektor wagowy w. Poniewa» zakªadamyabsolutn¡ separowalno±¢ liniow¡ zbiorów P i N a zatem istnieje taki wektor w, dlaktórego zahodzi (16.13) oraz (16.14). Przez w∗ oznazamy jego znormalizowan¡posta¢.Zaªó»my teraz, »e jeste±my w hwili zasowej t + 1 i oblizyli±my now¡ posta¢ wektorawagowego wt+1. Oznaza to, »e
• wykonali±my n + 1 kroków algorytmu;
• w hwili zasowej t pewien wektor pt ∈ S zostaª niepoprawnie zaklasy�kowany, ospowodowaªo uaktualnienie wektora wagowego wedªug formuªy

wt+1 = wt + ρpt,gdzie ρ = ηr (porównaj wzory (16.9) oraz (16.10) ze strony 143).Kosinus k¡ta pomi�dzy wektorami w∗ oraz wt+1 oblizmy, korzystaj¡ z de�nijiilozynu skalarnego, jako
cos α =

w∗ · wt+1

‖wt+1‖
. (16.17)Nieh δ = min

p∈S
(w∗ · p). Ozywi±ie δ > 0. Mamy

w∗wt+1 = w∗(wt + ρpt) = w∗wt + ρw∗pt ≥ w∗wt + ρδ.Posªuguj¡ si� indukj¡ otrzymujemy
w∗wt+1 ≥ w∗w0 + ρ(t + 1)δ. (16.18)Wyra»enie ‖wt+1‖ szaujemy w nast�puj¡y sposób

‖wt+1‖2 = (‖wt‖ + ρpt)(‖wt‖ + ρpt) = ‖wt‖2 + 2ρwtpt + ‖ρpt‖2 ≤ ‖wt‖2 + ρ.Nierówno±¢ wynika st¡d, »e
• wtpt ≤ 0 (gdyby tak nie byªo, nie dokonywali by±my korekty wag);
• ‖pt‖ = 1.Posªuguj¡ si� indukj¡ otrzymujemy

‖wt+1‖2 ≥ ‖w0‖2 + ρ(t + 1). (16.19)Ze wzorów (16.17), (16.18) oraz (16.19) otrzymujemy nierówno±¢
cos α ≥ w∗w0 + ρ(t + 1)δ

√

‖w0‖2 + ρ(t + 1)
. (16.20)Prawa strona wyra»enia (16.20) ro±nie proporjonanie do √

t i mo»e osi¡ga¢ dowolniedu»e warto±i6. Z drugiej jednak strony cos α ≤ 1, o z kolei implikuje, »e t jest ograni-zone z góry przez pewn¡ warto±¢ tmax.6Zmienna t, jako �numer� kolejnyh hwil zasowyh, przyjmuje warto±i naturalne.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.5. PODSTAWOWE METODY UCZENIA NADZOROWANEGO WSIECIACH JEDNOKIERUNKOWYCH 14916.5.2 Przypadek i¡gªej funkji aktywajiZasadniz¡ niedogodno±i¡ w rozwa»anym do tej pory modelu neuronu jest niei¡gªo±¢jego funkji aktywaji, nie pozwalaj¡a na modelowanie zjawisk i danyh typu �troh��.Binarna funkja aktywaji dziaªa na zasadzie �tak� (gdy jej warto±¢ wynosi 1), �nie� (dla-1) i ewentualnie �niewiem� (dla 0). Nie pozwala jednak na modelowanie odpowiedzi typu�troh� tak� (0.4) lub �prawie jestem pewien, ale mam w¡tpliwo±i� (0.8). �Ui¡glon¡�wersj¡ tej»e funkji jest sigmoidalne funkaj aktywaji opisana wzorami (16.4) oraz (16.5).Ci¡gªa funkja aktywaji, opróz zdolno±i do modelowania danyh �rozmytyh�, zyliniepreyzyjnyh, ma jeszze jedn¡ zalet�. Przy jej stosowaniu mo»na korzysta¢ z gradien-towyh (zyli posªugujayh si� pohodn¡) metod optymalizaji, o szzególnie istotnestanie si� w przypdaku siei wielowarstwowyh.Reguªa deltaW regule delta sygnaª uz¡y de�niuje si� jako
r = δ = [t − f(net)]f ′(net),za± korekta wektora wag ma posta¢

∆wi = η(t − y)f ′(net)x.Reguªa ta daje si� wyprowadzi¢ jako wynik minimalizaji kwadratowego kryteriumbªedu. Przyjmijmy model siei przedstawiony na rysunku 16.7. Zakªadamy, »e neuronymaj¡ dowoln¡ ró»nizkowaln¡ funkj� aktywaji. Oznazmy przez t po»¡dany sygnaªwyj±iowy, y faktyzny sygnaª wyj±iowy, x � pobudzenie siei. Przyjmijmy ilo±¢ wej±¢równ¡ n. Bª¡d klasy�kaji jednego obrazu wej±iowego wynosi
E =

1

2

m∑

k=1

(tk − yk)2, (16.21)gdzie m jest ilo±i¡ wyj±¢. Do wyznazenia warto±i wag minimalizuj¡yh bª¡d E za-stosujemy metod� gradientow¡ numeryznego wyznazania minimum funkji. Ustalamypewien dowolnie wybrany punkt w i oblizamy gradient ∇E(w). Now¡ warto±¢ w uzy-skujemy przesuwaj¡ w w kierunku najszybszego spadku warto±i funkji, to znazy wkierunku ujemnego gradientu. Korekta wag przyjmie wi� posta¢
∆w = −η∇E(w).W naszym przypadku wzór ten wygl¡da nast�puj¡o
∆wij = −η

∂E

∂wijo prowadzi do oblize«
∂E

∂wij
=
[1

2

m∑

k=1

(tk − yk)2
]′

wij

=
1

2
2

m∑

k=1

[

(tk − yk)(tk − yk)′wij

]

= −
m∑

k=1

[

(tk − yk)(yk)′wij

]

= −
m∑

k=1

[

(tk − yk)f ′
netk

(wx)
]Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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= −

m∑

k=1

[

(tk − yk)f ′(netk)(

n∑

l=1

(xlwkl))
′
wij

]

= −(ti − yi)f
′(neti)xj.Wyra»enie

(ti − yi)f
′(neti)nazywa si� sygnaªem bª�du delta. Ostateznie korekta wag przyjmie posta¢

wij = wij + η(ti − yi)f
′(neti)xj .Jak wida¢ do stosowania tej metody koniezna jest znajomo±¢ pohodnej funkji akty-waji. Dobrze aby aªy proes jej oblizania nie byª zbyt dªugotrwaªy. W tym kontek±ieszzególnie dobrze nadaj¡ si� do tego elu funkje sigmoidalne, któryh pohodne wyra-»aj¡ si� przez nie same. Dla funkji 16.5 jej pohodna ma posta

f ′(net) = λf(net)(1 − f(net)), (16.22)za± dla funkji 16.4
f ′(net) = λ

1

2
(1 − f2(net)). (16.23)Wyprowadzenie wzorów na pohodne dla funkji sigmoidalnejCho¢ wyprowadzenie wzorów na pohodne funkji sigmoidalnej to zwykªe przeksztaªe-nia wykorzystuj¡e elementarne wªasno±i, to jednak zaskakuj¡o z�sto mo»na znale¹¢bª�dne postai tyh wzorów. Dlatego umie±imy poni»ej ih wyprowadzenie, aby ka»dymógª ªatwo wyja±ni¢ ewentualne w¡tpliwo±i.Wyka»emy najpierw prawdziwo±¢ wzoru (16.22). Wprowad¹my oznazenie

fu(x) =
1

1 + e−λx
.Wówzas

f ′
u(x) =

(
1

1 + e−λx

)′
=

λe−λx

(1 + e−λx)2
= λ

1

1 + e−λx
· 1 − 1 + e−λx

1 + e−λx
=

= λ
1

1 + e−λx

( −1

1 + e−λx
+

1 + e−λx

1 + e−λx

)

= λfu(x)(1 − fu(x)).Wyka»emy teraz prawdziwo±¢ wzoru (16.23). Wprowad¹my oznazenie
fb(x) =

2

1 + e−λx
− 1.Poniewa» mamy nast�puj¡¡ zale»no±¢

fb(x) = 2fu(x) − 1wi�
f ′

b(x) = (2fu(x) − 1)′ = 2f ′
u(x) = 2λfu(x)(1 − fu(x)).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.5. PODSTAWOWE METODY UCZENIA NADZOROWANEGO WSIECIACH JEDNOKIERUNKOWYCH 151Tak wi� mo»na wyrazi¢ warto±¢ pohodnej funkji bipolarnej za pomo¡ warto±i funk-ji unipolarnej. Poka»emy teraz, »e jest to mo»liwe tak»e przy wykorzystaniu funkjibipolarnej
f ′

b(x) = · · · = 2λfu(x)(1 − fu(x)) = 2λfu(x) − 2λf2
u(x) =

2λ

1 + e−λx
− 2λ

(1 + e−λx)2
=

=
2λ(1 + e−λx) − 2λ

(1 + e−λx)2
=

2λe−λx

(1 + e−λx)2
=

1

2

4λe−λx

(1 + e−λx)2
=

1

2

λ(2e−λx + 2e−λx)

(1 + e−λx)2
=

=
1

2

λ(1 − 1 + (e−λx)2 − (e−λx)2 + 2e−λx + 2e−λx)

(1 + e−λx)2
=

=
1

2

λ(1 + 2e−λx + (e−λx)2 − 1 + 2e−λx − (e−λx)2)

(1 + e−λx)2
=

=
1

2

λ
[
(1 + 2e−λx + (e−λx)2) − (1 − 2e−λx + (e−λx)2)

]

(1 + e−λx)2
=

=
1

2

λ
[
(1 + e−λx)2 − (1 − e−λx)2

]

(1 + e−λx)2
=

1

2
λ

[

1 −
(

1 − e−λx

1 + e−λx

)2
]

=

=
1

2
λ

[

1 −
(

2 − 1 − e−λx

1 + e−λx

)2
]

=
1

2
λ

[

1 −
(

2

1 + e−λx
− 1 + e−λx

1 + e−λx

)2
]

=

=
1

2
λ

[

1 −
(

2

1 + e−λx
− 1

)2
]

=
1

2
λ[1 − f2

b (x)].16.5.3 Zasada propagaji wsteznejAlgorytm propagaji wsteznej bª�du jest podstaw¡ wi�kszo±i bie»¡yh pra na tematuzenia siei neuronowyh. Zostaª on odkryty niezale»nie przez Brysona i Ho, Werbosa,Parkera, Rumelharta, Hitona i Williamsa; pokrewny sposób podaª Le Cun. Zasada pro-pagaji wsteznej stanowiªa istotny krok w rozwoju siei neuronowyh. Umo»liwiªauzenie siei wielowarstwowyh niezb�dnyh do rozwi¡zania wi�kszo±i problemów. Na-wet prosty wydawaªoby si� problem XOR (patrz rozdziaª 26) wymaga stosowania sieidwuwarstwowej. Sama metoda, z formalnego punktu widzenia, nie jest nizym wi�ej jakgradientow¡ metod¡ minimalizaji funkji wielu zmiennyh i dziwi¢ mo»e fakt, »e a» takdªugo trzeba byªo zeka¢ na jej zauwa»enie. Podamy teraz interpretaj� zdarze« zaho-dz¡yh podzas proesu propagaji wsteznej, o powinno uªatwi¢ ±ledzenie wywodówformalnyh w dalszej z�±i. Opiszemy przepªyw sygnaªów dla jednej próbki uz¡ej wramah jednego yklu. W praktye dziaªanie takie nale»y wykona¢ dla wszystkih próbekw ramah jednego yklu a sam ykl powtórzy¢ wielokrotnie.W elu ªatwiejszego ±ledzenie wywodów przyjmujemy konkretny model siei, przed-stawiony na rysunku 16.137. Ponadto, zgodnie z opisem w 16.4 ze strony 136, zakªa-damy, »e mamy pewien zbiór uz¡y L z którego wybieramy dowoln¡ par� (pi, ti), gdzie
pi = {pi1, pi2}, ti = {ti}.7Uwaga: na rysunkah nie uwzgl�dniono poª¡ze« z biasem, które wyst�puj¡ jednak we wzorah(sygnaªy x i wagi w przy któryh wyst�puje indeks o warto±i 0).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 16.13: Ogólny wygl¡d siei do przykªadu ilustruj¡ego zasad� dziaªania propa-gaji wsteznej.
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1
= f(net1

1
)

x2
1
= y1
1Rysunek 16.14: Przebieg sygnaªów pobudzaj¡yh pierwszy neuron w warstwie pierwszej.

• Propagaja sygnaªów w warstwie pierwszej (wej±iowej) (porównaj rysunki 16.14�16.15).� Oblizenie pobudzenia net11, net12 neuronów numer 1 i 2 z warstwy pierwszej:
net11 = w1

10x
1
0 + w1

11x
1
1 + w1

12x
1
2,

net12 = w1
20x

1
0 + w1

21x
1
1 + w1

22x
1
2.� Oblizenie warto±i funkji aktywaji:

y1
1 = f(net11),

y1
2 = f(net12).� Sygnaªy wyj±iowe z tej warstwy staj¡ si� sygnaªami wej±iowymi dla warstwykolejnej:
x2

1 = y1
1,

x2
2 = y1

2.

• Propagaja sygnaªów w warstwie drugiej (ukrytej) (porównaj rysunki 16.16�16.18).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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)
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2Rysunek 16.15: Przebieg sygnaªów pobudzaj¡yh drugi neuron w warstwie pierwszej.
net2
1
= w2

10
x2
0
+ w2

11
x2
1
+ w2

12
x2
2

y2
1
= f(net2

1
)

x3
1
= y2
1Rysunek 16.16: Przebieg sygnaªów pobudzaj¡yh pierwszy neuron w warstwie drugiej.� Oblizenie pobudzenia net21, net22 i net23 neuronów numer 1, 2 i 3 z warstwydrugiej:

net21 = w2
10x

2
0 + w2
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2
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2
2,

net22 = w2
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2
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2
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2.� Oblizenie warto±i funkji aktywaji:

y2
1 = f(net21),

y2
2 = f(net22),

y2
3 = f(net23).� Sygnaªy wyj±iowe z tej warstwy staj¡ si� sygnaªami wej±iowymi dla warstwykolejnej:
x3

1 = y2
1 ,

x3
2 = y2

2 ,

x3
3 = y2

3 .

• Propagaja sygnaªów w warstwie trzeiej (wyj±iowej) (porównaj rysunek 16.19).� Oblizenie pobudzenia net31 neuronu numer 1 z warstwy trzeiej:
net31 = w3
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3
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2Rysunek 16.17: Przebieg sygnaªów pobudzaj¡yh drugi neuron w warstwie drugiej.
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3Rysunek 16.18: Przebieg sygnaªów pobudzaj¡yh trzei neuron w warstwie drugiej.� Oblizenie warto±i funkji aktywaji:

y3
1 = f(net31).� Sygnaªy wyj±iowe z tej warstwy staj¡ si� odpowiedzi¡ siei
y = y3

1.

• Oblizenie warto±i bª�du jaki popeªniªa sie¢ (rysunek 16.20)
δ = t − y.Sygnaª bª�du ma o tyle du»e znazenie, »e dzi�ki niemu wiadomo jak¡ poprawk�nale»y wprowadzi¢ do wektora wagowego.
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1Rysunek 16.19: Przebieg sygnaªów pobudzaj¡yh pierwszy neuron w warstwie trzeiej.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



16.5. PODSTAWOWE METODY UCZENIA NADZOROWANEGO WSIECIACH JEDNOKIERUNKOWYCH 155
t− y

Rysunek 16.20: Oblizenie warto±i bª�du popeªnionego przez sie¢.
δ2
1
= δ3
1
w3
11

Rysunek 16.21: Oblizenie warto±i bª�du popeªnionego przez neuron pierwszy z warstwydrugiej.
• Propagowanie sygnaªu bª�du do warstwy ukrytej (porównaj rysunki 16.21�16.23).Nie jest mo»liwe bezpo±rednie oblizenie warto±i sygnaªu bª�du dla neuronówwarstw innyh ni» wyj±iowa. Wyhodz¡ jednak ze sªusznego zaªo»enia, »e nabª¡d ko«owy miaªy tak»e wpªyw neurony z innyh warstw a nie tylko wyj±iowe,mo»na próbowa¢ �obi¡»y¢� je z�±i¡ �odpowiedzialno±i�. Odpowiedzialno±¢ b�dzietym wi�ksza im wi�ksz¡ warto±¢ bezwzgl�dn¡ miaªa waga na poª¡zeniu neuronuwarstwy ukrytej i wyj±iowej. Dlatego oznazaj¡ δ przez δ3

1 otrzymujemy
δ2
1 = δ3

1w
3
11,

δ2
2 = δ3

1w
3
12,

δ2
3 = δ3

1w
3
13.

• Propagowanie sygnaªu bª�du do warstwy wej±iowej (porównaj rysunki 16.24�16.25).Na podobnej zasadzie oblizamy sygnaªy bª�du dla neuronów z warstwy wej±iowej.
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δ2
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1
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Rysunek 16.22: Oblizenie warto±i bª�du popeªnionego przez neuron drugi z warstwydrugiej.
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Rysunek 16.23: Oblizenie warto±i bª�du popeªnionego przez neuron trzei z warstwydrugiej.
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Rysunek 16.24: Oblizenie warto±i bª�du popeªnionego przez neuron pierwszy z warstwypierwszej.
δ1
2
= δ2
1
w2
12
+ δ2
2
w2
22
+ δ2
3
w2
32

Rysunek 16.25: Oblizenie warto±i bª�du popeªnionego przez neuron drugi z warstwypierwszej. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• Uaktualnienie wag.Poniewa» teraz dla ka»dego neuronu znana jest warto±¢ bª�du, wi� mo»na polizy¢poprawki dla wszystkih wag. Kolejno±¢ lizenia nie ma teraz znazenia (mo»nauaktualnia¢ wagi zazynaj¡ albo od poz¡tku albo od ko«a).16.5.4 Uogólniona reguªa deltaPodstaw� algorytmu stanowi spadek gradientu (reguªa delta) opisany na stronie 149.Podane poni»ej wzory oraz ih wyprowadzenie stanowi¡ klasyk� w dziedzinie siei neu-ronowyh.Podobnie jak poprzednio n oznaza lizb� neuronów wej±iowyh, m � lizb� neu-ronów w warstwie wyj±iowej oraz k � lizb� neuronów w warstwie ukrytej. Podstaw�algorytmu stanowi przyj�ie funkji elu w postai sumy kwadratów ró»ni mi�dzy aktu-alnymi warto±iami sygnaªów wyj±iowyh siei a warto±iami »¡danymi. Uaktualnianiewag mo»e odbywa¢ si� po ka»dorazowej prezentaji próbki uz¡ej lub jednorazowo, poprezentaji wszystkih próbek tworz¡yh ykl uz¡y. W elu uproszzenia do dalszyhrozwa»a« przyj�to funkj� elu 16.21, która odpowiada aktualizaji wag po ka»dorazo-wej prezentaji próbki. Ponadto ogranizamy si� tylko do dwóh warstw, ale ni niestoi na przeszkodzie aby w ramah ¢wizenia wyprowadzi¢ sobie wzory dla siei 10-iowarstwowej. . . i przekona¢ si� o ih analogiznej postai.Przy oznazeniah pokazanyh na rys 16.8 ze strony 136, funkj� bª�du E mo»naopisa¢ zale»no±i¡:
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2gdzie net1q , net2p oznazaj¡ odpowiednio pobudzenie q-tego neuronu w warstwie 1 i p-tegow warstwie 2.Oblizymy teraz ∂E
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, 1 ≤ i ≤ k, 1 ≤ j ≤ n:
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=
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pif
′(net1i )xj

}Podobnie jak dla siei jednowarstwowej, przez δ oznazamy nast�puj¡e fragmenty ostat-niego wzoru
δ2
p = [tp − f(net2p)]f ′(net2p)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



158 ROZDZIA� 16. SZTUCZNA SIE� NEURONOWAdla p = 1, . . . , k, oraz
δ1
i = [tp − f(net2p)]f ′(net2p)w2

pif
′(net1i )St¡d te»

δ1
i =

m∑

p=1

δ2
pwpif

′(net1i )gdzie i = 1, . . . ,m i ostateznie
∂E

∂w1
ij

= δ1
i xjOtrzymali±my w ten sposób wzór na zmian� warto±i wag warstwy pierwszej. Wzory nazmian� wag warstwy drugiej s¡ analogizne do tyh wyprowadzonyh na stronie 149.Znajomo±¢ powy»szyh wzorów �na pami�¢� nie jest koniezna do zrozumienia tejmetody. Co wi�je, znaj¡ zasad� dziaªania metody opisan¡ w 16.5.3 bardzo ªatwomo»na powy»sze wzory odtworzy¢. Pokazuj¡ one bowiem, »e sama metoda nie zostaªawyssana z pala a wr�z przeiwnie, posiada silne podstawy teoretyzne.Istotnym problemem zwi¡zanym z sieiami wielowarstwowymi jest dobór ih struk-tury, to znazy uªo»enia neuronów w warstwy i ih wzajemne poª¡zenie. Niestety nie mauniwersalnej metody pozwalaj¡ej okre±li¢ arhitektur� siei. Na temat doboru strukturypowstaªo wiele pra, jednak»e »adna z nih nie daje rozstrzygaj¡ej odpowiedzi. Zwyklepodkre±la si�, »e najlepszym wyj±iem jest przebadanie pewnej ilo±i siei i wybranie tejnajlepiej dziaªaj¡ej lub dobra intuija.
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Rozdziaª 17Algorytmy gradientowe uzenia sieiwielowarstwowyh skierowanyh doprzoduReguªa delta, ho¢ zgodnie uwa»ana za wr�z klasyzn¡, nie jest jedyn¡ metod¡ naukisiei wielowarstwowyh skierowanyh do przodu. Istnieje dosy¢ du»a grupa alternatyw-nyh metod. Przyjrzymy si� im w tym rozdziale.17.1 Metoda najszybszego spadkuPoznana reguªa delta, wraz z jej uogólnieniem na przypadek siei wielowarstwowej, nale»ydo tak zwanyh gradientowyh metod nauki. W ogólno±i mówimy o gradientowyhmetodah minimalizaji funkji. Ceh¡ harakterystyzn¡ tyh metod jest mody�kowa-nie wag wedªug wzoru
∆wij(t) = ηv(wij(t)),gdzie v jest kierunkiem na którym b�dzie si� poszukiwa¢ minimalnej warto±i zadanejfunkji za± wspóªzynnik1 η ∈ R okre±la wielko±¢ kroku wykonanego w wyznazonymprzez v kierunku. Kierunek v, jak sugeruje ogólna nazwa tyh metod, wyznazany jestw opariu o gradient a zasem tak»e i skªadowe wy»szyh rz�dów (np. hesjan). Ró»niemi�dzy algorytmami wyst�puj¡ w sposobie wyznazania kierunku poszukiwa« v orazwarto±i kroku η.Dla reguªy delta wektor v okre±lany jest jako −∇E(w). St¡d te» i druga nazwa tegoalgorytmu: algorytm najszybszego spadku. Gradient wskazuje kierunek najszyb-szego (lokalnego) wzrostu warto±i funkji. Tak wi� minus gradient wskazuje kieruneknajszybszego spadku warto±i funkji.Fakt i» gradient faktyznie wskazuje kierunek najszybszego wzrostu (spadku) warto±ifunkji uzasadni¢ mo»na w nast�puj¡y sposób.Twierdzenie 17.1. Nieh f b�dzie funkj¡ ró»nizkowaln¡ w pewnym otozeniu punktu

w0. Wówzas wektor v = −∇f(x0) wskazuje kierunek najszybszego spadku warto±i funk-ji. Przy takim wyborze wektora v szybko±¢ zmian warto±i funkji f(·) wynosi dokªadnie
−‖∇f(x0)‖.1Nazywany te» wspóªzynnikiem uzenia lub krokiem. Zwykle jego warto±i okre±la si� jako maª¡lizb� dodatni¡ z przedziaªu (0, 1], ale w praktye bardziej nietypowe warto±i te» si� zdarzaj¡.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



160 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODUDowód. Nieh v b�dzie wektorem jednostkowym. Oznazmy przez g funkj� tak¡, »e
g(η) = f(x0 + ηv), η ≥ 0.Funkja g(η) jest zbiorem tyh warto±i funkji f(·) dla któryh argumenty le»¡ na póª-prostej o poz¡tku w punkie w0 i kierunku wyznazonym przez wektor v. Ró»nizkuj¡funkj� g(η) otrzymujemy

g′(η) = ∇f(x0 + ηv)v,a w szzególno±i dla η = 0 otrzymujemy
g′(0) = ∇f(x0)vzyli tak zwan¡ pohodn¡ kierunkow¡ funkji f(·) w punkie x0 w kierunku wektora

v oznazan¡ jako ∇vf(x0). Z elementarnego kursu analizy rzezywistej wiadomo, »epohodna, mówi¡ obrazowo, niesie informaje o stopniu nahylenia funkji, a wi� o tymjak szybko zmieniaj¡ si� warto±i funkji. Im wi�ksza (dodatnia) warto±¢ pohodnej tymszybiej rosn¡ warto±i funkji, im mniejsza (ujemna) tym szybiej malaj¡. Poszukujemyzatem takiego kierunku v, dla którego warto±¢ ∇vf(x0) b�dzie najmniejsza. Korzystaj¡z nierówno±i Cauhy'ego�Shwarz'a (twierdzenie 4.3) otrzymujemy
−‖∇f(x0)‖ = −‖∇f(x0)‖‖v‖ ≤ ∇f(x0)v = ∇vf(x0) ≤ ‖∇f(x0)‖‖v‖ = ‖∇f(x0)‖,zyli

−‖∇f(x0)‖ ≤ ∇vf(x0) ≤ ‖∇f(x0)‖.Pierwsza nierówno±¢ jest konsekwenj¡ nast�puj¡ego rozumowania. Z twierdzenia4.3 (nierówno±¢ Cauhy'ego�Shwarz'a) a tak»e de�niji ilozynu skalarnego (patrz roz-dziaª 4) mamy
|x · y| ≤ ‖x‖‖y‖o przeksztaªone daje

−‖x‖‖y‖ ≤ −|x · y|.Poniewa» dla dowolnego x ∈ R zahodzi
−|x| ≤ xwi�

−‖x‖‖y‖ ≤ x · y.Druga z nierówno±i jest prost¡ konsekwenj¡ twierdzenia 4.3.Z powy»szego oszaowania widzimy, »e pohodna kierunkowa ∇vf(x0) osi¡ga swoj¡najmniejsz¡ mo»liw¡ warto±¢ równ¡
−‖∇f(x0)‖ = ∇vf(x0) (17.1)wtedy, gdy v jest wektorem jednostkowym postai

v = − ∇f(x0)

‖∇f(x0)‖ . (17.2)Istotnie, zgodnie z de�nijami z rozdziaªu 4 dotyz¡ymi ilozynu skalarnego, dla dowol-nego wektora x zahodzi
‖x‖ =

√
x · x. (17.3)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.1. METODA NAJSZYBSZEGO SPADKU 161Nieh u i v b�d¡ wektorami i oznazmy przez a i b nast�puj¡e wyra»enia
a = ‖u‖,

b = u · voraz
v =

u

‖u‖ . (17.4)Wówzas
b = u · v = u · u

‖u‖ =
u · u
‖u‖ = . . .a uwzgl�dniaj¡ (17.3) otrzymujemy

· · · =
u · u
‖u‖ = ‖u‖ = a.Zatem je±li tylko przyjmiemy, »e v jest okre±lone jak w (17.4) wówzas zahodzi równo±¢

a = b a w konsekwenji równo±¢ (17.1) dla v okre±lonego jak w (17.2). Przy takimwyborze wektora v szybko±¢ zmian warto±i funkji f(·) wynosi dokªadnie −‖∇f(x0)‖.Niestety metoda najszybszego spadku (reguªa delta) jest bardzo wra»liwa na dobórparametru η o ilustruj¡ rysunki //uzup//. Dlatego te» bardzo z�sto bywa ona ª¡zona zminimalizaj¡ kierunkow¡. Minimalizaja kierunkowa oznaza ka»dorazowy dobór takiejwarto±i parametru η aby osi¡gni�te zostaªo minimum funkji f(·) obi�tej do kierunku
v.17.1.1 Metoda najszybszego spadku z minimalizaj¡ kierunkow¡De�nija 17.1. Nieh f(x), x ∈ Rn ma i¡gªe pohodne z¡stkowe pierwszego rz�du.Wówzas dla pewnego punktu poz¡tkowego x0 ∈ Rn metoda najszybszego spadku z mini-malizaj¡ kierunkow¡ okre±la i¡g {xk}k∈N wedªug zale»no±i

xk+1 = xk − ηk∇f(xk), (17.5)gdzie ηk jest tak¡ warto±i¡ parametru η > 0, która minimalizuje wyra»enie
g(η) = f(xk − η∇f(xk)), η ≥ 0. (17.6)W dalszej z�±i mówi¡ �metoda najszybszego spadku� b�dziemy mie¢ zawsze namy±li jej zmody�kowan¡ o minimalizaj� kierunkow¡ wersje.Tak sformuªowana metoda najszybszego spadku ma dosy¢ iekaw¡ wªasno±¢.Twierdzenie 17.2. Kierunki generowane przez metod� najszybszego spadku z minima-lizaj¡ kierunkow¡ s¡ do siebie prostopadªe. Preyzyjniej, je±li {xk}k∈N jest i¡giempunktów wygenerowanyh przez t¡ metod�, wówzas wektor o poz¡tku w punkie xk orazko«u w xk+1 jest prostopadªy do wektora o poz¡tku w xk+1 oraz ko«u w xk+2.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



162 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODUDowód. Korzystaj¡ z de�niji 17.1 mamy
(xk+1 − xk)(xk+2 − xk+1) = ηk∇f(xk)ηk+1∇f(xk+1).Aby wykaza¢ prostopadªo±¢ wektorów [xk, xk+1] i [xk+1, xk+2] wystarzy pokaza¢, »ezahodzi

∇f(xk)∇f(xk+1) = 0.Poniewa» zgodnie z de�nij¡ ηk jest tak¡ lizb¡ dla której zahodzi (17.5) oraz któraminimalizuje wyra»enie (17.6), wi�
0 = g′(ηk) = −∇f(xk − ηk∇f(xk))∇f(xk) = −∇f(xk+1)∇f(xk).Istotn¡ zalet¡ minimalizaji na kierunku jest znaznie szybsza zbie»no±¢ na pªaskihobszarah (tam gdzie pohodna bliska jest zeru). Wykazana prostopadªo±¢ z�sto powo-duje jednak powoln¡ zbie»no±¢ w ko«owym etapie � jego zbie»no±¢ w pobli»e minimumjest szybka (rz�du kilka, kilkana±ie kroków), ale ju» znalezienie minimum z zaªo»onym

ε mo»e wymaga¢ kilkuset kroków. Ponadto sam proes minimalizaji kierunkowej mo»ezajmowa¢ znazn¡ ilo±¢ zasu i moy oblizeniowej. //uzup//rysunkiMetoda ta ma jednak jedn¡ bardzo przyjemn¡ wªasno±¢: warto±i minimalizowanejfunkji oblizane w kolejnyh punktah wskazanyh przez metod� s¡ o raz mniejsze, opokazuje poni»sze twierdzenie.Twierdzenie 17.3. Je±li i¡g {xk}k∈N skªada si� z punktów wygenerowanyh przezmetod� najszybszego spadku i je±li ∇f(xk) jest ró»ne od 0 dla pewnego k, wówzas
f(xk+1) < f(xk).Dowód. Zgodnie z de�nij¡ 17.1 zahodzi wzór 17.5, gdzie ηk minimalizuje wyra»enie17.6. St¡d

f(xk+1) = g(ηk) ≤ g(η).Ró»nizkuj¡ funkj� g(·) otrzymujemy
g′(0) = −∇f(xk − 0 · ∇f(xk)) · ∇f(xk) = −∇f(xk) · ∇f(xk) = −‖∇f(xk)‖2 < 0.Oznaza to, »e istnieje η̃ > 0 takie, »e dla wszystkih 0 < η ≤ η̃ zahodzi

g(0) > g(η).W konsekwenji otrzymujemy
f(xk+1) = g(ηk) ≤ g(η̃) < g(0) = f(xk).17.2 Metoda NewtonaMetoda Newtona nie ma bezpo±redniego zastosowania w uzeniu siei neuronowyh,ale jest podstaw¡ do wyprowadzenia i zrozumienia dziaªania innyh metod. Z tego te»powodu podajemy jej krótk¡ harakterystyk�.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.2. METODA NEWTONA 163De�nija 17.2 (Metoda Newtona rozwi¡zywania równa«). Nieh g : Rn → Rn b�-dzie funkj¡ ró»nizkowaln¡. Wówzas i¡g punktów {xk}k∈N generowany prze metod�Newtona, dla równania g(x) = 0 i pewnego punktu poz¡tkowego x0 okre±lony jest przezformuª� postai
∇g(xk)(xk+1 − xk) = −g(xk)lub równowa»nie
xk+1 = xk − [∇g(xk)]−1g(xk).Zauwa»my, »e:

• Druga posta¢ formuªy jest znaznie zytelniejsza � jasno wida¢ w niej jak xk+1zale»y od xk. W zastosowaniah praktyznyh znaznie z�±iej jednak u»ywa si�pierwszej formuªy jako, »e nie wymaga ona jawnego oblizania odwrotno±i dlamaierzy ∇g(·).
• Geometryzn¡ interpretaj� metody bardzo ªatwo zrozumie¢ je±li przyjmiemy, »efunkja g dziaªa ze zbioru R w zbiór R. Wówzas otrzymujemy formuª� postai

xk+1 = xk − g(xk)

g′(xk)
.Punkt xk+1 jest wówzas punktem przei�ia prostej styznej do wykresu funkji

g(·) w punkie (xk, g(xk)) z osi¡ OX. Prosta ta ma równanie
y − g(xk) = g′(xk)(x − xk).

• Mo»na wykaza¢, »e metoda Newtona jest zbie»na do pewnego rozwi¡zania x∗ je±li:� punkt poz¡tkowy x0 nie jest �zbyt daleko� od punktu x∗;� wykres funkji g(·) jest �porz¡dny�.W opariu o metod� rozwi¡zywania równa« bardzo ªatwo mo»na ju» wskaza¢ metod�minimalizaji funkji.De�nija 17.3 (Metoda Newtona minimalizaji funkji). Nieh f : Rn → Rn b�dziefunkj¡ dwukrotnie ró»nizkowaln¡ w sposób i¡gªy. Wówzas i¡g punktów {xk}k∈Ngenerowany prze metod� Newtona, dla zadania min
x

f(x) i pewnego punktu poz¡tkowego
x0 okre±lony jest przez formuª� postai

Hf(xk)(xk+1 − xk) = −∇f(xk)lub równowa»nie
xk+1 = xk − [Hf(xk)]−1∇f(xk),gdzie H jest hesjanem funkji f(·).Zauwa»my, »e:

• Minimalizaja jest bezpo±redni¡ konsekwenj¡ de�niji ??, w której za g(·) przyj-mujemy ∇f(·).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



164 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODU
• Metoda Newtona jako kierunek poszukiwa« warto±i minimalnej wybiera wektor

v = −∇f(xk)

Hf(xk)
. (17.7)Jak wida¢ do wyznazenia kierunku w ka»dym yklu nale»y okre±li¢ warto±¢ gra-dientu ∇f(·) oraz hesjanu Hf(·) w punkie ostatniego znanego rozwi¡zania xk

• Metoda Newtona minimalizaji funkji mo»e zosta¢ ªatwo wyprowadzona tak»ew nast�puj¡y sposób. Rozwijaj¡ funkj� f(·) w szereg Taylora w punkie xk iogranizaj¡ si� jedynie do pierwszyh trzeh skªadników otrzymujemy
f̃(x) = f(xk) + ∇f(xk)(x − xk) +

1

2
(x − xk)Hf(xk)(x − xk),zyli funkj� kwadratow¡ najlepiej przybli»aj¡¡ funkj� f(·) w rozwa»anym punk-ie xk. Najlepsze przybli»enie jest w sensie identyznyh warto±i funkji f(·) i f̃(·),ih pierwszyh oraz drugih pohodnyh w punkie xk. Je±li funkja kwadratowa

f̃(·) osi¡ga minimum w punkie xmin, punkt ten musi by¢ punktem krytyznymtej funkji, a wi�
0 = ∇f̃(xmin) = ∇f(xk) + Hf(xk)(xmin − xk).Je±li hesjan jest dodatnio okre±lony //uzup// wówzas funkja f̃(·) jest ±i±le wy-pukªa i ma minimum globalne wªa±iwe w punkie xmin. Podstawiaj¡ teraz wpoprzednim równaniu xk+1 zamiast xmin (poniewa» xk+1 jest przybli»eniem wªa-±nie poszukiwanego xmin) otrzymujemy wze±niejsz¡ formuª� rekurenyjn¡

Hf(xk)(xk+1 − xk) = −∇f(xk).Dodatnia okre±lono±¢ hesjanu jest w tym przypadku istotna o pokazuje nast�puj¡etwierdzenie.Twierdzenie 17.4. Nieh {xk}k∈N b�dzie i¡giem punktów wygenerowanyh przez me-tod� Newtona dla pewnej funkji f(·). Je±li hesjan Hf(xk) jest dodatnio okre±lony orazje±li ∇f(xk) jest ró»ne od zera, wówzas kierunek
v = −∇f(xk)

Hf(xk)jest kierunkiem spadku dla funkji f(·) w takim sensie, »e istnieje ε > 0, dla któregozahodzi
f(xk + ηv) < f(xk),dla wszystkih η ∈ (0, ε).Dowód. Okre±lmy �nkj� g(·) jak poni»ej
g(η) = f(xk + ηv).St¡d

g′(η) = ∇f(xk + ηv)v,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.3. ADAPTACYJNY DOBÓR WSPÓ�CZYNNIKA UCZENIA 165a nast�pnie
g′(0) = ∇f(xk)v = −∇f(xk)[Hf(xk)]−1∇f(xk) < 0,gdy» zgodnie z zaªo»eniem ∇f(xk) jest ró»ne od zera a hesjan jest dodatnio okre±lony.St¡d wnioskujemy, »e istnieje ε > 0, taki »e g(η) < g(0) dla wszystkih η ∈ (0, ε), zyli

f(xk + ηv) < f(xk).17.3 Adaptayjny dobór wspóªzynnika uzeniaZanim przejdziemy do bardziej wyra�nowanyh metod minimalizaji funkji, przyjrzyjmysi� dwóm bardzo prostym mody�kajom...17.4 Metoda momentuDo tej pory najmniejszej uwagi nie zwraali±my na bardzo istotny parametr � staª¡uzenia η. Deyduje ona o ile w ka»dym kroku nauki zmieniamy warto±i wag. Od jejwªa±iwego doboru wiele zale»y. Zbyt maªa warto±¢ powoduje, »e post�py w naue s¡niewielkie. Zbyt du»a natomiast doprowadzi¢ mo»e do aªkowitej rozbie»no±i proesunauki lub jego haotyznego zahowania. Najprostrza metoda pozwalaj¡a �uspokoi¢�zahowanie wag polega na dodaniu zªonu momentu do wyra»enia okre±laj¡ego przy-rost wag. Pomysª polega na nadaniu ka»dej wadze pewnej bezwªadno±i, zyli wªa±niemomentu, w wyniku zego zmienia si� ona w kierunku warto±i ±redniej zmian z poprzed-nih kroków. W takiej sytuaji nagªe niewielkie zmiany kierunku zostan¡ zªagodzone,natomiast je±li kierunek b�dzie ten sam, to proes ulegnie przyspieszeniu.Stosuj¡ metod� momentu, wzór na zamian� wektora wag przyjmie posta¢
∆wij(t + 1) = −η

∂E

∂wij
+ α∆wij(t),gdzie α∆wij(t) to zªon momentu, za± α wspóªzynnikiem momentu le»¡ym pomi�dzy0 i 1. Dla α = 0 otrzymujemy zwykª¡ metod� aktualizaji wag. Poka»emy teraz na kilkuprzykªadah znazenie wspóªzynników η i α.Zaªó»my, »e powierzhnia bª�du opisana jest wzorem

E(w) = 2w2.Wówzas
∆w = −η

∂E

∂w
= −η4w.Przyjmijmy ponadto w = 8.Sytuaja 1 a) � ykl bez momentu: η = 0.5, α = 0.0Krok 1: ∆w = −0.5 4 8 = −16, zatem w = −8.Krok 2: ∆w = −0.5 4 (−8) = 16, zatem w = 8.Krok 3: ∆w = −0.5 4 8 = −16, zatem w = −8.Krok 4: ∆w = −0.5 4 (−8) = 16, zatem w = 8.Krok 5: ∆w = −0.5 4 8 = −16, zatem w = −8.Krok 6: ∆w = −0.5 4 (−8) = 16, zatem w = 8.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



166 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODUSytuaja 1 b): � zbie»no±¢ z momentemη = 0.5, α = 0.2Krok 1: ∆w = −0.5 4 8 + 0.2 0.0 = −16, zatem w = −8.Krok 2: ∆w = −0.5 4 (−8) + 0.2 (−16) = 12.8, zatem w = 4.8.Krok 3: ∆w = −0.5 4 8 + 0.2 12.8 = −7.04, zatem w = −2.24.Krok 4: ∆w = −0.5 4 (−8) + 0.2 (−7.04) = 3.072, zatem w = 0.832.Krok 5: ∆w = −0.5 4 8 + 0.2 3.072 = −1.0496, zatem w = −0.2176.Krok 6: ∆w = −0.5 4 (−8) + 0.2 (−1.0496) = 0.22528, zatem w = 0.00768.Sytuaja 2 a) � zbie»no±¢ bez momentu: η = 0.4, α = 0.0Krok 1: ∆w = −0.4 4 8 = −12.8, zatem w = −4.8.Krok 2: ∆w = −0.4 4 (−4.8) = 7.68, zatem w = 2.88.Krok 3: ∆w = −0.4 4 2.88 = −4.608, zatem w = −1.728.Krok 4: ∆w = −0.4 4 (−1.728) = 2.7648, zatem w = 1.0368.Krok 5: ∆w = −0.4 4 2.7648 = −1.65888, zatem w = −0.62208.Krok 6: ∆w = −0.4 4 (−1.65888) = 0.995328, zatem w = 0.373248.Sytuaja 2 b) � szybsza zbie»no±¢ z momentem: η = 0.4, α = 0.15Krok 1: ∆w = −0.4 4 8 + 0.15 0.0 = −12.8, zatem w = −4.8.Krok 2: ∆w = −0.4 4 (−4.8) + 0.15 (−12.8) = 5.76, zatem w = 0.96.Krok 3: ∆w = −0.4 4 0.96 + 0.15 5.76 = −0.672, zatem w = 0.288.Krok 4: ∆w = −0.4 4 0.288 + 0.15 (−0.672) = −0.5616, zatem w = −0.2736.Krok 5: ∆w = −0.4 4 (−0.2736) + 0.15 (−0.672) = 0.35352, zatem w = 0.07992.Krok 6: ∆w = −0.4 4 0.07992 + 0.15 0.35352 = −0.074844, zatem w = 0.005076.Sytuaja 3 a) � zbie»ne: η = 0.1, α = 0.0Krok 1: ∆w = −0.1 4 8 = −3.2, zatem w = 4.8.Krok 2: ∆w = −0.1 4 4.8 = −1.92, zatem w = 2.88.Krok 3: ∆w = −0.1 4 2.88 = −1.152 zatem w = 1.728.Krok 4: ∆w = −0.1 4 1.728 = −0.6912, zatem w = 1.0368.Krok 5: ∆w = −0.1 4 1.0368 = −0.41472, zatem w = 0.62208.Krok 6: ∆w = −0.1 4 0.62208 = −0.472392, zatem w = 0.373248.Sytuaja 3 b) � popsuta zbie»no±¢: η = 0.1, α = 0.5 (poprawi na α = 0.9 boto dla wi�kszej lizby iteraji okazuje si� zbie»ne)Krok 1: ∆w = −0.1 4 8 + 0.5 0.0 = −3.2, zatem w = 4.8.Krok 2: ∆w = −0.1 4 4.8 + 0.5 (−3.2) = −3.52, zatem w = 1.28.Krok 3: ∆w = −0.1 4 1.28 + 0.5 (−3.52) = −2.272, zatem w = −0.992.Krok 4: ∆w = −0.1 4 (−0.992) + 0.5 (−2.272) = −0.7392, zatem w = −1.7312.Krok 5: ∆w = −0.1 4 (−1.7312) + 0.5 (−0.7392) = 0.32288, zatem w = −1.40832.Krok 6: ∆w = −0.1 4 (−1.40832) + 0.5 0.32288 = 0.724768, zatem w = −0.683552.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.5. METODY ZMIENNEJ METRYKI 16717.5 Metody zmiennej metrykiNiestety wzór (17.7), stanowi¡y istot� algorytmu Newtona, bardzo z�sto okazuje si� je-dynie zale»no±i¡ zysto teoretyzn¡. Wymaga on bowiem dodatniej okre±lono±i hesjanuw ka»dym kroku, o w ogólnym przypadku jest na ogóª bardzo trudne do speªnienia. Ztego powodu metody, które faktyznie mog¡ by¢ u»ytezne rezygnuj¡ z dokªadnego wy-znazania warto±i hesjanu na rzez jego przybli»enia.Jedn¡ z metod wzorowanyh na metodzie Newtona, która przy tym nie obliza do-kªadnej warto±i hesjanu, jest metoda sieznyh Broydena. Osoby zainteresowane wy-prowadzeniem odsyªamy do [21℄, podaj¡ w tym miejsu jedynie sformuªowanie metody.De�nija 17.4 (Metoda Broydena rozwi¡zywania ukªadów równa«). Nieh g : Rn → Rnb�dzie funkj¡ o i¡gªyh pohodnyh z¡stkowyh pierwszego rz�du, x0 ∈ Rn oraz D0b�dzie maierz¡ wymiaru n×n. Wówzas i¡g punktów {xk}k∈N generowany prze metod�Broydena, dla równania g(x) = 0 i pewnego punktu poz¡tkowego x0 okre±lony jest przezformuª� postai
xk+1 = xk − D−1

k g(xk).Jedna iteraja metody wymaga nastepuj¡yh kroków1. Rozwi¡za¢ równanie Dk(x − xk) = −g(k) ze wzgl�du na zmienn¡ x i wykona¢podstawienie xk+1 = x.2. Wykona¢ podstawienia
• dk = xk+1 − xk,
• yk = g(xk+1) − g(xk).
• Dokona¢ aktualizaji maierzy D wedªug wzoru

Dk+1 = Dk +
(yk − Dkdk) ⊗ dk

dkdk

,gdzie ⊗ oznaza ilozyn tensorowy.//uzup//(sprawdzi powyzej)Poprawka dla maierzy D dobierana jest tak aby speªniona byªa zale»no±¢
Dk+1(xk+1 − xk) = g(xk+1) − g(xk).Zale»no±¢ ta wynika z narzuenia warunku, aby krzywizn� funkji g(·) aproksymowa¢siezn¡ przehodz¡¡ przez punkty (xk−1, g(xk−1)) oraz (xk, g(xk)) sk¡d pohodzi nazwametody.Znajomo±¢ metody Broydena pozwala na wyprowadzenie opartyh o ni¡ metod mi-nimalizaji funkji nazywanyh metodami zmiennej metryki. Podamy w tym miejsujedynie zale»no±i rekurenyjne na aktualizaj� maierzy D odsyªaj¡ zainteresowanyhdo [21℄. I tak wedªug algorytmuBFGS (Broyden�Hlether�Goldfarb�Shanno)
Dk+1 = Dk +

yk ⊗ yk

dkyk

− Dkdk ⊗ Dkdk

dkDkdk

,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



168 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODUDFP (Davidon�Flether�Powell)
Dk+1 = Dk +

dk ⊗ dk

ykdk

− Dkyk ⊗ Dkyk

ykDkyk

,gdzie dk = xk+1−xk oraz yk = ∇f(xk+1)−∇f(xk). Zarówno w przypadku metody BFGSjak i DFP koniezne jest dobranie odpowiedniego kroku (minimalizaja kierunkowa) ηkw formule
xk+1 = xk − ηkD

−1
k (∇f(xk)).Pomimo teoretyznej równowa»no±i metod (teoretyznie maierz Dk otrzymana w wy-niku stosowania obu metod jest dodatnio okre±lona), metoda BFDS jest znaznie bar-dziej odporna na wszelkiego rodzaju bª�dy zaokr¡gle« i w praktye to wªa±nie ona jestu»ywana. Metoda ta jest obenie uwa»ana za jedn¡ z najlepszyh metod optymalizajifunkji wielu zmiennyh. Do jej wad zalizy¢ mo»na stosunkowo du»¡ zªo»ono±¢ obli-zeniow¡ zwi¡zan¡ z koniezno±i¡ wyznazenia elementów maierzy Dk a tak»e du»ezapotrzebowanie na pami�¢ zwi¡zane z koniezno±i¡ przehowywania elementów maie-rzy Dk.17.6 Algorytm gradientów sprz�»onyh// tutu DOKO�CZY� !!! // najszybszy spadek z minimalizaj¡ kierunkow¡ ale nowykierunek jako kompromis pomi�dzy kierunkiem gradientu a poprzednim kierunkiem szu-kania

v(t + 1) = −∇E(t + 1) + βv(t)

β dobrana jest tak aby nowy kierunek v(t + 1) jak najmniej psuª minimalizaj�osi¡gn�t¡ przez poprzedni kierunek. Nowy kierunek powinien by¢ taki, »eby nie zmieniaªskªadowej gradientu wzdªu» poprzedniego kierunku, która wªa±nie zostaªa wyzerowanagdy» mamy warunek
∂E(x + ηv(t))

∂η
= v(t + 1) · v(t) = 0Reguªa Polaka-Ribiere'a

β =
(∇E(t + 1) −∇E(t)) · ∇E(t + 1)

(∇E(t + 1))217.7 Algorytm Levenberga-MarquardtaW podrozdziale tym omówimy algorytm, którego istotn¡ eh¡ jest odmienny sposóbaktualizaji wag. Wi�kszo±¢ algorytmów uaktualnia wagi bezpo±rednio po podaniu ka»-dego wzora uz¡ego (por. np. ??//tutu//). Teoretyznie mo»liwe jest uaktualnianiewag dopiero po zaprezentowaniu wszystkih danyh uz¡yh w danym yklu, ale prak-tyka wskazuje na znazne pogorszenie proesu nauki w takim przypadku. O ile grupowemody�kowanie wag w poprzednih algorytmah byªo opjonalne, to omawiany tutaj al-gorytm Levenberga-Marquardta dziaªa inazej. Zakªada on (a wr�z wymaga) tylkogrupow¡ mody�kaj� wag. Zaªo»enie to znajduje swoje odzwieriedlenie w formuªah namody�kaj� wag.O samym algorytmie mo»na powiedzie¢, »e jest jednym z najefektywniejszyh, gdy»ª¡zy w sobie zbie»no±¢ algorytmu Newtona blisko minimum oraz metod� najszybszegoSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.7. ALGORYTM LEVENBERGA-MARQUARDTA 169spadku, która bardzo szybko zmniejsza bª¡d gdy rozwi¡zanie jest dalekie. W praktyerozwi¡zanie otrzymywane jest w kilku, kilkudziesi�iu krokah. Niestety algorytm ten mabardzo du»e zapotrzebowanie na zasoby pami�iowe, o powoduje, »e jest on praktyznieniemo»liwy do wykorzystania w wi�kszo±i praktyznyh zastosowa«. Wymiar jednej zu»ywanyh maierzy wynosi (o∗ · l∗)×w∗, gdzie o∗ � ilo±¢ wyj±¢ z siei, l∗ � ilo±¢ danyhuz¡yh, w∗ � ilo±¢ wag. Rozpatruj¡ dla przykªadu zadanie kompresji obrazu (patrz¢wizenie z rozdziaªu 28) mamy
• ilo±¢ wag wynosi 4160:� w warstwie pierwszej (wej±iowej) s¡ 32 neurony, a ka»dy jest poª¡zony z 64wej±iami i jednym biasem, o daje ª¡znie 32 · 64 + 32 = 2080 wag,� w warstwie drugiej (wyj±iowej) s¡ 64 neurony, a ka»dy jest poª¡zony z 32neuronami z warstwy pierwszej i jednym biasem, o daje ª¡znie 64 ·32+32 =

2080 wag;
• ilo±¢ wyj±¢ wynosi 64,
• ilos danyh uzayh wynosi 1024a wi� wymiar maierzy to ostateznie (64·1024)×4192 = 65536×4192 o daje 274726912lizb rzezywistyh które trzeba zapami�ta¢. Bior¡ pod uwag�, »e lizba rzezywistazwykle zapami�tywana jest na ztereh bajtah, otrzymujemy 1098907648 bajtów zyliponad 1GB. A trzeba mie¢ na uwadze, »e zadanie to jest jednym z prostszyh je±lihodzi o stopie« zªo»ono±i siei (ilo±¢ neuronów i poª¡ze« mi�dzy nimi) i wielko±¢zbioru uz¡ego.W podrozdziale 17.1 przedstawili±my najprostsze hyba podej±ie do zagadnieniaminimalizaji funkji, zyli metod� najszybszego spadku. Przypomnijmy, »e w metodzietej i¡g punktów {xk}k∈N maj¡y by¢ zbie»ny do poszukiwanego minimum funkji f(·),generowany jest wedªug wzoru

xk+1 = xk − η∇f(xk). (17.8)Nast�pnie, w podrozdziale 17.2 przedstawili±my metod� Newtona, która generuje i¡g
{xk}k∈N za pomo¡ formuªy postai

xk+1 = xk − [Hf(xk)]−1∇f(xk). (17.9)Przygl¡daj¡ si� równaniu (17.8) oraz (17.9) widzimy, »e maj¡ one tak¡ sam¡ form�a ró»ni¡ si� �zynnikiem� wyst�puj¡ym przed ∇f(xk). W zale»no±i os sytuaji, ko-rzystniejsze jest u»yie albo pierwszej, albo drugiej metody. W przypadku, gdy funkjazahowuje si� liniowo w otozeniu punktu xk, wówzas now¡ warto±¢ xk+1 lepiej obliza¢przy pomoy (17.9). W przeiwnym razie lepiej skorzysta¢ z wolno zbie»nej, ale gene-ruj¡ej przynajmniej wªa±iwe przybli»enie dla xk+1 formuªy (17.8). Jak wi� wida¢,obie metody uzupeªniaj¡ si� i intuiyjnie uzasadnione jest ih poª¡zenie w taki sposób,aby zale»nie od potrzeb mó w prosty sposób realizowa¢ jedn¡ z nih. St¡d wynikanast�puj¡a posta¢ formuªy generuj¡ej i¡g {xk}k∈N

xk+1 = xk − ([Hf(xk)] + ηI)−1∇f(xk), (17.10)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



170 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODUgdzie I jest maierz¡ jednostkow¡. Wzór (17.10) zapisany przy zastosowaniu wprowa-dzonej do tej pory konwenji nazewnizej dotyz¡ej siei, przyjmuje posta¢
w(t + 1) = w(t) − ([HE(w(t))] + ηI)−1∇E(w(t)). (17.11)Poka»emy teraz jak mo»na wyznazy¢ warto±¢ wektora ∇E(·) i maierzy HE(·).Przyjmijmy, »e funkja elu dana jest wzorem

E(w) =
1

2

∑

l∈L

∑

o∈O

(tlo − yl
o)2, (17.12)gdzie L jest zbiorem uz¡ym za± O jest zbiorem neuronów warstwy wyj±iowej. Rów-nowa»na posta¢, ale prostsza w zapisie to

E(w) =
1

2

∑

i∈A

(ti − yi)
2, (17.13)gdzie lizno±¢ zbioru A równa jest lizno±i zbioru L × O a indeks i przebiega kolejneelementy tego zbioru.Oznazmy przez el

o = (tlo − yl
o) bª¡d l-tej próbki w o-tym neuronie oraz przez e(w(t))wektor bª�du poszzególnyh próbek na ka»dym neuronie w warstwie wyj±iowej

e(w) =
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(17.14)
gdzie l∗ jest liznosi¡ zbioru L oraz o∗ jest lizno±i¡ zbioru O. Ponadto nieh J b�dziemaierz¡ pierwszyh pohodnyh z¡stkowyh bª�du ka»dej próbki dla poszzególnyhSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.7. ALGORYTM LEVENBERGA-MARQUARDTA 171neuronów ostatniej warstwy eo
l po wszystkih wagah w siei:

J(w) =
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(17.15)
Zanim przejdziemy dalej, skomentujemy krótko posta¢ wektora e i maierzy J . Welu zytelniejszego przedstawienia prezentowanyh wzorów, przyj�to zaªo»enie, i» posªu-gujemy si� tylko jednym indeksem do wskazywania skªadowej wektora wagowego. Takwi� wykorzystywany w innyh przypadkah zapis skªadowyh z wieloma indeksami2 na-le»y wst�pnie podda¢ proesowi �linearyzaji�. Z punktu widzenia omawianej metodyzupeªnie nie ma znazenia jak taka linearyzaja zostanie przeprowadzona.W wektorze e(w) poszzególne elementy s¡ bª�dami kolejnyh neuronów wyj±iowyhlizonyh dla kolejnyh elementów zbioru uz¡ego. St¡d wymiar tego wektora to (o∗ ·

l∗) × 1.Maierz J(w) jest zbudowana w ten sposób, »e tworz¡ j¡ l∗ grup po o∗ wierszy. Lizbawierszy w ka»dej grupie odpowiada lizbie wyj±¢ z siei. Pierwsza grupa jest lizona dlapierwszego elementu ze zbioru uz¡ego. St¡d pierwszy wiersz jest bª�dem jaki generujepierwsze wyj±ie z siei lizone dla pierwszego wzora. Dla tego bª�du s¡ lizone pohodnepo wszystkih wagah siei. Dlatego lizba kolumn maierzy jest równa lizbie wag waªej siei. Analogiznie, drugi wiersz jest wektorem pohodnyh bª�du po wszystkihwagah siei jaki generuje drugie wyj±ie z siei lizone dla pierwszego wzora. Proedur�t� powtarzamy dla wszystkih elementów nale»¡yh do zbioru uz¡ego. St¡d wymiartej maierzy wynosi (o∗ · l∗) × w∗.Zauwa»my jeszze, »e przyjmuj¡ uproszzon¡ notaj�, wzory (17.14) oraz (17.15)przyjm¡ prostsz¡ posta¢ (odpowiednio wzory (17.16) oraz (17.17))
e(w) =






e1...
ea∗




 =






t1 − y1...
ta∗ − ya∗




 (17.16)2Zwykle s¡ to trzy indeks: numer warstwy, numer neuronu w rozwa»anej warstwie, numer neuronuw warstwie poprzedniej.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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J(w) =







∂e1
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(17.17)gdzie a∗ jest lizno±i¡ zbioru A. Przyjmuj¡, »e funkja bª�du wyra»a si� wzorem(17.13), ze wzoru na pohodn¡ funkji zªo»onej mamy
∇E(w) =
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2
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 = JT (w) ·e(w)Zatem gradient funkji bª�du oblizany jest wedªug zale»no±i

∇E(w) = JT (w)e(w).Wyznazymy teraz analogizn¡ formuª� na HE funkji bª�du.
∇(∇E(w)) =
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 =

∇(∇e(w)) · e(w) + JT (w) · J(w).Zatem hesjan funkji bª�du oblizany jest wedªug zale»no±i
HE(w) = JT (w) · J(w) + ∇(∇e(w)) · e(w).Oznazmy przez R(w) wyra»enie ∇(∇e(w)) ·e(w). Zauwa»my, »e jego warto±¢ jest bliskamaierzy zerowej w dwu przypadkah.1. Gdy wszystkie otrzymane odpowiedzi yi s¡ bliski odpowiedziom ozekiwanym ti,wówzas wektor e(w) jest wektorem bliskim wektorowi zerowemu. Sytuaja takawyst�puje, gdy sie¢ jest ju» praktyznie nauzona.2. Gdy funkje ei(w) mo»na aproksymowa¢ funkjami liniowymi, wówzas wyra»e-nie ∇(∇e(w)) bliskie jest maierzy zerowej (gdy» druga pohodna funkji liniowejrówna jest zeru).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



174 ROZDZIA� 17. ALGORYTMY GRADIENTOWE UCZENIA SIECIWIELOWARSTWOWYCH SKIEROWANYCH DO PRZODUPrzyjmuj¡ zaªo»enie, »e zahodzi o najmniej jeden z powy»szyh warunków, mamy
R(w(t)) ≈ µI,gdzie µ jest maª¡ lizb¡ a wi� zahodzi
R(w(t)) ≈ 0,i wzór (17.11) przyjmuje posta¢

w(t + 1) = w(t) − [JT (w)J(w) + ηI]−1JT (w)e(w). (17.18)//tutu sprawdzi!!!//Zauwa»my, »e identyzny wzór otrzymujemy, je±li w rozwa»aniah wyjdziemy tylkood metody Newtona (bez ª¡zenia jej z metod¡ najszybszego spadku, jak to byªo opisanena poz¡tku tego podrozdziaªu). Przyjmijmy zatem, »e znana jest nam metoda New-tona generuj¡a i¡g punktów {xk}k∈N maj¡y by¢ zbie»ny do poszukiwanego minimumfunkji f(·), o zapisane w stosowanej symbolie siei neuronowyh przyjmie posta¢
w(t + 1) = w(t) − [HE(w(t))]−1∇E(w(t)).Jak wiemy z powy»szyh rozwa»a« wzór ten przyjmuje posta¢

w(t + 1) = w(t) − [JT (w)J(w) + R(w)]−1JT (w)e(w),gdzie wyra»enie JT (w)J(w) + R(w) pozwala oblizy¢ warto±¢ hesjanu funkji E(w). Za-kªadaj¡ liniow¡ aproksymaj� funkji e(w) warto±¢ zynnika R(w(t)) bliska jest zeru awi� zynnik ten mo»na albo pomin¡¢ albo zast¡pi¢ innym wyra»eniem. Pomijaj¡ goniejako skazujemy si� na liniow¡ aproksymaj� funkji e(w), która wale nie musi by¢taka dobra i tym samym mo»emy wprowadza¢ dosy¢ du»y bª¡d do oblize«. Pozosta-wienie tego zynnika i jednoze±nie przyj�ie, »e R(w(t)) ≈ 0 pozwala na zast¡pieniego innym wyra»eniem W , znaznie prostszym w oblizeniah, ale maj¡ym wªasno±¢
W ≈ 0. Powoduje to, »e informaje o aproksymaji nie wprowadzaj¡ tak du»ego bª�dujak w przypadku pomini�ia tego zynnika a jenoze±nie samo wyra»enie jest znaznieprostsze do oblizenia. Nie zapominajmy tak»e o tym, »e metoda Newtona wymaga abymaierz HE(w(t)) byªa dodatnio okre±lona. Wyra»enie W daje nam mo»liwo±¢ na takiemanipulowanie aby JT (w)J(w) + W byªo dostateznie bliskim przybli»eniem HE(w(t))a jednoze±nie otrzymana w ten sposób maierz byªa dodatnio okre±lona. Wygodnie jestprzyj¡¢

W = ηI,gdzie η jest lizb¡ dodatni¡ blisk¡ zeru a I to maierz jednostkowa.Algorytm Levenberga - MarquardtaPrzebieg algorytmu Levenberga - Marquardta:1. Ustawi¢ poz¡tkow¡ warto±¢ η oraz β (np. η = 0.01 oraz β = 10).2. Oblizy¢ wektor bª�du siei dla wszystkih próbek (wzór (17.14)) dla bie»¡yhwag. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



17.7. ALGORYTM LEVENBERGA-MARQUARDTA 1753. Oblizy¢ miar� bª�du siei (wzór (17.12)) dla bie»¡yh wag.4. Zapami�ta¢ wszystkie wagi siei neuronowej.5. Oblizy¢ maierz J dan¡ wzorem (17.15).6. Oblizy¢ nowe wagi siei u»ywaj¡ wzoru (17.18).7. Oblizy¢ wektor bª�du siei dla wszystkih próbek (wzór (17.14)) dla nowyh wag.8. Oblizy¢ miar� bª�du siei (wzór (17.12)) dla nowyh wag.9. Je»eli nowy bª¡d jest(a) mniejszy, ni» oblizony w punkie 3 to wykona¢ podstawienie η = η
β
;(b) wi�kszy, ni» oblizony w punkie 3 to wykona¢ podstawienie η = ηβ i przej±¢do punktu 6.10. Je±li speªniony jest warunek ko«a, to przejd¹ do kroku 12.11. Zaakeptowa¢ zmian� warto±i wag (nowe wagi staj¡ si� bie»¡ymi wagami) iprzej±¢ do kroku 2.12. Konie.Warunek ko«a mo»e by¢ uznany za speªniony po wykonaniu zadanej ilo±i iteraji lubgdy bª¡d spadnie poni»ej zaªo»onego minimum. W oryginalnym algorytmie Levenberga -Marquardta zamiast maierzy I stosuje si� maierz diag(JT (w)J(w)). Wykonanie kroku9a oznaza, »e zaªo»enie o liniowo±i minimalizowanej funkji w otozeniu punktu w(t)okazaªo si� trafne (wystarzaj¡o dokªadne) i mo»na wpªyw metody Newtona zwi�kszy¢.Wykonanie kroku 9b oznaza, »e zaªo»enie o liniowo±i minimalizowanej funkji w oto-zeniu punktu w(t) okazaªo si� nie do±¢ ±isªe w zwi¡zku z zym zwi�kszamy wpªywmetody najwi�kszego spadku.
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Rozdziaª 18Siei samouz¡e18.1 WprowadzenieSiei samouz¡e (samoorganizuj¡e) stanowi¡ niejako dopeªnienie siei uzonyh w opar-iu o zadane wzore. Nie wymagaj¡ one nadzoru na etapie uzenia. Same wykrywaj¡istotne ehy powi¡za« mi�dzy sygnaªami, uz¡ si� ih, aby w fazie pray skorzysta¢ ztyh wªa±iwo±i do wyznazenia rozwi¡zania dla wzorów nie uzestniz¡yh w proesiesamouzenia.Podstaw¡ samoorganizaji jest obserwaja, »e globalne uporz¡dkowanie siei jest mo»-liwe przez dziaªania samoorganizuj¡e prowadzone lokalnie w ró»nyh punktah siei,niezale»nie od siebie. Sygnaªy wej±iowe aktywuj¡ neurony w ró»nym stopniu, zale»nymod z�sto±i wyst¡pienia (aktywno±i) danego sygnaªu. Poniewa» zmiany zahodz¡e wsiei d¡»¡ do tego aby po ponownym podaniu na wej±ie tego samego sygnaªu, jej reakjabyªa silniejsza, dlatego im z�±iej dany sygnaª wyst�puje, tym wi�kszy ma wpªyw napobudzenie (aktywaj�) neuronów. Nast�puje przy tym naturalne zró»niowanie w±ródgrup neuronów. Neurony lub nawet aªe ih grupy spejalizuj¡ si� w uaktywnianiu na±i±le okre±lone wzore. W tym przypadku mo»na wr�z mówi¢ zarówno o wspóªpraypomi�dzy neuronami tej samej grupy, jak i konkurenji wyst�puj¡ej zarówno w samejgrupie jak i pomi�dzy nimi. W samym proesie uzenia wa»n¡ rol� odgrywa �nadmiaro-wo±¢� danyh. Jest to tylko nadmiarowo±¢ pozorna. Owszem, pewne dane mog¡ wyst�-powa¢ wielokrotnie, ale jest to koniezne aby uzenie w ogóle byªo mo»liwe (koniezno±¢wielokrotnego pokazywania wzorów).Ogólnie mówi¡, zadania z powodzeniem rozwi¡zywane przez siei samouz¡e s¡zadaniami wymagaj¡ymi analizy skupie«. Analiza skupie« (grupowanie) (ang. datalustering) jest poj�iem z zakresu eksploraji danyh oraz uzenia si� maszyn wywodz¡-ym si� z szerszego poj�ia jakim jest klasy�kaja bezwzorowa. Jest ona metod¡tzw. klasy�kaji bez nadzoru (ang. unsupervised learning), dokonuj¡¡ grupowaniaelementów we wzgl�dnie jednorodne klasy. Podstaw¡ grupowania w wi�kszo±i algo-rytmów jest podobie«stwo pomi�dzy elementami wyra»ane przy pomoy wybranej me-tryki (funkji podobie«stwa). Poniewa» grupowanie polega na wyodr�bnianiu grup (klas,podzbiorów) podobnyh (wedªug wybranej metryki), zatem poprzez grupowanie mo»narozwi¡za¢ tak»e problemy z gatunku odkrywania struktury w danyh oraz dokonywanieuogólniania.Grupowanie mo»e by¢ wykonywane w elu uzyskania ró»norodnyh informaji.Klastrowanie. Inazej wªa±nie grupowanie. Zadanie polega w tym przypadku na po-Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



178 ROZDZIA� 18. SIECI SAMOUCZ�CEdziale danyh wej±iowyh na grupy o wzgl�dnie najmniejszym stopniu zró»nio-wania (wedªug wybranego kryterium). Przedmiotem badania w tym przypadkujest grupa jako aªo±¢, np. jej rozkªad w przestrzeni, poªo»enie wzgl�dem innyhgrup. Utworzone klastry pozwalaj¡ tak»e na wydobyie innyh informaji o danyh(patrz nast�pne punkty).Kwantyzaja. Kwantyzaja to proes polegaj¡y na przypisaniu warto±i analogowyhdo najbli»szyh im poziomów reprezentaji. Zwykle z kwantyzaj¡ mamy do zy-nienia, gdy i¡gªemu sygnaªowi analogowemu nale»y przypisa¢ pewn¡ warto±¢ dys-kretn¡ ze sko«zonego zbioru warto±i.// przyklad z sygnalem analogowym//przyklad z przypisaniem punktom numerowEkstrakja eh. Zwykle metody klasy�kaji bezwzorowej stosujemy wówzas, gdywiedza o naturze badanyh sygnaªów jest bardzo niewielka. Wówzas, grupuj¡dane w klastry wedªug zadanego kryterium, mo»e si� okaza¢, »e wszystkie one(tzn. dane whodz¡e w skªad jednego klastra) posiadaj¡ jeszze jakie± inne ehywspólne, które do tej pory nie zostaªy wzi�te przez nas pod uwag�. Tym samymproses grupowania mo»e pozwoli¢ na wyodr�bnienie nowyh eh opisuj¡yh dane.Spo±ród mehanizmów samoorganizaji mo»na wyró»ni¢ dwie podstawowe klasy
• mehanizm wspóªzawodnitwa pomi�dzy neuronami oparty o ide� Kohonena;
• mehanizm samoorganizaji oparty na regule asojaji Hebba.Uwaga 18.1.W literaturze zarówno ±wiatowej jak i polskiej konsekwentnie u»ywany jest terminsamoorganizaja. Naszym zdaniem nie do ko«a odpowiada on temu o faktyznie si�dzieje z siei¡ neuronow¡.Wszysy s¡ zgodni o do tego, »e proes nauki siei neuronowej polega na zmianiewarto±i jej wag. I kiedy mówimy o uzeniu mamy na my±li zmienianie wag. Je±linatomiast mówimy o ilo±i warstw, sposobie poª¡zenia neuronów itp, to mówimy razejo strukturze (organizaji) takiej siei. St¡d termin samoorganizuj¡a sugeruje, »eprzede wszystkih hodzi tutaj o zmian� organizaji (struktury) siei neuronowej. Tymzasem jedyne o si� zmienia w omawianyh sieiah samoorganizuj¡yh, to wagi tyhsiei.Ozywi±ie mo»na powiedzie¢, »e np. siei typu Kohonena, organizuj¡ neurony przezo otrzymujemy tak zwane mapy Kohonena. To jest jednak konsekwenja zmiany wagi ustalonej topologii siei1. Dlatego o wiele wªa±iwsze wydaje nam si� u»yie terminusamouzenie ho¢ stosowa¢ b�dziemy tak»e i rozpowszehniony w tym kontek±ie terminsamoorganizaji.1Przez topologi� rozumiemy tutaj okre±lenie który neuron z którym ª¡zy si� bezpo±rednio. Czasemokre±lenie to jest jeszze bardziej dokªadne, gdy» okre±la �stron�� s¡siedztwa: np. neuron n1 ª¡zy si� zneuronem n2 w taki sposób, »e n1 jest na górze n2.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18.2. SIECI KOHONENA 17918.2 Siei Kohonena18.2.1 Mehanizm wspóªzawodnitwaW±ród siei samoorganizuj¡yh istotn¡ rol� odgrywaj¡ siei, dziaªaj¡e w opariu o kon-kurenj� mi�dzy neuronami (siei konkurenyjne, ang. ompetitive network). Najz�±iejsiei tego typu s¡ jednowarstwowe i skierowane do przodu. Ka»dy neuron siei poª¡zonyjest ze wszystkimi skªadowymi n-wymiarowego wektora wej±iowego. Zasadnizy meha-nizm pray siei opiera si� na typowaniu tak zwanego zwyi�zy. Zwyi�z¡ jest tenneuron i ∈ {1, . . . , n}, dla którego (w danym yklu pray lub nauki) zahodzi nierówno±¢:
d(x,wwinner) = d(x,wi) = min

j∈{1,...,n}
d(x,wj), (18.1)gdzie d(·, ·) jest wybran¡ metryk¡ (miar¡ podobie«stwa). Oznaza to, »e zwyi�z¡ jestneuron i-ty (winner), którego wagi w s¡ najbli»sze wektorowi wej±iowemu x w sensiewybranej metryki d.Uwaga 18.2.Neuron winner jest neuronem, którego wagi w s¡ najbli»sze wektorowi wej±iowemu

x w sensie wybranej metryki. Oznaza to, »e w praktye formuªa (18.1) przyjmujeposta¢ albo
d(x,wwinner) = d(x,wi) = min

j∈{1,...,n}
d(x,wj),albo

d(x,wwinner) = d(x,wi) = max
j∈{1,...,n}

d(x,wj).Pierwsze z powy»szyh stosujemy, gdy metryka ma t¡ wªasno±¢, »e dla bli»szyh sobiewektorów zwraa mniejsze warto±i (np. odlegªo±¢ euklidesowa). Drugie stosujemy, gdymetryka ma t¡ wªasno±¢, »e dla bli»szyh sobie wektorów zwraa warto±¢ wi�ksz¡ (np.ilozyn skalarny). Mo»liwa jest tak»e sytuaja, gdy zarówno zamiast min jak i maxu»yta zostanie inna funkja pozwalaj¡a wyªoni¢ zwyi�z�. Nie zmienia to jednak ideiidziaªania tego typu siei.Zwykle odpowied¹ jest oblizana w opariu o neuron zwyi�ski2 lub tylko on podlegaproesowi uzenia3. Prowadzi to do �spejalizaj� neuronów i zwi�kszania ih stopniareakji po podaniu spey�znyh wzorów wej±iowyh. Na ogóª inny neuron reagujena inne dane wej±iowe a podzas uzenia stopie« tej reakji zwi�ksza si� o pozwalazaobserwowa¢ pewnego rodzaju wspóªzawodnitwo (konkurenj�) mi�dzy neuronami.Siei tego typu wprowadzone zostaªy przez Teuvo Kohonena ([8℄, [9℄, [10℄) na po-z¡tku lat 80-tyh i st¡d nosz¡ tak¡ nazw�. Przez ih twór� nazwane zostaªy samoor-ganizuj¡ym odwzorowaniem (ang. self-organizing map � SOM) lub samoorganizu-j¡ym odwzorowaniem eh (ang. self-organizing feature map � SOFM).Zasadniz¡ ide¡ pray siei tego typu jest typowanie neuronu zwyi�zy wedªug zale»-no±i (18.1). Wagi neuronu zwyi�zy s¡ zmieniane w kierunku wektora x (tzn. wektor
w zbli»a si� do wektora x) wedªug zale»no±i:

wwinner(t + 1) = wwinner(t) + η[x − wwinner(t)],2W sieiah tego typu nie ma razej klasyznego oblizania warto±i sygnaªu wyj±iowego jak to mamiejse w sieiah skierowanyh do przodu.3A je±li nie tylko on, to najsilniej on.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



180 ROZDZIA� 18. SIECI SAMOUCZ�CEgdzie η jest, jak zwykle, wspóªzynnikiem uzenia. Zbli»anie si� wektorów przekªada¢powinno si� na wzmonienie typowania jako winner-a danego neuronu przy ponownympodaniu jako obrazu wektora x.Bardzo z�sto ten elementarny mehanizm rozszerzany jest o wyst�powanie tzw. s¡-siedztwa. W najprostszym uj�iu, s¡siedztwo de�niowane jest w przestrzeni sygnaªówwej±iowyh jako miara odlegªo±i innyh neuronów od neuronu zwyi�zy. Maj¡ takokre±lone s¡siedztwo, zmianie mo»emy podda¢ wagi nie tylko neuronu zwyi�zy, alewszytkih jego s¡siadów:
wi(t + 1) = wi(t) + ηN(i, winner)[x − wi(t)], i ∈ N(winner)gdzie:

• N(winner) � jest zbiorem wszystkih s¡siadów neuronu zwyi�zy (wraz z nimsamym),
• N(i, winner) � jest miar¡ s¡siedztwa (blisko±i) neuronu i i neuronu winner. Miarata zwykle jest tym mniejsza im dalej od neuronu winner znajduje si� neuron i a po-nadto na ogóª maleje z zasem. W efekie w poz¡tkowym etapie nauki zmianianes¡ wagi zwyi�zy i pewnej ilo±i neuronów z jego otozenia. Nast�pnie otozenieto ulega systematyznemu zaw�»aniu a» do momentu, gdy zbiór N(winner) staniesi� jednoelementowy (b�dzie zawieraª tylko neuron winner).Zahowanie takie krótko mo»na sformuªowa¢ jako wprowadzanie podobnyh zmian wpodobnyh elementah i jak pokazuj¡ rysunki //tutu// ma on swoje praktyzne uzasad-nienie.Algorytm nauki, w którym adaptaji podlega tylko wektor wagowy zwyi�zy, nazy-wany jest algorytmem typu WTA (ang. winner takes all). Algorytm, w którym oprózzwyi�zy uaktualniaj¡ swoje wagi równie» neurony z jego s¡siedztwa, nazywany jestalgorytmem typu WTM (ang. winner takes most). Proes adaptaji wag w przypadkugdy okre±limy lub nie s¡siedztwo przedstawiaj¡ rysunki //tutu//.18.2.2 Miary odlegªo±iIstotnym elementem w przypadku siei samouz¡yh na zasadzie konkurenj, jest wybórmetryki, zyli sposobu mierzenia odlegªo±i pomi�dzy wektorem wej±iowym a wektoremwagowym. Do najpopularniejszyh nale»¡:
• Miara euklidesowa

d(x,w) = ‖x − w‖ =

√
√
√
√

n∑

i=1

(xi − wi)2,gdzie x i w s¡ wektorami n wymiarowymi, za± xi i wi s¡ ih i-t¡ skªadow¡.
• Ilozyn skalarny

d(x,w) = x · w = ‖x‖‖w‖ cos(x,w).

• Miara wedªug normy L1 (Manhattan)
d(x,w) =

√
√
√
√

n∑

i=1

|xi − wi|.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18.2. SIECI KOHONENA 181
• Miara wedªug normy L∞

d(x,w) = max
i∈{1,...,n}

|xi − wi|.Na rysunkah //tutu// zestawiono porównanie obszarów atrakji poszzególnyh neuro-nów przy ró»nyh miarah odlegªo±i. W szzególno±i zaobserwowa¢ mo»na, »e:
• wykorzystuj¡ miar� euklidesow¡ uzyskujemy podziaª przestrzeni na obszary domi-naji neuronów równowa»ny mozaie Voronoia, w której przestrze« wokóª punktówentralnyh jest stref¡ dominaji danego neuronu;
• zastosowanie ilozynu skalarnego, bez dodatkowyh zabiegów najz�±iej prowadzido niespójnego podziaªu przestrzeni.Przyjrzyjmy si� prostemu przykªadowi pokazuj¡emu, dlazego ilozyn skalarny stoso-wany do oryginalnyh danyh powodowa¢ mo»e zahowanie siei inne od ozekiwanego.Przykªad 18.1.ilozyn skalarny w przestrzeni z roznie umieszzonymi punktami Przykªad pokazuj¡ykoniezno±¢ �ingerenji� przyklad ze dla ilozynu skalarnego normalizaja jest koniezna(dla pozostalyh miar nie) ilozyn skalarny w przestrzeni z rozkªadem równomiernymdwuwymiarowyh danyh uz¡yh Przykªad pokazuj¡y koniezno±¢ �ingerenji� � po-dziaª przestrzeni W istoie, ilozyn skalarny prowadzi do podziaªu przestrzeni jak narysunku...�rodkiem zaradzym takiego, nieporz¡danego w przypadku wyboru ilozynu skalar-nego jako metryki, dziaªania siei jest normalizaja. Normalizaja mo»e by¢ dokonananna dwa sposoby.
• Przede�niowanie wszystkih n skªadowyh wektora x tak aby dªugo±¢ nowootrzy-manego wektora x′ wynosiªa 1:

x′ =
x

‖x‖ ,zyli
x′

i =
xi

√
∑n

j=1 x2
j

.

• Zwi�kszenie wymiaru przestrzeni o jeden przez taki wybór dodatkowej n + 1 skªa-dowej, aby speªniona byªa równo±¢:
n+1∑

i=1

x2
i = 1.Zwykle wi¡»e si� to z koniezno±i¡ wze±niejszego przeskalowania wektora x ∈ Rn,tak aby byªo mo»liwe speªnienie powy»szej równo±i.Normalizaji powinien by¢ poddany wektor uz¡y x lub wektor wagowy w. Je±li bowiemnormalizaji poddamy:

• wektory uz¡e x wówzas wektory wagowe, jako d¡»¡e do nih, te» stan¡ si�znormalizowane;Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• wektor wagowy w wówzas o warto±i ilozynu skalarnego dla wybranego wektora

x deyduje warto±¢ cos(x,w) (bo ‖w‖ jest staªa), przez o staje si� wspóln¡ miar¡dla aªej siei.Badania eksperymentalne potwierdzaj¡ potrzeb� stsowania normalizaji w przypadkuwektorów z maªyh przestrzeni. Znazenie normalizaji maleje, gdy wymiar przestrzenijest du»y, tj. n > 200. I ho¢ wykazano //tutu - gdzie?//, »e proes normalizajiprowadzi zawsze do spójnego podziaªu przestrzeni danyh to jednak normalizaja niejest �udownym lekiem� � przyjrzyjmy si� kolejnemu przykªadowi.Przykªad 18.2.sssNa rysunkah //tutu// zestawiono porównanie obszarów atrakji poszzególnyh neu-ronów przy ró»nyh miarah odlegªo±i po normalizaji (porównaj z rysunkami //tutu//).Uwaga 18.3.Mo»na by zapyta¢, dlazego jako miar� wykorzystuje si� ilozyn skalarny, skoro po-woduje on ró»ne problemy? Otó», je±li zaªo»y¢ normalizaj�, wówzas warto±¢ ilozynuskalarnego jest tym wi�ksza im bardziej wektor w przypomina wektor x. W tym przy-padku, przekªada si� to na bardziej naturaln¡ interpretaj�: zwyi�z¡ jest ten neuron,który zareaguje najsilniej na zadane pobudzenie. Rozpatrywanie po prostu odlegªo±i jakomiary trudno uzasadnia¢ biologiznie (bo zy neuron �mierzy� jak¡± odlegªo±¢?).18.2.3 Mehanizm zm�zenia neuronówTak jak w przypadku s¡siedztwa tak»e i ten mehanizm zapobie ma preferowaniu pew-nyh neuronów i pozostawieniu innyh niezmienionyh przez proes uzenia. Chodzi oto, aby da¢ szans� na zwyi�stwo tak»e i neuronom mniej aktywnym.Algorytm uz¡y lizb� zwyi�stw poszzególnyh neuronów wyra»an¡ przez wspóª-zynnik p nazywany potenjaªem. Warto±¢ tego wspóªzynnika podlega mody�kajipo ka»dorazowej prezentaji wzora uz¡ego, wedªug zale»no±i
pi(t + 1) =

{
pi(t) + 1

n
, gdy i 6= winner

pi(t) − pmin, gdy i = winner.Wspóªzynnik pmin oznaza minimalny potenjaª zezwalaj¡y na udziaª we wspóªzawod-nitwie. Je±li aktualna warto±¢ potenjaªu spadnie poni»ej pmin, wówzas dany neuron�odpozywa�. Opisany proes ma tak»e miejse w przypadku neuronów biologiznyh.Ka»dy neuron po uaktywnieniu przehodzi w stan refrakji (�odpozynku�) kiedy to po-zostaje niewra»liwy na pobudzenie. Jako maksymaln¡ warto±¢ pmin przyjmuje si� 1.Do±wiadzalnie ustalona optymalna warto±¢ tej staªej wynosi okoªo 0.75. Zauwa»my, »egdy pmin = 0 wówzas nie wyst�puje zm�zenie neuronów i w ka»dej hwili wspóªzawod-niz¡ wszystkie neurony. Je±li natomiast pmin = 1, wtedy neurony zwyi�»aj¡ kolejno,gdy» w dowolnym momenie tylko jeden z nih gotowy jest do wspóªzawodnitwa.18.2.4 Miara organizaji sieisss Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18.2. SIECI KOHONENA 18318.2.5 Algorytmy uzeniaZadaniem proedury nauki siei samouz¡ej jest dobór takih warto±i wektorów wag,które zminimalizuj¡ bª¡d popeªniany przy aproksymaji wektora wej±iowego x wektoremwagowym neuronu zwyi�zy. Zadanie to nosi tak»e nazw� kwantowania wektoro-wego (ang. vetor quantization). Numery neuronów zwyi�»aj¡yh podzas kolejnyhprezentaji wektorów wej±iowyh stanowi¡ niejako kod przypisany danemu wektorowi.Pozwala to np. na zast¡pienie tyh wektorów ih kodami przez o zmniejsza si� obj�to±¢przetwarzanyh danyh (mehanizm taki wykorzysta¢ mo»na np. przy zadaniu kompresji� patrz rozdziaª 34).Algorytm KohonenaAlgorytm Kohonena stanowi klasyk� w±ród algorytmów dla siei samouz¡yh. Dookre±lenia zwyi�zy wykorzystuje si� tutaj miar� euklidesow¡. Wyró»nia si� dwa typys¡siedztwa.S¡siedztwo prostok¡tne.
N(i, winner) =

{
1, gdy d(i, winner) ≤ λ
0, gdy d(i, winner) > λ,S¡siedztwo gaussowskie.

N(i, winner) = exp

(

−d2(i, winner)

2λ2

)W obu przypadkah parametr λ jest promieniem s¡siedztwa i maleje wraz z zasem uze-nia. Zauwa»my, »e w przypadku s¡siedztwa gausowskiego stopie« adaptaji jest zmiennyw zale»no±i od odlegªo±i od neuronu zwyi�zy. W przypadku s¡siedztwa prostok¡t-nego albo neuron podlega adaptai w takim samym stopniu jak neuron zwyi�za albowale nie podlega temu proesowi.18.2.6 Funkja bª�duJak mo»na zaobserwowa¢ na podanyh wze±niej przykªadah i wywnioskowa¢ z poda-nyh informaji, siei konkurenyjne dokonuj¡ podziaªu przestrzeni sygnaªów wej±io-wyh na grupy, nazywane tak»e klastrami. Klaster tworz¡ te punkty z przestrzeni sy-gnaªów wej±iowyh, które wedªug pewnej miary podobie«stwa s¡ do siebie podobne.Zwykle miar¡ podobie«stwa jest odlegªo±¢ od pewnego zadanego punktu, nazywanegoentrum klastra (grupy). Popularnym kryterium pomiaru jako±i klasteryzaji jest okre-±lenie nast�puj¡ej funkji bª�du
E =

∑

i∈L

‖wwinner − xi‖2,gdzie L jest zbiorem sygnaªów wej±iowyh, xi jest i-tym sygnaªem wej±iowym a wwinnerjest neuronem zwyi�z¡ dla sygnaªu xi. Poka»emy teraz, »e proedura samoouzeniasiei konkurenyjnej prowadzi do minimalizaji funkji E.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



184 ROZDZIA� 18. SIECI SAMOUCZ�CETwierdzenie 18.1. Aktualizaja wektora wagowego wedªug wzoru
wwinner(t + 1) = wwinner(t) + η[x − wwinner(t)],prowadzi do minimalizaji funkja bª�du E dla i-tego wzora

Ei =
1

2

n∑

j=1

‖wwinner,j − xi,j‖2.Dowód. Post�puj¡ analogiznie jak w przypadku reguªy delta, oblizaj¡ pohodn¡funkji Ei po zmiennej wab, otrzymujemy, formuª� na zmian� warto±i wag
∆wab =







−η ∂Ei

∂wab
gdy a = winner

0, gdy a 6= winner,Warto±¢ wyra»enia η ∂Ei

∂wab
dla a = winner wynosi:

∂Ei

∂wab

= wab − xib.Zatem
∆wab = −η(wab − xib) = η(xib − wab),o jest odpowiednikiem wzoru

wwinner(t + 1) = wwinner(t) + η[x − wwinner(t)],dla b-tej skªadowej wektora w. Pokazali±my zatem, »e metoda uzenia konkurenyjnegowynika z zastosowania gradientowej metody minimalizaji funkji.18.2.7 Sie¢ odwzorowa« � mapySpróbujemy najpierw wyja±ni¢ dlazego o sieiah Kohonena mówi si� tak»e samoorga-nizuj¡e mapy eh. Mianowiie wokóª neuronu zwyi�zy de�niuje si� topologiznes¡siedztwo. Oznaza to, »e okre±lamy domy±lne rozªo»enie neuronów w przestrzeni, okre-±laj¡ np. »e neuron n1 jest s¡siadem neuronu n2. Co wa»ne, s¡siedztwo to zahodzibez wzgl�du na faktyzne warto±i wag. Mo»e wi� okaza¢ si�, »e odlegªe w naszej prze-strzeni neurony s¡ s¡siadami4. Zauwa»my, »e w takim przypadku odlegªo±i pomi�dzyneuronami okre±lamy nie w odniesieniu do metryki zde�niowanej w przestrzeni sygnaªówwj±iowyh ale w odniesieniu do topologii samej siei.Siei tego typu wprowadzone zostaªy przez Teuvo Kohonena ([8℄, [9℄, [10℄) na po-z¡tku lat 80-tyh i st¡d nosz¡ tak¡ nazw� (tj. siei Kohonena). Przez ih twór� na-tomiast nazwane zostaªy samoorganizuj¡ym odwzorowaniem (ang. self-organizingmap � SOM) lub samoorganizuj¡ym odwzorowaniem eh (ang. self-organizing featuremap � SOFM).Odlegªo±i pomi�dzy neuronami mo»na wyznazy¢ zarówno w odniesieniu do metrykizde�niowanej w przestrzeni sygnaªów wej±iowyh, jak równie» odpowiednio w odnie-sieniu topologii samej siei. To drugie podej±ie pozwala okre±la¢ s¡siedztwo danegoneuronu w postai zbioru neuronów powi¡zanyh mi�dzy sob¡ odpowiednimi relajamitopologiznymi. Na rysunku poni»ej pokazano s¡siedztwo ró»nyh rozmiarów //tutuuzupeªni//.4To tak jak z lud¹mi: nie przestajemy by¢ s¡siadami tylko dlatego, »e np. wakaje sp�dzamy naprzeiwlegªyh kra«ah ziemi.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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y

x

1

1

dx

dy

Rysunek 18.1: Przykªadowe dane wraz z zaznazonymi zakresami zmienno±i.18.3 Uogólniona reguªa HebbaDziaªanie siei zaprezentowanyh w punkie 18.2 mo»e by¢ rozumiane jako transformajamapuj¡a wektory wej±iowe na pewien wektor binarny (z jedn¡ jedynk¡ odpowiadaj¡¡zwyi�zy i zerami na pozostaªyh lizbah) lub jako kwantyzaja tyh wektorów (przy-pisywanie ka»demu z nih pewnej lizby aªkowitej z ogranizonego zbioru warto±i).Wektory wagowe neuronów byªy aktualizowane w taki sposób, »e mogªy peªni¢ rol� pro-totypów dla tyh danyh wej±iowyh dla któryh zwyi�»aª ten sam neuron.Samoorganizaja opisana w tym podrozdziale prowadzi do transformaji (obrotu)przestrzeni sygnaªów wej±iowyh w taki sposób aby sygnaªy wyj±iowe byªy ze sob¡nieskorelowane a warianja sygnaªów wej±iowyh skupiona w kilku z nih. Przyjrzyjmysi� nast�puj¡emu przykªadowi.Rozwa»my punkty o wspóªrz�dnyh (x, y) przedstawione na rysunku 18.1. �atwomo»na zauwa»y¢, »e x i y s¡ ze sob¡ zwi¡zane w taki sposób, »e znaj¡ x wzgl�dnieªatwo mo»emy �odgadn¡¢� warto±¢ y (zale»no±¢ bliska liniowej). Wprowadzaj¡ nowyukªad wspóªrz�dnyh (e1, e2) mo»emy w nim opisa¢ dokªadnie te same punkty (rysunek18.2). Zauwa»my, »e
• nie ma »adnej zale»no±i pomi�dzy wspóªrz�dnymi punktów opisanyh w nowymukªadzie;
• zmniejszona zostaªa warianja (porównaj wielko±i dx i dy z de1 i de2);
• mo»na pomin¡ informaj� o drugiej wspóªrz�dnej w nowym ukªadzie gdy» zmieniasi� ona nieznaznie w porównaniu z pierwsz¡ wspóªrz�dn¡.Mówi¡ inazej, d¡»ymy do takiego przeksztaªenia sygnaªów wej±iowyh aby wy-doby¢ z nih istotne ehy wpªywaj¡e na ksztaªt sygnaªów bez potrzeby rozwa»aniawszystkih informaji.18.3.1 Analiza gªównyh skªadowyhIntuiyjnie rozumiana analiza gªównyh skªadowyh (ang. PCA � prinipal omponentanalysis) opisana zostaªa w poprzednim podrozdziale. Bardziej formalnie, analiza gªów-Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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y

x

1

1

de1

de2

e1

e2

Rysunek 18.2: Przykªadowe dane wraz z zaznazonymi zakresami zmienno±i.
d1 d2 d3 d4 d5 d6 d7 d8 d9 d10x 0.2 0.95 1.2 1.45 2.0 2.5 2.85 3.21 3.5 3.7y 0.4 0.75 1.35 1.7 1.8 2.3 3.0 3.01 3.3 3.0Tabela 18.2: Przykªadowy zbiór danyh.nyh skªadowyh jest metod¡ statystyzn¡ okre±laj¡¡ przeksztaªenie liniowe

y = wxprzeksztaªaj¡e wektor x ∈ Rn opisuj¡y pewien proes stohastyzny w wektor y ∈ Rmprzy pomoy maierzy w ∈ Rm×n, przy zym m ≪ n. Przeksztaªenie to powinnozosta¢ wybrane w taki sposób aby zahowane zostaªy najwa»niejsze informaje dotyz¡eproesu. Odnosz¡ si� do przykªadu, mo»na powiedzie¢, »e przeksztaªenie to zmniejszailo±¢ informaji zawartej we wzajemnie skorelowanyh danyh wej±iowyh i odwzorowujego w zbiór statystyznie niezale»nyh skªadników wedªug ih �wa»no±i�. Jest to wi�pewnego rodzaju metoda kompresji.Tak wi� analiza gªównyh skªadowyh jest proesem pozwalaj¡ym na wykryiepewnyh prawidªowo±i (istotnyh ró»ni i podobie«stw) we wzorah. W teorii sieineuronowyh operaja analizy gªównej skªadowej realizowana jest przez reguª� uzeniaOji o zym powiemy w dalszej z�±i tego rozdziaªu. Zanim to poka»emy, przybli»mynajpierw sam¡ metod� analizy gªównej skªadowej. Aby mo»liwa byªa dalsza lektura tegopunktu nale»y z rozdziaªu 4 przypomnie¢ sobie informaje zwi¡zane z:
• warto±i¡ ozekiwan¡,
• warianj¡,
• odhyleniem standardowym,
• korelaj¡,
• wektorami wªasnymi.Analiza gªównyh skªadowyh � przykªadKrok 1: pozyskanie danyh. Wyst�powanie tego kroku jest ozywiste. Jako jedynesªowo komentarza w tym miejsu nadmie«my, »e w przykªadzie wykorzystamy danepohodz¡e z przestrzeni dwuwymiarowej ze wzgl�du na ªatwo±¢ ih prezentaji.Nieh wi� zbiór danyh skªada si� z 10 punktów zebranyh w tabeli18.2 i przedstawionyh na rysunku 18.3. Odpowiadaj¡a temu zbiorowi maierz

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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y
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1Rysunek 18.3: Rozmieszzenie przykªadowyh danyh w przestrzeni R2.
D ma posta¢:

D =



















0.2 0.4
0.95 0.75
1.2 1.35
1.45 1.7
2.0 1.8
2.5 2.3
2.85 3.0
3.21 3.01
3.5 3.3
3.7 3.0

















Krok 2: oblizenie ±redniej. W kroku tym lizymy ±redni¡ warto±¢ dla ka»dej skªa-dowej (w naszym przypadku ±rednie oblizamy dla x i y oznazaj¡ je przez x̄i ȳ) i odejmujemy j¡ od odpowiednih skªadowyh otrzymuj¡ nowy zbiór D′ =

{[x′
1, y

′
1], . . . , [x′

10, y
′
10]}:

x̄ =

∑10
i=1 x

10
, ȳ =

∑10
i=1 y

10

x′
i = xi − x̄, y′i = yi − ȳ, i = 1, . . . , 10.Przez Dmean oznazamy wektor ±rednih:

Dmean = [x̄, ȳ]Dla danyh z tabeli 18.2 otrzymujemy ±rednie: x̄ = 2.156 oraz ȳ = 2.061. Warto±izmiennyh x′ oraz y′ zebrano w tabeli 18.3.Krok 3: oblizenie maierzy kowarianji. Poniewa» dane pohodz¡ z przestrzenidwuwymiarowej wi� maierz kowarianji jest wymiaru 2 × 2.
C =

(
cov(x, x) cov(x, y)
cov(y, x) cov(y, y)

)

,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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d′1 d′2 d′3 d′4 d′5 d′6 d′7 d′8 d′9 d′10x' -1.956 -1.206 -0.956 -0.706 -0.156 0.344 0.694 1.054 1.344 1.544y' -1.661 -1.311 -0.711 -0.361 -0.261 0.239 0.939 0.949 1.239 0.939Tabela 18.3: Przykªadowa zbiór danyh po odj�iu ±rednih.

y

x

1

1

Rysunek 18.4: Rozkªad elementów zbioru D′ wraz z zaznazonymi wektorami wªasnymi.gdzie
cov(x, x) =

P10
i=1 x′

ix
′
i

9

cov(x, y) =
P10

i=1 x′
iy

′
i

9

cov(y, x) =
P10

i=1 y′
ix

′
i

9

cov(y, y) =
P10

i=1 y′
iy

′
i

9Dla danyh z tabeli 18.3 otrzymujemy:
C =

(
1.402026 1.183826
1.183826 1.048654

)Krok 4: oblizenie wektorów i warto±i wªasnyh maierzy kowarianji. Poniewa»maierz kowarianji jest prostok¡tna, wi� mo»emy oblizy¢ jej wektory i warto±iwªasne (odpowiednio e1, e2 oraz λ1, λ2).
e1 = [0.757501, 0.652834], λ1 = 2.42228,

e2 = [−0.652834, 0.757501], λ2 = 0.0284014.Na rysunku 18.4 pokazano rozkªad elementów zbioru D′ wraz z zaznazonymi wek-torami wªasnymi. Wektory wªasne wyznazaj¡ niejako �kierunki� zmian danyh.Dalsze etapy dokonuj¡ takiej transformaji danyh, aby mo»na je opisa¢ przy po-moy wyznazonyh wektorów.Krok 5: wybór skªadowyh. Przygl¡daj¡ si� wektorom i warto±iom wªasnym ob-lizonym w kroku 4 zauwa»y¢ mo»na, »e wektor wªasny, dla którego obserwjemynajwi�ksz¡ zmienno±¢ danyh ma najwi�ksz¡ warto±¢ wªasn¡. Wektor ten nazy-wamy skªadnikiem gªównym (ang. priniple omponent). I nie jest to przypa-dek. W ogólno±i, po oblizeniu wektorów wªasnyh i odpowiadaj¡yh im warto±iSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18.3. UOGÓLNIONA REGU�A HEBBA 189wªasnyh, porz¡dkujemy je wedªug malej¡yh warto±i wªasnyh. W ten sposóbustawiamy skªadowe od najwa»niejszej do najmniej istotnej. Im warto±¢ wªasnajest mniejsza, tym mniej istotna jest dana skªadowa. Wybieraj¡ teraz tylko nie-które ze skªadowyh � te najwa»niejsze � mo»emy oryginalne dane przeksztaªi¢ wnowy zbiór (zªo»ony z elementów o mniejszym wymiarze), który b�dzie opisywaªtylko te � najwa»niejsze naszym zdaniem ehy � które wybrali±my uprzednio. Wy-brane w ten sposób wektory wªasne tworz¡ maierz nazywan¡ wektorem (maierz¡)eh (ang. feature vetor).W naszym przypadku mo»emy zbudowa¢ trzy takie wektory:
f0 = [e1, e2], f1 = [e1], f2 = [e2].Jakie konsekwenje poi¡ga za sob¡ wybór ka»dej z nih, poka»emy w nast�pnymkroku.Krok 6: transformaja danyh. W kroku tym dokonujemy transformaji danyh we-dªug skªadowyh (wektorów wªasnyh) które wybrali±my:

Dfin = fT × D′T ,gdzie Dfin to dane po transformaji, f to wybrany wektor eh. Na rysunku18.5 przedstawiono zbiór danyh D′ i jego posta¢ po transformaji w zale»no±iod wybranego wektora eh. W ten oto sposób wyrazili±my oryginalne dane wterminah najwa»niejszyh skªadowyh.Krok 7: odzyskanie danyh oryginalnyh. Krok 6 zasadnizo zako«zyª proes ana-lizy gªównyh skªadowyh i wyra»ania danyh w ih terminah. Jak mo»na zauwa-»y¢, wybieraj¡ najwa»niejsze skªadowe dokonujemy kompresji danyh, bo zmniej-szamy wymiar doelowej przestrzeni zahowuj¡ informaj� o najwa»niejszyh e-hah. Dane oryginalne mo»emy przywrói¢ posªuguj¡ si� formuª¡
DT

dec = (f × DT
fin) + DT

meanPami�ta¢ musimy tylko o tym, »e redukja danyh na etapie �kompresji� jest nie-odwraalna i nie ma mo»liwo±i przywróenia oryginalnyh danyh w 100% je±lipomini�ta zostaªa ho¢by jedna skªadowa. Na rysunku 18.6 przedstawiono ory-ginalny zbiór danyh i jego posta¢ po �dekompresji� w zale»no±i od wybranegouprzednio wektora eh.18.3.2 Sie samoorganizuj¡a si� w opariu o uogólnion¡ reguª� HebbaRozwa»amy sie¢ jednowarstwow¡ o n wej±iah, m wyj±iah, z liniowymi modelamineuronu (z liniow¡ funkj¡ aktywaji) uzon¡ metod¡ Hebba.De�nija 18.1 (Metoda Hebba). Metoda Hebba wykorzystuje wyniki obserwaji neuro-biologiznyh. Zgodnie z nimi waga powi¡za« pomi�dzy dwoma nauronami wzrasta przyjednozesnym wzajemnym pobudzeniu obu neuronów. W przeiwnym przypadku maleje.Zastosowanie tej obserwaji prowadzi do wzoru na aktualizaj� wag postai:
∆wij = ηxjyi,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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(d)Rysunek 18.5: Zbiór danyh D′ i jego posta¢ po transformaji w zale»no±i od wybranegowektora eh: (a) � dane tworz¡e zbiór D′, (b) � zbiór D′ po transformaji przy pomoywektora f0, () � zbiór D′ po transformaji przy pomoy wektora f1, (d) � zbiór D′ potransformaji przy pomoy wektora f2.
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1 (d)Rysunek 18.6: Zbiór danyh D i jego posta¢ po transformaji i �dekompresji� w zale»no±iod wybranego wektora eh: (a) � dane tworz¡e zbiór D, (b) � dla wektora f0, () �dla wektora f1, (d) � dla wektora f2.
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192 ROZDZIA� 18. SIECI SAMOUCZ�CEgdzie xj jest sygnaªem wej±iowym przehodz¡ym przez poª¡zenie o wadze wij za± yijest wyj±iem z i-tego neuronu. A zatem metoda ta mo»e by¢ wykorzystana do uzeniabez nauzyiela. Je±li jednak znane s¡ prawidªowe odpowiedzi, wówzas powy»szy wzórprzyjmuje posta¢:
∆wij = ηxjti,gdzie ti jest ozekiwan¡ odpowiedzi¡ i-tego neuronu. Taki sposób mody�kaji warto±i wagmo»e prowadzi¢ do ih nadmiernego wzrostu w przypadku wielokrotnego prezentowaniatakiego samego wzora. St¡d te» zwykle stosuje si� pewne mody�kaje tej metody, np.:

• dodaj¡ wspóªzynnik zapominania:
∆wij = ηxjyi + γwijyi,gdzie γ jest wspóªzynnikiem zapominania;

• wprowadzaj¡ normalizaje wektora wagowego:
wij(t + 1) =

wij(t) + ηxjyi

‖wi(t) + ηxyi‖
, (18.2)gdzie wi(t) = [wi1(t), . . . , win(t)] oraz xyi(t) = [x1yi, . . . , xnyi].Traktuj¡ norm� jako operator zwraaj¡y dªugo±¢ wektora5, oznazmy go przez L:

L(x) = ‖x‖.Korzystaj¡ ze wzoru Taylora (de�nija 4.13 na stronie 46) mo»emy teraz rozwin¡¢funkje L′(η) = L(wi(t)+ηxyi) dla i = 1, . . . ,m w punkie η = 0 (przyjmuj¡ w de�niji4.13: a = 0 i dowolne b > 0; funkja L(η) jest klasy C∞) otrzymujemy:
L′(η) = L′(0) +

η

1!
L′1(0) +

(η)2

2!
L′2(0) + · · · +

(x)n

n!
L′n(0) + Rn(x, 0)lub równowa»nie:

L′(η) = L′(0) +
η

1!
L′1(0) + O(η2).Z ostatniego i ze zmody�kowanej reguªy Hebba (18.2) otrzymujemy:

wij(t + 1) =
wij(t) + ηxjyi

‖wi(t) + ηxyi‖

=
wij(t) + ηxjyi

L(wi(t) + ηxyi)

=
wij(t) + ηxjyi

L′(η)

=
wij(t) + ηxjyi

L′(0) + η
1!L

′1(0) + O(η2)

=
wij(t) + ηxjyi

L(w(t)) + ηL′1(0) + O(η2)

=
wij(t) + ηxjyi

1 + ηL′1(0) + O(η2)
.5Poniewa» interesuje nas dªugo±¢, wi� u»ywa¢ b�dziemy normy euklidesowej.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18.3. UOGÓLNIONA REGU�A HEBBA 193Zauwa»my teraz, »e dla maªyh η > 0 zahodzi nast�puj¡y zwi¡zek:
1

1 + ηa
= 1 − ηa + O(η2).St¡d:

wij(t + 1) =
wij(t) + ηxjyi

1 + ηL′1(0) + O(η2)

= (wij(t) + ηxjyi)
1

1 + ηL′1(0) + O(η2)

= (wij(t) + ηxjyi)(1 − ηL′1(0) + O(η2))o po odrzueniu reszty prowadzi do wyra»enia6
wij(t + 1) = (wij(t) + ηxjyi)(1 − ηL′1(0)).Polizymy teraz (pierwsz¡) pohodn¡ funkji L′ w punkie η = 0:

L′1(η)|η=0 = L(wi(t) + ηxyi)
1|η=0

=





√
√
√
√

n∑

q=1

(wiq + ηxqyi)2





1∣∣
∣
∣
∣
∣
η=0

=
1

2

1
(√∑n

q=1(wiq + ηxqyi)2
) ·





n∑

q=1

(wiq + ηxqyi)
2





1∣∣
∣
∣
∣
∣
η=0

=
1

2

1
(√∑n

q=1(wiq + ηxqyi)2
) ·





n∑

q=1

2(wiq + ηxqyi) · (xqyi)





∣
∣
∣
∣
∣
∣
η=0

=
1

2

1
(√∑n

q=1(wiq)2
) ·





n∑

q=1

2(wiq) · (xqyi)



Uwzgl�dniaj¡ teraz, »e7:
√
√
√
√

n∑

q=1

(wiq)2 = ‖wi‖ = 1oraz
n∑

q=1

wiqxq = yiotrzymujemy ostateznie:
L′1(η)|η=0 = y2

i .6W tym przypadku znak równo±i nale»y bardziej rozumie¢ jako staje si� a nie symbol oznazaj¡ytakie same warto±i wyra»e« po lewej i prawej stronie.7Zwi¡zek ten jest wynikiem wprowadzenia normalizaji w regule Hebba.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



194 ROZDZIA� 18. SIECI SAMOUCZ�CEA zatem:
wij(t + 1) = (wij(t) + ηxjyi)(1 − ηL′1(0))

= (wij(t) + ηxjyi)(1 − ηy2
i )

= wij(t) − ηwijy
2
i + ηxjyi − η2xjy

3
io po ogranizeniu si� do pierwszyh trzeh zynników pozwala okre±li¢ wzór na zmian�warto±i wag:

wij(t + 1) = wij(t) + ηyi(xj − wijyi).Wzór ten nosi nazw� wzoru (reguªy) Oji.Przyjmijmy teraz, »e nasza sie¢ skªada si� z tylko jednego neuronu (zyli m = 1).Dwa alternatywne zdania na temat proesu uzenia s¡ prawdziwe:
• Uzenie zmierza do minimalizaji funkji bª�du.
• Uzenie zmierza do ustabilizowania si� wektorów wagowyh.Pierwsze ze zda« pojawiaªo si� ju» dosy¢ z�sto, wi� przyjrzyjmy si� drugiemu z nih.Drugie ze zda« szzególnie mono widozne jest w przypadku siei samouz¡yh.Oto bowiem rozpozynaj¡ nauk� od pewnyh losowyh warto±i wag, d¡»ymy do ta-kiego stanu a» wektor wagowy przestanie si� zmienia¢. Oznaza¢ to b�dzie, »e sie¢ � jestju» nauzona� a razej, »e �si� nauzyªa�. Tak wi� po dostateznie dªugim proesieuzenia wektor wag pozostawaªby w s¡siedztwie pewnego punktu � punktu równowagi.Ozywi±ie gdyby proes nauki byª nadal kontynuowany to, proporjonalnie do wspóª-zynnika uzenia, wektor ten zmieniaªby nieznaznie swoj¡ warto±¢, pozostaj¡ jednakaªy zas wokóª swojego punktu równowagi. Tak wi� w punkie równowagi wszelkiezmiany wag, w sensie warto±i ±redniej, równaj¡ si� zero.Nieh teraz x oznaza n-wymiarowy wektor sygnaªów wej±iowyh, taki »e E(x) =

0. Zauwa»m, »e krok 2 w przedstawionym wze±niej przykªadzie realizowaª wªa±nieten postulat � przeksztaªaª dane w taki sposób, aby ih warto±¢ ozekiwana (±rednia)wynosiªa 0. Dalej, nieh R b�dzie okre±lone wedªug wzoru
R = E[(x − Ex)(x − Ex)]. (18.3)Zauwa»my, »e zaªo»enie to realizowane byªo przez krok 3 wspomnianego algorytmu, wktórym to lizyli±my maierz kowarianji postai

cov(X,Y ) = E[(X − EX)(Y − EY )],o przy przyj�iu zaªo»enia, »e X jest pierwsz¡ skªadow¡ wektora x a Y � drug¡ prowadzido (18.3). Wówzas zahodzi nast�puj¡e twierdzenie:Twierdzenie 18.2. W wyniku mody�kaji wag wedªug reguªy Oji wektor wagowy d¡»ydo takiego wektora w, dla którego:
• Wektor w le»y w kierunku maksymalnego wektora wªasnego8 maierzy R.
• ‖w‖ = 1.8Pisz¡ �maksymalny wektor wªasny� mamy na my±li ten z wektorów wªasnyh, któremu odpowiadanajwi�ksza warto±¢ wªasna.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



18.3. UOGÓLNIONA REGU�A HEBBA 195Dowód.Pozynione do tej pory zaªo»enia wraz z powy»szym twierdzeniem pozwalaj¡ znale¹¢pierwsz¡ gªówn¡ skªadow¡. Przyjrzyjmy si� teraz jak mo»na wyznazy¢ kolejne skªadowe.Rozwa»my pewien sygnaª x′, który mo»emy wyrazi¢ w przestrzeni rozpi�tej na wektorahwªasnyh maierzy R jako:
x′ =

n∑

i=1

α′
iei.Odejmuj¡ teraz od sygnaªu x′ skªadow¡ na kierunku e1 i oznazaj¡ tak¡ ró»ni� przez

x′′

x′′ = x′ − α′
1e1 =

n∑

i=1

α′′
i eimamy pewno±¢, »e poddanie sygnaªu x′′ proesowi analizy gªównej skªadowej spowoduje,»e wspóªzynnik α′′

1 b�dzie równy 0. Stanie si� tak, gdy» w sygnale x′′ nie b�dzie ju»»adnyh informaji zwi¡zanyh ze skªadow¡ e1, która wªa±nie zostaªa odj�ta. A zatemdodaj¡ do siei kolejny (drugi) neuron i uz¡ go na sygnale x′′ znajdziemy drug¡skªadow¡. Kontynuuj¡ to post�powanie, mo»na zbudowa¢ sie¢ znajduj¡¡ wszystkielub okre±lon¡ ilo±¢ skªadowyh. Dokªadny opis algorytmu zamieszzono w ¢wizeniu zrozdziaªu 33.
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Rozdziaª 19Siei neuronowe o radialnyhfunkjah bazowyh19.1 Matematyzne podstawySiei z radialnymi funkjami aktywaji stanowi¡ w pewnym sensie uzupeªnienie sieisigmoidalnyh. Pojedy«zy neuron sigmoidalny reprezentuje w przestrzeni wielowymia-rowej S hiperpªaszzyzn� dziel¡¡ t� przestrze« na dwie z�±i (klasy) P oraz N w takisposób aby zahodziªy warunki 16.11 oraz 16.12 z rozdziaªu 16:
n∑

i=1

wix
P
i ≥ wn+1,

n∑

i=1

wix
N
i < wn+1.Konsekwenj¡ tego s¡ trudno±i w przypadku rozwi¡zywania zada« gdzie punkty tworz¡wyra¹nie odró»niaj¡e si� i wymieszane skupiska punków (porównaj rysunek //uzup//).W tego typu przypadkah najlepiej je±li mo»na wykorzysta¢ narz�dzie dokonuj¡e np.�koªowego� podziaªu przestrzeni wokóª pewnego punktu entralnego1. Wªa±nie takieodwzorowanie realizuj¡ siei radialne.De�nija 19.1. Radialna funkja bazowa (ang. radial basis funtion - RBF), jestfunkj¡, której warto±¢ zale»y zwykle wyª¡znie od odlegªo±i argumentu x od okre±lonegopunktu c w taki sposób, »e zahodzi

φ(x, c) = φ(‖x − c‖).Punkt c nazywany jest entrum funkji radialnej i na ogóª jest parametrem a niezmienn¡, dlatego zasem pisze si�
φ(x) = φ(‖x − c‖).Przykªadami najz�±iej wykorzystywanyh funkji radialnyh s¡1Termin �koªowy� nie musi by¢ konieznie potraktowany dosªownie, mo»e to by¢ na elipsa, lub jaki±inny ksztaªt, ale skupiony wokóª pewnego punktu entralnego.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 19.1: Wykres funkji φ(x) = exp(−2|x − 1|2).gaussowska (ang. gaussian)
•

φ(x) = exp(−β‖x − c‖2), β > 0,

•
φ(x) = exp

(

−‖x − c‖2

r2

)

= exp

(

−‖x − c‖2

2σ2

)

, σ > 0,wielokwadratowa (ang. multiquadrati)
φ(x) =

√

‖x − c‖2 + r2,wielomianowa (ang. polynomial)
φ(x) = ‖x − c‖2 + r2,liniowa

φ(x) = ‖x − c‖,ienkiej pªytki (ang. thin-plate spline)
φ(x) = ‖x − c‖2 log(‖x − c‖).Wprowad¹my teraz de�nij� analogizn¡ do separowalno±i liniowej, ale dotyz¡¡neuronów radialnyh.De�nija 19.2 (f -separowalno±¢). Nieh f = [f1, . . . , fk] b�dzie funkj¡ dziaªaj¡¡ zprzestrzeni Rn w przestrze« Rk. Ka»dy zbiór S skªadaj¡y si� z s punktów nale»¡yh dodwóh ró»nyh klas P i N nazywamy f -separowalnym je±li zbiór f(x) : x ∈ S jest liniowoseparowalny.

f -separowalno±¢ oznaza, »e istnieje k wymiarowy wektor w taki, »e dla wszystkih
xP ∈ P oraz xN ∈ N zahodzi

k∑

i=1

wifi(x
P ) ≥ 0,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 19.2: Wykres funkji φ(x) = exp(− |x−2|2
32 ).

-5 -2.5 2.5 5 7.5 10

5

6

7

8

9

Rysunek 19.3: Wykres funkji φ(x) =
√

|x − 2|2 + 42.
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Rysunek 19.4: Wykres funkji φ(x) = |x − 5|2 + 22.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rysunek 19.5: Wykres funkji φ(x) = |x − 5|.
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Rysunek 19.6: Wykres funkji φ(x) = |x − 2|2 log(|x − 2|).
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k∑

i=1

wifi(x
N ) < 0.De�nija 19.3. Nieh φ = [φ1, . . . , φk] b�dzie wektorem funkji radialnyh, takih »e

φi : Rn → R dla i = 1, . . . , k. Dwa zbiory punktów P oraz N , takie »e P,N ⊂ R
nnazywamy nieliniowo φ-separowalnymi je±li dla ka»dego punktu xP = (xP

1 , . . . , xP
n ) ∈

P oraz xN = (xN
1 , . . . , xN

n ) ∈ N istnieje k lizb rzezywistyh w1, . . . , wk, takih, »e
k∑

i=1

wiφi(x
P ) ≥ 0, (19.1)

k∑

i=1

wiφi(x
N ) < 0. (19.2)Podstaw¡ matematyzn¡ funkjonowania siei radialnyh, jest nast�puj¡e twierdze-nie Covera:Twierdzenie 19.1 (Cover, 1965). Nieh f b�dzie funkj¡ dziaªaj¡¡ z przestrzeni Rn wprzestrze« Rk. Ka»dy zbiór S skªadaj¡y si� z s losowo wybranyh punktów z przestrzeni

Rn jest f -separowalny z prawdopodobie«stwem
k−1∑

j=0

(
s − 1

j

)

/2s−1.Jak wida¢ dla ustalonego s prawdopodobie«stwo wzrasta wraz ze wzrostem k a wi�ze wzrostem wymiaru przestrzeni rzutowania. Je±li k ≈ s wówzas prawdopodobie«stwotego, »e elementy zbioru S s¡ f -separowalne liniowo jest równe 1. Mówi¡ inazej, praw-dopodobie«stwo separowalno±i elementów zbioru S wzrasta wraz ze wzrostem wymiaruprzestrzeni, na któr¡ rzutujemy te elementy.W kontek±ie radialnyh sztuznyh siei neuronowyh oznaza to, »e je±li przyj-miemy dostatezn¡ ilo±¢ neuronów z radialn¡ funkj¡ aktywaji φi to uda si� z praw-dopodobie«stwem równym 1 znale¹¢ taki wektor wagowy w (zyli nauzy¢ sie¢) abyspeªnione byªy zale»no±i 19.1 oraz 19.2. Innymi sªowy uda si� znale¹¢ tak¡ funkj� fpostai
f(x) =

k∑

i=1

wiφi(x), (19.3)»e speªnione b�d¡ zale»no±i 19.1 oraz 19.2.W ogólno±i nauka sztuznej siei neuronowej z matematyznego punktu widzeniarównowa»na jest zadaniu poszukiwania takiej funkji f , dla której zahodzi
f(xi) = ti, i = 1, . . . , sgdzie ti jest ozekiwan¡ warto±i¡ w punkie xi a s okre±la ilo±¢ tyh punktów. Jest towi� typowe zadanie interpolayjne.Siei poznane do tej pory rozwi¡zywaªy to zadanie na zasadzie aproksymaji globalnejjako, »e dotyzyªa ona wielu neuronów naraz.Odmiennym sposobem post�powania jest lokalne dopasowanie wielu pojedynzyhfunkji aproksymaji do zadanyh warto±i. W takim przypadku odwzorowanie peª-nego zbioru danyh jest sum¡ odwzorowa« lokalnyh. W tym przypadku mówimy oSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



202 ROZDZIA� 19. SIECI NEURONOWE O RADIALNYCH FUNKCJACHBAZOWYCHaproksymaji lokalnej, poniewa» oddziaªywanie pojedynzyh tzw. funkji bazowyhobserwowane jest tylko w w¡skim obszarze przestrzenni danyh.St¡d mo»emy powiedzie¢, »e sie¢ neuronowa typu radialnego dziaªa na zasadzie wie-lowymiarowej interpolaji s ró»nyh wektorów wej±iowyh z n wymiarowej przestrzeniw zbiór k lizb rzezywistyh. Przyjmuj¡ k = s oraz entra funkji radialnyh φ (np.funkji gaussowskih) jako kolejne elementy xi (tzn. φi(·) = φ(·, xi)), równanie przyjmieposta¢ ukªadu równa« liniowyh
φ11 φ21 . . . φs1

φ12 φ22 . . . φs2

. . . . . . . . . . . .
φ1s φ2s . . . φss

·
w1

w2

. . .
ws

=

t1
t2
. . .
ts

(19.4)gdzie φij oznaza warto±¢ i-tej funkji φ w j-tym punkie xi. W wielu przypadkahukªad ten posiada rozwi¡zanie. Niestety rozwi¡zanie to jest tylko teoretyzne. Z prak-tyznego punktu widzenia prowadzi ono bowiem do niesatysfakjonuj¡yh wªa±iwo±iuogólniaj¡yh siei. i znaznyh nakªadów oblizeniowyh (maierz zªo»ona z funkji
φ ma wymiar s × s). Problem postawiony w ten sposób staje si� przewymiarowany,gdy» lizba zmiennyh w równaniu przewy»sza wielokrotnie wszelkie stopnie swobodymodelowanego proesu. Dzieje si� tak, poniewa» dla ka»dego z s wektorów wej±iowyhsie¢ stworzyªaby jeden neuron. Rezultatem nadmiarowo±i wag b�dzie dopasowanie mo-delu (siei) do wszelkih szumów i niedokªadno±i wyst�puj¡yh w danyh. W efekieotrzymana hiperpªaszzyzna interpoluj¡a b�dzie mono niegªadka o przeªo»y si� na nie-wielkie zdolno±i uogólniania. Dlatego te» nale»y przeprowadzi¢ redukje lizby funkjibazowyh tak, aby znale¹¢ optymalne, przybli»one rozwi¡zanie w przestrzeni o mniej-szym wymiarze.19.2 Neuronowa sie¢ radialnaKonkluzj¡ z poprzedniego rozdziaªu jest koniezno±¢ poszukiwania rozwi¡zania subop-tymalnego, aproksymuj¡ego rozwi¡zanie dokªadne, w przestrzeniah o mniejszym wy-miarze ni» s. Przy ogranizeniu si� do k funkji bazowyh równanie (19.4) przyjmieposta¢

φ11 φ21 . . . φk1

φ12 φ22 . . . φk2

. . . . . . . . . . . .
φ1s φ2s . . . φks

·
w1

w2

. . .
wk

=

t1
t2
. . .
tsa rozwi¡zanie aproksymuj¡e mo»na przedstawi¢ w postai

f(x) =
k∑

i=1

wiφi(x, ci), (19.5)gdzie ci, i = 1, . . . , k jest zbiorem entrów jakie nale»y wyznazy¢. W szzególno±iprzyjmuj¡ k = s mamy sytuaj� z poprzedniego podrozdziaªu i otrzymujemy rozwi¡za-nie dokªadne.Tak wi� z teoretyznego punktu widzenia zadanie polega na dobraniu odpowiedniejlizby parametrów funkji radialnyh (tj. ci) oraz takim doborze wag wi, i = 1, . . . , kSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



19.3. METODY UCZENIA 203aby rozwi¡zanie funkji f(x) najlepiej przybli»aªo rozwi¡zanie dokªadne. Problem tensprowadza si� do minimalizaji funkji elu E opisanej równaniem
E =

s∑

i=1

[ k∑

j=1

wjφ(xi, cj) − ti

]2

,gdzie
• k jest lizb¡ funkji radialnyh,
• s lizb¡ próbek uz¡yh,
• xi wektorem wej±iowym,
• ti ozekiwan¡ (zadan¡) warto±i¡.Rozwi¡zanie (19.5) mo»na intepretowa¢ w postai neuronowej siei radialnej (RBF,ang. radial basis funtion) o strukturze przedstawionej na rysunku //uzup// (dla uprosz-zenia przyj�to jedno wyj±ie). Sie RBFma struktur� dwuwarstwow¡. Neurony warstwypierwszej reprezentuj¡ odwzorowanie nieliniowe realizowane przez neurony o radialnyhfunkjah bazowyh. Neurony wyj±iowe s¡ liniowe a ih rol¡ jest sumowanie wa»onyhsygnaªów z warstwy pierwszej.19.3 Metody uzeniaMówi¡ o metodah nauki w przypadku siei radialnyh mo»emy mówi¢ o:
• metodah doboru parametrów funkji bazowyh;
• metodah doboru wag neuronów warstwy wyj±iowej;
• kompleksowyh metodah pozwalaj¡yh na dobór zarówno parametrów jak i war-to±i wag.19.3.1 Dobór parametrówJest to zasadnizy problem zwi¡zany z nauk¡ siei radialnyh wpªywaj¡y na ostatezn¡jako±¢ nauki siei. Sposród wielu metod doboru parametrów (entrów) funkji radialnyhw dalszej z�si ogranizymy si� do dwóh:
• wybór losowy,
• wybór przy zastosowaniu proesu samoorganizaji.Wybór losowyJest to najprostsze rozwi¡zanie, w którym wybór parametrów funkji dokonywany jest lo-sowo przy rozkªadzie równomiernym. Przy wyborze gaussowskiej funkji radialnej przyj-mujemy warto±¢ odhylenia standardowego funkji zale»n¡ od rozrzutu losowo wybranyhentrów

σ =
d√
2n

,gdzie d oznaza maksymaln¡ odlegªo±¢ mi�dzy entrami a n jest ilo±i¡ entrów.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



204 ROZDZIA� 19. SIECI NEURONOWE O RADIALNYCH FUNKCJACHBAZOWYCHWybór przy zastosowaniu proesu samoorganizajiZnaznie lepsze wyniki ni» wybór losowy uzyskuje si� stosuj¡ wst�pny podziaª danyhwej±iowh na klastry przy pomoy jednej z wielu proedur samoorganizaji. Mo»naw tym elu wykorzysta¢ zarówno algorytmy przeznazone dla siei samoorganizuj¡yhsi� na zasadzie rywalizaji jak i inne np. K-u±rednie«2. Proes samoorganizaji za-stosowany do danyh uz¡yh powoduje podziaª przestrzeni sygnaªów wej±iowyh naobszary Voronoia (obszary atrakji), reprezentuj¡e oddzielne grupy danyh. Centrumklastra uto»samiamy z entrum odpowiedniej funkji bazowej. Lizba funkji jest równalizbie klastrów. Dodatkowe parametry wyznazamy w opariu o klastry, np. szeroko±¢funkji jest równa rozrzutowi danyh w klastrze.19.3.2 Dobór wagDobór wag, zgodnie z podanymi wze±niej informajami, dotyzy tylko warstwy wyj-±iowej. St¡d mo»na w tym przypadku u»y¢ wªa±iwie dowolnego algorytmu nauki sieijednowarstwowyh. Mo»na tak»e u»y¢ metod bezpo±rednih polegaj¡yh na rozwi¡za-niu odpowiedniego ukªadu równa« liniowyh.19.3.3 Metody kompleksoweDo metod kompleksowyh, a wi� pozwalaj¡yh ustali¢ zarówno parametry funkji ba-zowyh jak i warto±i wag, zaliza¢ b�dziemy wszelkie metody gradientowe uzenia nad-zorowanego zaprezentowane np. w rozdziaªah 16 zy ??. Ostatezna posta¢ wzorówb�dzie odbiegaªa w swej formie od tam podanyh, o spowodowane jest koniezno±i¡uwzgl�dnienia wi�kszej lizby zmiennyh3, jednak metody stosuje si� analogiznie jak wprzypadku zwykªyh siei skierowanyh do przodu.19.4 Porówanie z sieiami sigmoidalnymiPomimo pozornego podobie«stwa do siei wielowarstwowyh sigmoidalnyh siei RBFró»ni¡ si� od nih w sposób istotny.
• Sie¢ radialna ma struktur� ustalon¡ o dwu warstwah. Pierwsza warstwa, wej-±iowa, skªada si� z neuronów radialnyh, druga, wyj±iowa, skªada si� z neuronówliniowyh.
• Znaznie szerszy jest repertuar dost�pnyh funkji bazowyh (porównaj wzory//tutu// i rysunki //tutu//).
• Ka»da funkja bazowa ma indywidualnie dobierane parametry.
• Argumentem funkji radialnej jest odlegªo±¢ próbki od entrum.
• Odmienny przebieg proesu uzenia, który musi uwzgl�dnia¢ tak»e koniezno±¢doboru entrów i parametrów ksztaªtu funkji bazowyh. Mimo to proes uzeniajest prostszy.2Algorytm ten lepiej hyba znany jest pod angiels¡ nazw¡ K-means.3Opróz wektora wag zmiennymi s¡ tak»e entra oraz ewentualne dodatkowe parametry funkji ba-zowyh. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



19.4. PORÓWANIE Z SIECIAMI SIGMOIDALNYMI 205
• Siei radialne bazuj¡e na funkjah maj¡yh warto±¢ niezerow¡ jedynie w okre-±lonej przestrzeni wokóª entrów, realizuj¡ aproksymaj� typu lokalnego o ogra-nizonym zasi�gu dziaªania. Lokalno±¢ dziaªania funkji bazowyh umo»liwia te»znaznie ªatwiejsze powi¡zanie parametrów funkji bazowyh z �zyznym rozmiesz-zeniem danyh uz¡yh w rozwa»anej przestrzeni. Dzi�ki temu znaznie ªatwiejdobra¢ optymalne parametry startowe dla algorytmów uz¡yh.
• Zmniejszenie znazenia problemu doboru lizby neuronów ze wzgl�du na lokalnyharakter aproksymaji reprezentowany przez poszzególne funkje bazowe.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rozdziaª 20Siei rekurenyjne20.1 Wej±ie zale»ne od wyj±iaMo»na powiedzie¢, »e siei poznane we wze±niejszyh rozdziaªah opieraj¡ si� na prze-twarzaniu statyznyh danyh. Mówi¡ �statyzne� mamy tutaj na my±li to, »e kolejnonast�puj¡e po sobie sygnaªy nie s¡ w »aden sposób od siebie zale»ne. Oto bowiem poda-jemy na wej±ie jakie± sygnaªy i oblizamy wyj±ie. Je±li teraz podamy kolejne sygnaªywej±iowe to zupeªnie nie ma znazenia zy o± przed hwil¡ byªo lizone, zy nie. Toznazy, »e kolejne sygnaªy wyj±iowe nie zale»¡ od siebie i wªa±iwie to mogªy by by¢oblizane w dowolnej kolejno±i.Cz�sto jednak zdarza si�, »e sygnaªy jakie mamy do przetworzenia s¡ ze swojej naturysygnaªami �zale»nymi� w tym sensie, »e na warto±¢ sygnaªu w pewnej hwili zasowejmaj¡ wpªyw warto±i tego sygnaªu z hwil go poprzedzaj¡yh. W jaki sposób mo»namodelowa¢ tego typu zale»no±i? Najbardziej narzuaj¡e si� rozwi¡zanie, bior¡ poduwag� poznane do tej pory narz�dzia, jest nast�puj¡e.Jednokierunkowy przepªyw sygnaªówZaªó»my, »e wektor wej±iowy x(t) w hwili zasowej t skutkuje sygnaªem wyj±iowym
y(t). Statyzny zbiór uz¡y (o m elementah) wygl¡da nast�puj¡o:

l1 = ((x1), (t1)),
l2 = ((x2), (t2)),
l3 = ((x3), (t3)),
l4 = ((x4), (t4)),
l5 = ((x5), (t5)),
l6 = ((x6), (t6)),
. . .
lm = ((xm), (tm)),a wektor x(t), dla ustalonej hwili zasowej t przyjmuje jako swoj¡ warto±¢ pierwszyelement pary lt, natomiast y(t) jest drugim elementem. Zauwa»my, »e w tym przypadkuwszystkie sygnaªy ti zale»¡ tylko i wyª¡znie od odpowiadaj¡yh im sygnaªów xi.Je±li teraz hemy odda¢ zale»no±i zasowe pomi�dzy kolejnymi sygnaªami, wówzasSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



208 ROZDZIA� 20. SIECI REKURENCYJNEzbiór uz¡y mo»emy skonstruowa¢ np. w nast�puj¡y sposób
l′1 = ((0, 0, 0, x1), (t1)),
l′2 = ((0, 0, x1, x2), (t2)),
l′3 = ((0, x1, x2, x3), (t3)),
l′4 = ((x1, x2, x3, x4), (t4)),
. . .
l′m = ((xm−3, xm−2, xm−1, xm), (tm)).Z danyh tyh widzimy, »e o ile w pierwszym przypadku x3 ma wpªyw tylko na warto±¢

t3 to w drugim wpªywa na warto±¢ t3, t4, t5 oraz t6. Tak wi� teraz wektor x(t) zostaªrozszerzony o dodatkowe informaje pohodz¡e z innyh (poprzednih) hwil zasowyh.Wad¡ takiego rozwi¡zania jest koniezno±¢ zwi�kszenia wymiaru wektora wej±iowego
x(t) tyle razy ile poprzednih sygnaªów wej±iowyh hemy uwzgl�dni¢ (w powy»szymprzykªadzie wymiar wektora wej±iowego wzrósª zterokrotnie) o natyhmiast odbije sie(zwykle negatywnie) na szybko±i i jako±i uzenia siei.Sygnaª sprz�»enia zwrotnegoPomimo i» poprzednie podej±ie mo»e okaza¢ si� wystarzaj¡e, to jednak zdeydowaniebardziej naturalne jest post�powanie nast�puj¡e. Przy analogiznym jak poprzedniozaªo»eniu, »e wektor wej±iowy x(t) w hwili zasowej t skutkuje sygnaªem wyj±iowym
y(t) konstruujemy nast�puj¡y zbiór uz¡y:

l1 = ((x1, 0, 0, 0), (t1)),
l2 = ((x2, y1, 0, 0), (t2)),
l3 = ((x3, y2, y1, 0), (t3)),
l4 = ((x4, y3, y2, y1), (t4)),
l5 = ((x5, y4, y3, y2), (t5)),
l6 = ((x6, y5, y4, y3), (t6)),
. . .
lm = ((xm, ym−1, ym−2, ym−3), (tm)).Jak wida¢ w tym przypadku zbiór uz¡y zawiera jeden sygnaª wªa±iwy dla danej hwilizasowej t (zyli xt) oraz kilka ostatnih odpowiedzi (reakji) siei (zyli yt−1, yt−2, yt−3.Takie post�powanie jest znaznie bardziej naturalne: oto bowiem sygnaªy wyj±iowe zhwil poprzednih (t − 1, t − 2, t − 3) maj¡ wpªyw na bie»¡¡ odpowied¹ w hwili t. Wtym momenie pojawiaj¡ si� nast�puj¡e, powi¡zane ze sob¡, kwestie:

• Powstaje koniezno±¢ potraktowania wyj±¢ z siei jako wej±¢. Mówi¡ inazej,musimy sygnaª wyj±iowy potraktowa¢ jako wej±ie, zyli pojawia si� tak zwanesprz�»enie zwrotne1.
• Jak konstruowa¢ zbiór uz¡y, skoro zawiera on elementy yi? Nie b�dziemy w tymmomenie tego jeszze wyja±nia¢, ale powiemy tutaj tylko tyle, »e w praktye wzbiorze uz¡ym nie ma elementów yi.1Sprz�»enie zwrotne (ang. feedbak) � oddziaªywanie sygnaªów stanu ko«owego (wyj±iowego) pro-esu (systemu, ukªadu), na jego sygnaªy referenyjne (wej±iowe). Polega na otrzymywaniu przez ukªad(proes, system) informaji o wªasnym dziaªaniu (o warto±i wyj±iowej).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.2. SIECI TYPU RTRN 209
• Jak aktualizowa¢ stany neuronów? W sieiah ze sprz�»eniem zwrotnym mo»emybowiem stany neuronów zmienia¢ na dwa sposoby: asynhronizny i synhro-nizny.Asynhronizna zmiana stanu neuronów oznaza, »e w hili t zmieniamy stantylko jednego, losowo wybranego neuronu.Synhronizna zmiana stanu neuronów oznaza, »e w hili t zmieniamy stanwszystkih neuronów.W sieiah skierowanyh do przodu asynhronizno±¢ razej nie ma zastosowaniao spowodowane jest gªównie problememi natury teoretyznej. Jak do tej porywszystkie znane i stosowane siei skierowane do przodu s¡ synhronizne.Powy»sze rozumowanie doprowadziªo nas w naturalny sposób do siei o strukturzerekurenyjnej.20.2 Siei typu RTRNMo»e maªo klasyznie2, ale prezentaj� siei rekurenyjnyh, jako najbardziej logizn¡kontynuaj� wze±niejszyh wywodów, rozpozniemy od siei typu RTRN (ang. RealTime Reurrent Network, 1989, [31℄). Ogóln¡ struktur� siei przedstawia rysunek 20.1.Lizba neuronów wynosi m i ka»dy z nih tworzy sprz�»enie zwrotne, przy zym sygnaªyzwrotne podawane na wej±ie siei s¡ opó¹nione o jeden ykl pray siei. W±ród m neu-ronów tylko m′ z nih stanowi faktyzne wyj±ie z siei. Pozostaªe peªni¡ rol� jednostekukrytyh. Sie¢ ma n wej±¢ �zewn�trznyh� (przy zym jednym z nih mo»e by¢ sygnaªbiasu). St¡d wektor wej±iowy ma posta¢:

x(t) = [x1(t), x2(t), . . . , xm(t), xm+1(t), . . . , xm+n(t)].Uwzgl�dniaj¡, »e z�±¢ sygnaªów wej±iowyh pohodzi ze zprz�»enia zwrotnego i jestopó¹niona o jeden ykl, wektor ten mo»na zapisa¢ w postai:
x(t) = [y1(t − 1), y2(t − 1), . . . , ym(t − 1), xm+1(t), . . . , xm+n(t)].Przyjmuj¡ i¡gª¡ funkj� aktywaji f stan wszystkih neuronów w siei w hili t okre-±lamy analogiznie jak do tej pory, tj.

yi(t) = f(neti(t)), i = 1, . . . ,m,gdzie neti jest ª¡znym pobudzeniem:
neti(t) =

m+n∑

j=1

wijxj(t).Zde�niujmy teraz funkj� bª�du:
E(t) =

1

2

m∑

i=1

(ei(t))
2,2Zwykle omawianie siei rekurenyjnyh rozpozyna si� od �klasyka� zyli siei Hop�elda.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



210 ROZDZIA� 20. SIECI REKURENCYJNE
1

m′

m′ + 1

m

1

m

m+ 1

m+ n

−1

−1

−1

−1

Rysunek 20.1: Shemat siei RTRN.gdzie
ei =

{
ti(t) − yi(t), gdy i = 1, . . . ,m′

0, gdy i = m′ + 1, . . . ,mPoniewa» w sieiah RTRN przyjmujemy, »e poª¡zenia zwrotne maj¡ wag� o staªejwarto±i +1 zatem mimo rekurenyjnyh zale»no±i mody�kaji podlegaj¡ tylko wagi zjednej warstwy. Tak wi� mo»na do nauki takiej siei wykorzysta¢ praktyznie dowolnyalgorytm przeznazony dla siei skierowanyh do przodu.
20.2.1 Algorytm Williamsa-ZipseraJednak najiekawsz¡ wªasno±i¡ przyj�tej struktury jest mo»liwo±¢ wyprowadzenia reku-renyjnyh wzorów na aktualizaj� wag, o znaznie pozwala przyspieszy¢ proes uze-nia. Przy zastosowaniu metody najszybszego spadku (porównaj rozdziaª ?? punkt ??),o aktualizaji warto±i wag deyduje wektor gradientu funkji elu wzgl�dem tyh wag:

∇E(t) =
∂E(t)

∂wpq
.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.2. SIECI TYPU RTRN 211Polizmy teraz jego warto±¢3:
∂E(t)

∂wpq
=

1

2

m∑

i=1

(ei(t))
2

∣
∣
∣
∣
wpq

=
1

2

m∑

i=1

[
2ei(t)ei(t)

∣
∣
wpq

]
= −

m∑

i=1

[
ei(t)yi(t)

∣
∣
wpq

]

= −
m∑

i=1

[
ei(t)f(neti(t))

∣
∣
wpq

]
= −

m∑

i=1

[
ei(t)f

′(neti(t))neti(t)
∣
∣
wpq

]

= −
m∑

i=1

[

ei(t)f
′(neti(t))

[m+n∑

k=1

wikxk(t)
]
∣
∣
∣
∣
wpq

]

= −
m∑

i=1

[

ei(t)f
′(neti(t))

[m+n∑

k=1

wik|wpqxk(t) +

m+n∑

k=1

wikxk(t)|wpq

]]

= −
m∑

i=1

[

ei(t)f
′(neti(t))

[

δipxq(t) +

m∑

k=1

wikxk(t)|wpq +

m+n∑

k=m+1

wikxk(t)|wpq

]]

= . . .Uwzgl�dniaj¡, »e sygnaªy xm+1,. . . ,xm+n nie zale»¡ od warto±i wij , gdy» s¡ to wej±iado siei, mamy:
. . . = −

m∑

i=1

[

ei(t)f
′(neti(t))

[

δipxq(t) +
m∑

k=1

wikxk(t)|wpq

]]

= . . .Bior¡ pod uwag�, »e wej±ia od x1 do xm w hili t maj¡ dokªadnie takie same warto±ijak wyj±ia y1 do ym o jeden ykl pray wze±niejsze (zyli t − 1) otrzymujemy dalej:
. . . = −

m∑

i=1

[

ei(t)f
′(neti(t))

[

δipxq(t) +

m∑

k=1

wikyk(t − 1)|wpq

]]

= −
m∑

i=1

[

ei(t)f
′(neti(t))

[

δipxq(t) +

m∑

k=1

wikf(netk(t − 1))|wpq

]]

.Z powy»szego wida¢, »e:
m∑

i=1

[
ei(t)f(neti(t))

∣
∣
wpq

]
=

m∑

i=1

[

ei(t)f
′(neti(t))

[

δipxq(t) +

m∑

k=1

wikf(netk(t − 1))|wpq

]]

,wi� mamy nast�puj¡¡ zale»no±¢ rekurenyjn¡:
f(neti(t))

∣
∣
wpq

= f ′(neti(t))
[

δipxq(t) +

m∑

k=1

wikf(netk(t − 1))|wpq

]

.Jak wi� wida¢ warto±¢ pohodnej funkji f po zmiennej wpq w hili t zale»y od war-to±i pohodnej tej»e funkji z poprzedniego yklu pray. Spostrze»enie to pozwala naoblizanie warto±i wyra»enia ∂E(t)
∂wpq

wªa±iwie w zasie rzezywistym i st¡d wªa±nie po-hodzi nazwa siei. Zwykle przyjmuje si�, »e w hwili t = 0 wszystkie pohodne funkji
f byªy równe 0. Wyprowadzona formuªa na aktualizaj� wektora wagowego nosi nazw�algorytmu Williamsa-Zipsera.3Przyjmujemy, »e zapis typu xy

˛

˛

i
z oznaza ilozyn trzeh skªadników: x, z oraz pohodnej y lizonejpo zmiennej i.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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−1

−1 Rysunek 20.2: Shemat siei Jordana.20.3 Sie¢ JordanaZ roku 1986 pohodzi arhitektura siei rekurenyjnej, nazywanej siei¡ Jordana. Ogóln¡struktur� siei przedstawia rysunek 20.2. Zwykle stosuje si� dwie warstwy, ale ni niestoi na przeszkodzie aby zastosowa¢ ih wi�ej. W siei Jordana sygnaª wyj±iowy z sieistanowi jednoze±nie sygnaª wej±iowy poprzez podanie jego na tzw. neurony stanu(ang. state units) z liniow¡ funkj¡ aktywaji. Dodatkowo ka»dy neuron stanu na jednoze swoih wej±¢ pobiera wªasny sygnaª wyj±iowy. Neuronów stanu jest tyle ile wyj±¢ zsiei. Poª¡zenia zwrotne maj¡ wag� o staªej warto±i +1. Do uzenia siei tego typumo»na wykorzysta¢ algorytm b�d¡y poª�zniem zwykªej propagaji wsteznej (zyli np.metody najwi�kszego spadku) oraz algorytmu Williamsa-Zipsera.20.3.1 Algorytm nauki20.4 Sie¢ ElmanaSie¢ Elmana (1990) jest siei¡ z�±iowo rekurenyjn¡ o strukturze dwuwarstwowej, wktórej sprz�»enie zwrotne dotyzy tylko warstwy pierwszej. Ogóln¡ struktur� siei przed-stawia rysunek 20.3. Sie¢ przypomina swoj¡ struktur¡ sie¢ Jordana z tym wyj¡tkiem,»e:
• sygnaª zwrotny nie pohodzi z neuronów wyj±iowyh ale z neuronów warstwypierwszej,
• neurony stanu, nazywane w tym przypadku neuronami kontekstowymi (ang. on-text neurons) nie s¡ poª¡zone same ze sob¡.20.4.1 Algorytm naukiNieh: Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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−1

−1 Rysunek 20.3: Shemat siei Elmana.
• n � lizba wej±¢ do siei;
• k � lizba neuronów w warstwie pierwszej;
• z � lizba wyj±¢ z siei (neuronów w drugiej warstwie).Wektor wej±iowy do siei Elmana przyjmuje posta¢:

[1, x1
1(t), . . . , x1

n(t), x1
n+1(t), . . . , x1

n+k(t)],gdzie
[x1

n+1(t), . . . , x1
n+k(t)] = [y1

1(t − 1), . . . , y1
k(t − 1)]jest wektorem wyj±¢ z warstwy ukrytej otrzymany w poprzedniej iteraji. Sygnaªy wyj-±iowe neuronów poszzególnyh warstw wylizane s¡ nast�puj¡o:

y2
i (t) = f





z∑

j=0

y1
j (t)w2

ij



 , i = 1, . . . , z;

y1
i (t) = f





n+k∑

j=0

x1
j (t)w1

ij



 = f





n∑

j=0

x1
j(t)w1

ij +

k∑

j=1

y1
j (t − 1)w1

ij+k



 , i = 1, . . . , k.Przyjmuje si�, »e [x1
n+1(0), . . . , x1

n+k(0)] ≡ 0.Do uzenia siei Elmana stosujemy te same metody uzenia o do siei jednokie-runkowej. Uzenie siei jest proedur¡ mody�kowania warto±i wag maj¡¡ na eluminimalizaj� funkji bª�du:
E =

1

2

z∑

i=1

(t − y2
i )2,dla ustalonej pary uz¡ej (p, t) ∈ L.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



214 ROZDZIA� 20. SIECI REKURENCYJNEZastosowanie metody uzenia siei jednokierunkowej do siei Elmana jest mo»liweze wzgl�du na sposób przetwarzania informaji. Zauwa»my, »e identyzny przepªywsygnaªów w siei uzyskamy buduj¡ �zwykª¡� sie¢ o n + k + 1 wej±iah skierowan¡ doprzodu (a wi� bez sprz�»e« zwrotnyh) tak¡, »e wektor sygnaªów wej±iowyh równyb�dzie
[1, x1

1(t), . . . , x1
n(t), x1

n+1(t), . . . , x1
n+k(t)]T = [1, p1, . . . , pn, y1

1(t − 1), . . . , y1
k(t − 1)].Zatem przy odpowiednim przygotowaniu danyh uz¡yh (a razej ih przygotowywa-niu, gdy» ka»da nowo podawana próbka uz¡a musi zosta¢ uzupeªniona o wyj±ia zwarstwy ukrytej otrzymane w poprzedniej iteraji) mo»liwe jest wykorzystanie algoryt-mów nauki przeznazonyh dla siei skierowanyh do przodu. Metoda ta nie zawsze jestwygodna, dlatego w ¢wizeniu 30 podajemy wyprowadzenia wzorów w sytuaji, gdy niehemy ingerowa¢ w dane uz¡e.20.5 Sie¢ Hop�eldaJednym z najbardziej znanyh przedstawiieli siei rekurenyjnyh jest sie¢ Hop�elda(1982). Skªada si� ona (patrz rysunek 20.4) z n w peªni poª¡zonyh ze sob¡ neuronów(tzn. na zasadzie ka»dy z ka»dym) asynhroniznie i niezale»nie uaktualniaj¡yh swojewyj±ie. Ka»dy neuron peªni zarówno rol� neuronu wej±iowego jak i wyj±iowego, tzn.

xi(t) = yi(t − 1),gdzie i jest numerem neuronu i jednoze±nie wej±ia oraz wyj±ia, t oznaza zmienn¡zasow¡, xi jest i-tym sygnaªem wejsiowym (identyznym dla wszystkih neuronów) a
yi sygnaªem wyj±iowym z i-tego neuronu. Sygnaªy wej±iowe i wyj±iowe s¡ warto±iamibinarnymi. Oryginalnie byªy to warto±i 0 i 1, ale zostaªy one zast¡pione przez -1 oraz 1jako, »e daj¡ one lepsze wyniki. �¡zne pobudzenie i-tego neuronu w zasie t+ 1 wyra»asi� wzorem

neti(t) =

n∑

k=1,k 6=i

wikxk(t) − θi,gdzie
• wik � waga ª¡z¡a i-ty neuron z k-tym wej±iem (wyj±iem k-tego neuronu),
• xk(t) � k-te wej±ie w hwili t (wyj±ie w k-tego neuronu z hwili t − 14),
• θi � bias neuronu.Jako funkja aktywaji stosowana jest funkja progowa postai

f(t) =







+1, gdy net(t) > 0
−1, gdy net(t) < 0
f(t − 1), gdy net(t) = 0

(20.1)Ponadto przyjmujemy symetryzn¡ posta¢ maierzy wag, tzn. wij = wji. Jak wida¢ze wzoru na warto±¢ neti(t) nie wyst�puj¡ samosprz�»enia (suma jest od k = 1 do n zwyª¡zeniem przypadku gdy k = i o mo»na osi¡gn¡ przyjmuj¡ wii = 0 i liz¡ sum�od k = 1 do n).4Nie jest to do ko«a ±isªe, ale pisz¡ tak mamy na my±li to, »e sygnaª wyj±iowy pohodzi zwze±niejszyh ykli pray.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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−1

−1

−1

−1Rysunek 20.4: Shemat siei Hop�elda.20.5.1 Cykl pray sieiZasadnizy ykl pray siei Hop�elda polega na asynhroniznym uaktualnianiu wyj±¢neuronów. Bardziej szzegóªowo dziaªanie siei Hop�elda przebiega nast�puj¡o:1. Podanie na wej±ie wektora x. Wektor x podawany jest na wej±ie siei tylkoraz aby zainijalizowa¢ jej dziaªanie. W kolejnyh krokah rol� sygnaªu (wektora)wej±iowego poªni¡ sygnaªy sprz�»enia zwrotnego.2. Oblizenie warto±i sygnaªów wyj±iowyh dla wszystkih neuronów.3. Sygnaªy wyj±iowe staj¡ si� nowym sygnaªem wej±iowym.4. Losowy wybór i-tego neuronu.5. Dla neuronu i oblizamy warto±¢ jego wyj±ia. Sygnaª wyj±ia aktualizuje wektorwej±iowy.6. Je±li nie jest speªniony warunek stopu, to powrót do punktu 4. W przeiwnymrazie zako«z algorytm.Przedstawiony powy»ej sposób pray siei Hop�elda jest kªopotliwe z dwóh powo-dów.
• Kªopotliwe staje si� ustalenie warunku zatrzymania algorytmu. Zwykle jako waru-nek stopu okre±la si� taki stan siei, w którym jej wyj±ie ju» si� nie zmienia. Jakjednak stwierdzi¢, zy wyj±ie si� nie zmienia je±li aktualizaja stanu siei jest asyn-hronizna? Nie wystarzy wtedy zwykªe porównanie warto±i wyj±ia neuronu whili t oraz t − 1. Wybór jako warunku zatrzymania po wykonaniu zadanej ilo±iykli mo»e spowodowa¢, »e nie otrzymamy rozwi¡znia � sie¢ nie zd¡»y dotrze¢ dopunktu w którym stabilizuje si� (nie zmienia si�) jej wyj±ie.
• Zasygnalizowany powy»ej kªopot z analizowaniem dziaªania siei asynhroniznej.Z wymienionyh powy»ej powodów zwykle do analizy dziaªania wybiera si� synhroniznywariant siei Hop�elda. Wówzas dziaªanie siei Hop�elda przebiega nast�puj¡o:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



216 ROZDZIA� 20. SIECI REKURENCYJNE1. Podanie na wej±ie wektora x. Wektor x podawany jest na wej±ie siei tylkoraz aby zainijalizowa¢ jej dziaªanie. W kolejnyh krokah rol� sygnaªu (wektora)wej±iowego poªni¡ sygnaªy sprz�»enia zwrotnego.2. Oblizenie warto±i sygnaªów wyj±iowyh dla wszystkih neuronów.3. Sygnaªy wyj±iowe staj¡ si� nowym sygnaªem wej±iowym.4. Porównanie poprzedniego i obenego sygnaªu wej±iowego. Je±li s¡ one identyzne,to ko«zymy dziaªanie siei. W przeiwnym przypadku powraamy do punktu 2.20.5.2 Stabilno±¢ sieiPowiemy, »e i-ty neuron w siei Hop�elda jest stabilny w hwili t, je±li:
fi(t) = fi(t − 1)lub inazej:

yi(t) = f(neti(t − 1)).Sie¢ jest stabilna (sie¢ jest w stanie stabilnym) gdy ka»dy nauron jest stabilny.De�nija 20.1. Funkj� postai:
E(x) = −1

2

n∑

i=1

n∑

j=1

xixjwij −
n∑

i=1

θixi. (20.2)nazywamy funkj¡ energii siei Hop�elda dla stanu x.Twierdzenie 20.1. Sie¢ Hop�elda zªo»ona z n neuronów i uaktualniaj¡a swój stanasynhroniznie, dla zadanego stanu wej±iowego x zbiega do stanu stabilnego b�d¡egominimum (z�sto lokalnym) funkji energii.Dowód. Warto±¢ funkji energii dla stanu x = [x1, . . . , xn] wyra»a si� wzorem (20.2).Je±li do aktualizaji stanu wybrano neuron k, to mo»liwe s¡ dwie sytuaje:1. Neuron nie zmieniª swojego stanu na wyj±iu. Wówzas tak»e nie zmieni si� warto±¢funkji energii.2. Neuron zmieniª swój stan na wyj±iu. Zatem mamy nowy wektor wej±iowy
x′ = [x′

1, . . . , x
′
k, . . . , x

′
n]i now¡ warto±¢ funkji energii: E(x′), przy zym poniewa» xi = x′

i dla i 6= k, wi�
x′ = [x1, . . . , x

′
k, . . . , xn].Polizmy teraz ró»ni� pomi�dzy stanem E(x) a E(x′):

E(x) − E(x′) =



−1

2

n∑

i=1

n∑

j=1

xixjwij −
n∑

i=1

θixi





−



−1

2

n∑

i=1

n∑

j=1

x′
ix

′
jwij −

n∑

i=1

θix
′
i





. . .Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.5. SIE� HOPFIELDA 217W ró»niy tej istotne s¡ tylko te skªadniki które zawieraj¡ xk lub x′
k (pozostaªe si�redukuj¡):

. . . =



−
n∑

j=1

xkxjwkj − θkxk





−



−
n∑

j=1

x′
kxjwkj − θkx

′
k





. . .Poza tym usuwamy wspóªzynnik 1
2 , gdy» w sumah podwójnyh, ze wzgl�du nasymetri� maierzy wag (zyli fakt i» wij = wji) skªadnik xkxjwkj wyst�puje dwarazy. Poniewa» wii = 0 (brak samosprz�»enia neuronów), wi�:

• dla wszystkih j 6= k mamy:
xkxjwkj − x′

kxjwkj = (xk − x′
k)xjwkj

• gdyby nie zaªo»ona równo±¢, wówzas dla j = k jedynym wspólnym zynni-kiem byªo by wkk:
xkxkwkk − x′

kx
′
kwkk = (xkxk − x′

kx
′
k)wkk;dzi�ki przj�temu zaªo»eniu tak»e i w tym przypadku mo»na napisa¢

xkxkwkk − x′
kx

′
kwkk = (xk − x′

k)xkwkk,gdy» z jednej strony mamy, »e
xkxkwkk − x′

kxkwkk = xk · 0 − x′
k · 0 = 0z drugiej za±

(xk − x′
k)xkwkk = (xk − x′

k) · 0 = 0.A zatem mamy dalej:
. . . = −(xk − x′

k)
n∑

j=1

wkjxj + θk(xk − x′
k)

= −(xk − x′
k)





n∑

j=1

wkjxj − θk





= −(xk − x′
k)netkOtrzymany ilozyn jest zawsze dodatni:

• je±li xk = +1 wówzas x′
k = −1 i netk musiaªo by¢ lizb¡ ujemn¡ (bo nast¡piªazmiana stanu). Tak wi�
−(1 − (−1)) · a = −2 · a > 0,gdzie a = sgn(netk) < 0;Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



218 ROZDZIA� 20. SIECI REKURENCYJNE
• je±li xk = −1 wówzas x′

k = +1 i netk musiaªo by¢ lizb¡ dodatni¡ (bonast¡piªa zmiana stanu). Tak wi�
−(−1 − 1)) · a = −2 · a > 0,gdzie a = sgn(netk) > 0.Oznaza to, »e ilozyn −(xk − x′

k)netk jest zawsze wi�kszy od zera5, o z koleioznaza, »e tak»e ró»nia E(x) − E(x′) jest wi�ksza od zera, zyli E(x) > E(x′).Pokazali±my w ten sposób, »e za ka»dym razem gdy stan wyj±iowy neuronu ulegniezmianie, oznaza to zmniejszenie warto±i funkji energii. Z drugiej strony warto±ifunkji energii s¡ ogranizone z doªu (wagi wij oraz próg θi s¡ staªe, a xi przyjmujewarto±¢ -1 lub 1) a lizba ró»nyh mo»liwyh do przyj�ia przez konkretn¡ sie¢warto±i jest sko«zona. St¡d wnioskujemy, »e po sko«zonej ilo±i kroków (uak-tualnie« warto±i wyj±iowyh siei), funkja energi nie b�dzie ju» malaªa, zyliznajdzimy si� w stanie stabilnym siei.Uwaga 20.1.Zauwa»my, »e powy»sze twierdzenie dotyzy te» siei dziaªaj¡ej synhroniznie. Ró»-nia pomi�dzy asynhroniznym a synhroniznym dziaªaniem jest taka, »e w danymyklu uaktualniamy stan jednego losowo wybranego nauronu zamiast wszystkih. Je±liuaktualniamy stan wszystkih neuronów to (w ramah jednego yklu) wyj±ia neuronówju» uaktualnionyh nie maj¡ wpªywu na neurony któryh stan dopiero (w danym yklu)uaktualnimy. Tak wi� mo»na powiedzie¢, »e dziaªanie synhronizne jest powtórzeniemdziaªania asynhroniznego dla wszystkih neuronów. Tak dªugo jak nie zostan¡ zaktuali-zowane wyj±ia wszystkih neuronów, �zamro»ony� pozostaje wektor wej±iowy. Podaniejako wektora wej±iowego wektora wyj±iowego nast�puje dopiero po uaktualnienu stanuwszystkih neuronów.Uwaga 20.2.W trybie odtworzeniowym na podstawie zaszumionyh próbek stanowi¡yh stan po-z¡tkowy neuronów siei Hop�elda d¡»ymy do uzyskania wªa±iwego stanu ko«owegoodpowiadaj¡ego jednemu z zapami�tanyh wzorów. Niestety w wielu przypadkah pro-es iterayjny nie osi¡ga rozwi¡zania wªa±iwego, ale rozwi¡zanie faªszywe. Jest kilkaprzyzyn tego zjawiska.
• Warto±¢ funkji energetyznej zale»y od ilozynu stanu dwu neuronów i jest syme-tryzna wzgl�dem polaryzaji. Ten sam stan energetyzny jest przypisany obu po-laryzajom xi i xj, pod warunkiem, »e obie zmieniaj¡ si� na przeiwny w tej samejhili zasowej t. Dlatego te» np. stan [+1, +1,−1] harakteryzuje si� identyzn¡warto±i¡ energii o stan [−1,−1, +1] i oba stany stanowi¡ jednakowo dobre roz-wi¡zanie. Przej±ie z jednego stanu do drugiego jest mo»liwe przez zwykª¡ zamian�polaryzaji stanów wszystkih neuronów jednoze±nie. Mówi¡ inazej, dla sieiobraz oryginalny i jego negatyw s¡ dokªadnie tym samym i sie¢ ih nie rozró»nia.5Dla przypadku gdy nast¡piªa zmiana na wyj±iu neuronu.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.5. SIE� HOPFIELDA 219
20.5.3 Nauka sieiProes uzenia siei Hop�elda ma za zadanie taki dobór warto±i wag, aby dla stanu(wektora) poz¡tkowego bliskiego jednemu z wektorów uz¡yh xi stan siei zbiegaª dotakiego stanu stabilnego, w którym wektor wyj±iowy siei równy jest zapami�tanemuwektorowi wi. Najprostsza, klasyzna, metoda doboru warto±i wag bazuje na metodzieHebba (patrz punkt 18.1 strona 189).Zakªadaj¡, »e sygnaªy wej±iowe przyjmuj¡ warto±i ze zbioru {−1, +1}, to przyprezentaji p wzorów uz¡yh xi = [x1

i , . . . , x
n
i ], i = 1, . . . , p wagi wij dla i 6= j s¡dobierane wedªug formuªy

wij =
1

n

k=1∑

p

xk
i x

k
j .Dla i = j waga ma warto±¢ równ¡ 0. Przy takim trybie uzenia wagi przyjmuj¡ warto±iu±rednione wielu próbek uz¡yh. Nie jest to efektywna metoda nauki, ale w opariu oni¡ mo»na stosunkowo ªatwo przeprowadzi¢ analiz� pojemno±i siei, która prowadzi dodosy¢ interesuj¡yh wniosków.20.5.4 Pojemno±¢ sieiW elu uproszzenia dalszyh rozwa»a« ª¡zne pobudzenie neuronu obliza¢ b�dziemywedªug wzoru

xi(t + 1) = sgn





n∑

j=1

wijxj(t)



 , i = 1, ..., n, (20.3)a funkja aktywaji przyjmie posta¢
sgn(x) =

{
1 gdy x ≥ 0,
−1 gdy x < 0

.Zaªó»my, »e hemy przehowywa¢ m wzorów xα, α = 1, ...,m tak aby byªy stabilne,tzn. aby zahodziªa równo±¢6
xα

i = sgn





n∑

j=1

wijx
α
j



 , α = 1, ...,m. (20.4)Dla wyznazenia warto±i wag u»yjemy wzoru opartego o reguª� Hebba
wij =

1

n

m∑

α=1

(
xα

i xα
j − δij

)
, j = 1, ..., n, (20.5)gdzie

δij =

{
0 gdy i 6= j,
1 gdy i = j.

(20.6)6Zauwa»my, »e wzór (20.3) nale»y rozumie¢ jako przypisanie, natomiast (20.4) jako porównanie.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



220 ROZDZIA� 20. SIECI REKURENCYJNEZauwa»my, »e maierz w jest maierz¡ symetryzn¡ z zerami na gªównej przek¡tnej.Poniewa» mo»na pokaza¢, »e ilo±¢ zapami�tanyh wzorów jest o najwy»ej równa ilo±ineuronów, zyli zahodzi m ≤ n, wi� podzielenie przez n sprowadza wszystkie wagi doprzedziaªu [−1, 1].
i−ty bit wzora xα

i b�dzie stabilny je»eli równanie (20.4) b�dzie prawdziwe dla usta-lonego i. B�dzie to speªnione wówzas, gdy ∑n
j=1 wijx

α
j b�dzie tego samego znaku o

xα
i . Dwie lizby ró»ne od zera s¡ tego samego znaku, je»eli ih ilozyn jest dodatni, azatem warunek stabilno±i dla i−tego bitu przyjmuje posta¢





n∑

j=1

wijx
α
j



xα
i ≥ 0. (20.7)Poszukujemy najwi�kszej lizby wzorów m wyra»onej jako funkja lizby neuronów

n, dla której warunek (20.7) jest speªniony dla wszystkih n bitów.Z (20.5) i (20.7) mamy:
1

n

n∑

j=1





m∑

β=1

xβ
i xβ

j − δij



xα
j xα

i ≥ 0 ⇐⇒ (20.8)
1

n

n∑

j 6=i

m∑

β=1

xβ
i xβ

j xα
j xα

i ≥ 0 ⇐⇒




1

n

n∑

j 6=i

xα
i xα

j xα
j +

1

n

n∑

j 6=i

m∑

β 6=α

xβ
i xβ

j xα
j



xα
i ≥ 0 ⇐⇒




n − 1

n
xα

i +
1

n

n∑

j 6=i

m∑

β 6=α

xβ
i xβ

j xα
j



xα
i ≥ 0. (20.9)Dla prostoty oblize« zakªadamy teraz, »e wzore, które hemy przehowywa¢ s¡losowe. Dla skorelowanyh wzorów oblizenia s¡ podobne lez bardziej skomplikowane.Przyjmujmy zatem, »e bit xα

i jest warto±i¡ losow¡ ξα
i , otrzyman¡ z prawdopodobie«-stwem

P (ξα
i = −1) = P (ξα

i = 1) =
1

2
. (20.10)Poniewa» zajmujemy si� teraz warto±iami losowymi nie mo»emy powiedzie¢, »e nierów-no±¢ (20.9) jest prawdziwa lub nie. Mo»emy natomiast oblizy¢ prawdopodobie«stwotego, »e ta nierówno±¢ b�dzie prawdziwa. Chemy, by prawdopodobie«stwo to byªorówne 1. Potrzebne w dalszej z�±i elementarne wiadomo±i z zakresu rahunku praw-dopodobie«stwa zebrane zostaªy w rozdziale 4.Nierówno±¢ (20.9) zawiera teraz (n − 1)(m − 1) losowyh warto±i ξβ

i ξβ
j ξα

i ξα
j ,

j = 1, ..., n, j 6= i, β = 1, ...,m, β 6= α. o któryh zakªadamy, »e s¡ niezale»ne. Dlawarto±i losowyh ξα
i , warto±¢ ozekiwana wynosi 0 a warianja 1.Istotnie, z de�niji 4.4 mamy

Eξα
i = 1 · P (ξα

i = 1) + (−1) · P (ξα
i = −1) =

1

2
− 1

2
= 0.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.5. SIE� HOPFIELDA 221natomiast z de�niji 4.5 otrzymujemy
D2ξα

i = E(ξα
i − Eξα

i )2 = (−1 − 0)2 · 1

2
+ (1 − 0)2 · 1

2
= 1Takie same parametry uzyskujemy dla wszystkih ztereh warto±i losowyh: ξβ

i ξβ
j ξα

i ξα
j .Zgodnie z entralnym twierdzeniem graniznym (patrz twierdzenie 4.1 w rozdziale 4), dla

(n − 1)(m − 1) → ∞,
n∑

j 6=i

m∑

β 6=α

ξβ
i ξβ

j ξα
i ξα

j (20.11)jest zamienn¡ losow¡ o rozkªadzie Gaussa o warto±i ozekiwanej 0 oraz warianji (n −
1)(m − 1), jako sumy indywidualnyh warianji. Poniewa» n jest staª¡ ustalon¡ lizb¡oraz (20.11) jest zmienn¡ losow¡ o rozkªadzie Gaussa to:

1

n

n∑

j 6=i

m∑

β 6=α

ξβ
i ξβ

j ξα
i ξα

j (20.12)równie» jest zmienn¡ losow¡ o rozkªadzie Gaussa. Ponadto korzystaj¡ z wªasno±i war-to±i ozekiwanej i warianji, warto±¢ ozekiwana zmiennej losowej (20.12) wynosi 0(patrz wªasno±¢ 4.1), za± warianja (patrz wªasno±¢ 4.2)
σ2 =

(n − 1)(m − 1)

n2
≈ m − 1

n
(20.13)Warunkiem zastosowania entralnego twierdzenia graniznego jest aby (n−1)(m−1) →

∞. Dodatkowo zaªó»my, »e n → ∞. Nie wynika to automatyznie, gdy» nie wiemyjakiej postai jest m (jako funkja, której argumentem jest n. np. mo»e si� zdarzy¢, »e
m = 1

n2 ).Chemy, by prawdopodobie«stwo speªnienia warunku (20.9) dla warto±i losowyhbyªo równe 1. Mamy wi�:
lim

n→∞,

(n−1)(m−1)→∞
Pr








n − 1

n
ξα
i +

1

n

n∑

j 6=i

m∑

β 6=α

ξβ
i ξβ

j ξα
j



 ξα
i ≥ 0



 = 1 ⇐⇒ (20.14)
lim

n→∞,

(n−1)(m−1)→∞
Pr








n − 1

n
(ξα

i )2 +
1

n

n∑

j 6=i

m∑

β 6=α

ξβ
i ξβ

j ξα
i ξα

j



 ≥ 0



 = 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞
Pr








n − 1

n
+

1

n

n∑

j 6=i

m∑

β 6=α

ξβ
i ξβ

j ξα
i ξα

j



 ≥ 0



 = 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞
Pr




1

n

n∑

j 6=i

m∑

β 6=α

ξβ
i ξβ

j ξα
i ξα

j ≥ −1



 = 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

1√
2πσ2

∞∫

−1

e−
x2

2σ2 dx = 1. (20.15)Ostatnia równowa»no±¢ zahodzi w my±l de�niji 4.8 oraz 4.10. Nieh ilustraj� stanowiSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



222 ROZDZIA� 20. SIECI REKURENCYJNE
1

0 x−1Rysunek 20.5: Linia i¡gªa przedstawia wykres funkji f(x) = exp(−( x
1.5)2) natomiastlinia przerywana przedstawia wykres funkji f(x) = exp(−( x

0.3)2).tutaj rysunek 20.5, z którego wida¢, »e grania b�dzie równa 1 gdy warianja σ b�dziebardzo maªa. Warunek stabilno±i (20.15) musi by¢ speªniony dla n niezale»nyh bitów,a wi� aªy wzorze α b�dzie stabilny gdy
lim

n→∞,

(n−1)(m−1)→∞




1√

2πσ2

∞∫

−1

e−
x2

2σ2 dx





n

= 1. (20.16)Poka»emy teraz, »e
lim

n→∞,

(n−1)(m−1)→∞
σ2 = 0.Zakªó»my, »e

lim
n→∞,

(n−1)(m−1)→∞
σ2 = c > 0.Z (20.16) uzyskujemy

lim
n→∞




1√
2πc

∞∫

−1

e−
x2

2c dx





n

= 1, (20.17)a to jest niemo»liwe poniewa»
1√
2πc

∞∫

−1

e−
x2

2c dx < 1.Prawdziwe jest wi�, »e
lim

n→∞,

(n−1)(m−1)→∞
σ2 = 0.Wraaj¡ do (20.16) mamy

lim
n→∞,

(n−1)(m−1)→∞




1√

2πσ2

∞∫

−1

e−
x2

2σ2 dx





n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞




1√

2πσ2

0∫

−1

e−
x2

2σ2 dx +
1√

2πσ2

∞∫

0

e−
x2

2σ2 dx





n

= 1Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.5. SIE� HOPFIELDA 223Poniewa» aªka
1∫

−1

e−
x2

2σ2 dxjest symetryzna wzgl�dem osi OY , wi�
0∫

−1

e−
x2

2σ2 dx =
1

2

1∫

−1

e−
x2

2σ2 dx.Ponadto
1√

2πσ2

∞∫

0

e−
x2

2σ2 dx =
1

2
,a wi� w konsekwenji otrzymujemy dalej

lim
n→∞,

(n−1)(m−1)→∞




1

2
+

1

2

1√
2πσ2

1∫

−1

e−
x2

2σ2 dx





n

= 1 (20.18)Caªkuj¡ przez podstawienie
g(x) =

x

σ
= t = h(t)

1

σ
dx = dt

g(−1) = − 1

σ
, g(1) =

1

σotrzymujemy równo±¢ równowa»n¡ do (20.18)
lim

n→∞,

(n−1)(m−1)→∞






1

2
+

1

2

1√
2π

1
σ∫

− 1
σ

e−t2dt






n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2
+

1

2
erf

(
1

σ

))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2

(

1 + erf

(
1

σ

)))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2

(

1 + 1 − 2

(

1 − Φ

(
1

σ

))))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2

(

1 + 1 − 2
σ√
2π

e−
1

2σ2

))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(

1 − σ√
2π

e−
1

2σ2

)n

= 1 ⇐⇒ (20.19)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



224 ROZDZIA� 20. SIECI REKURENCYJNE
lim

n→∞,

(n−1)(m−1)→∞



1 +
−n σ√

2π
e−

1
2σ2

n





n

= 1 ⇐⇒

e

lim
n→∞,

(n−1)(m−1)→∞

„

−n σ√
2π

e
− 1

2σ2

«

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(

− nσ√
2π

e−
1

2σ2

)

= 0 ⇐⇒ (20.20)
lim

n→∞,

(n−1)(m−1)→∞

(

nσ e−
1

2σ2

)

= 0 ⇐⇒ (20.21)
lim

n→∞,

(n−1)(m−1)→∞
n

√

m − 1

n
e
− n

2(m−1) = 0. (20.22)Ostatnia równo±¢ domy±lnie okre±la m jako funkj� zale»n¡ od n. Nie mo»na w ozywistysposób okre±li¢ m, dlatego dokonamy pewnego przypuszzenia i sprawdzimy, zy graniajest równa zero.Przypu±¢my najpierw, »e m − 1 = n. Wtedy
lim

n→∞
ne−

1
2 = ∞, (20.23)dlatego zredukujmy m: m − 1 = n/lnn. Otrzymamy

lim
n→∞

n
1√
lnn

e−
lnn
2 = lim

n→∞
n

1√
lnn

(

elnn
)− 1

2
= lim

n→∞
n√

n lnn
= lim

n→∞

√
n

lnn
= ∞,(20.24)Teraz nieh m − 1 = n/(2 lnn). Grania jest równa

lim
n→∞

n
1√

2 lnn
e−lnn = lim

n→∞
1√

2 lnn
= 0. (20.25)Wi� znale¹li±my odpowiedni¡ posta¢ dla m. Zauwa»my, »e m − 1 = n/(2 lnn), n → ∞oznaza »e (n − 1)(m − 1) → ∞.Jako wniosek z powy»szyh rozwa»a« mo»emy stwierdzi¢, »e udowodnili±my nast�-puj¡e twierdzenie:Twierdzenie 20.2. Dla siei Hop�elda, w której wektor wag dobrany jest wedªug metodyhebba, wzorze b�dzie stabilny z prawdopodobie«stwem 1, je±li n → ∞ oraz ogólna ilo±¢zapami�tanyh wzory m speªnia nierówno±¢:

m − 1 ≤ n

2 lnn
. (20.26)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.6. POJEMNO�� ZALE�NA OD REPREZENTACJI 22520.6 Pojemno±¢ zale»na od reprezentajiJak dot¡d stany neuronów przyjmowaªy warto±i +1 i −1. Najbardziej naturaln¡ repre-zentaj¡ s¡ jednak warto±i binarne 0 i 1 (tak te» byªo w oryginalnej pray Hop�elda).Zawsze ozywi±ie mo»na zmieni¢ wzorze
vα ∈ {0, 1}nna wzorze

xα ∈ {−1, +1}nza pomo¡ przeksztaªenia
2vα

i − 1 = xα
i , i = 1, ..., nW dalszej z�±i, v b�dzie u»ywane jako wzorze z bitami o warto±iah 0 i 1, a x dlawzorów o warto±iah +1 i −1. U»ywaj¡ notaji v wzór (20.5) przyjmie posta¢:

wij =
1

n

m∑

α=1

(
(2vα

i − 1)(2vα
j − 1) − δij

)
i = 1, ..., n. (20.27)Post�puj¡ analogiznie warunek (20.7) stabilno±i i−tego bitu jest teraz nast�puj¡y:





n∑

j=1

wij(2vα
i − 1)



 (2vα
j − 1) ≥ 0. (20.28)Takie przedstawienie pozwala nam jedynie otrzyma¢ wzore o skªadowyh 0, 1. Zasto-sujmy przeksztaªenie, które pozwoli otrzyma¢ warto±i wyj±iowe neuronów nale»¡e doprzedziaªu [−1, 1]. Stan j-tego neuronu mo»na teraz zmienia¢ za pomo¡ nast�puj¡ejreguªy:

1

2
[(1 − λ) + (1 + λ)(2vj − 1)] , 0 ≤ λ ≤ 1.Zauwa»my, »e dla λ = 0, na wyj±iu otrzymujemy vj zyli warto±¢ binarn¡. Natomiastdla λ = 1, na wyj±iu mamy 2vj − 1 = xj, warto±¢ bipolarn¡ +1 lub −1.Twierdzenie 20.3. Dla siei Hop�elda z warto±iami wyj±¢ neuronów

1

2
[(1 − λ) + (1 + λ)(2vj − 1)] , 0 ≤ λ ≤ 1,wzorze b�dzie stabilny z prawdopodobie«stwem 1, je»eli n → ∞ oraz dla m zostaniespeªniona nierówno±¢

m − 1 =
n (1 + λ)2

lnn 4(1 + λ2)
(20.29)Dowód. Warunek stabilno±i i−tego bitu ma posta¢:





n∑

j=1

wij
1

2

[
(1 − λ) + (1 + λ)(2vα

j − 1)
]



 (2vα
j − 1) ≥ 0 (20.30)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



226 ROZDZIA� 20. SIECI REKURENCYJNEPodobnie jak w poprzednim podrozdziale przejdziemy z vα
i do jednostajnie rozªo»onyh,losowyh bitów γα

i . Wstawiaj¡ do powy»szej nierówno±i warto±i wag i bior¡ poduwag�, »e:
(2γβ

i − 1)(2γβ
j − 1) − δij = 0otrzymujemy:

Pr











n∑

j=1

1

n

m∑

β=1

(

(2vβ
i − 1)(2vβ

j − 1) − δij

) 1

2

[
(1 − λ) + (1 + λ)(2vα

j − 1)
]



× (20.31)
×(2vα

i − 1) ≥ 0} = 1 ⇐⇒ .

P r










1

2n

n∑

j 6=i

(2γα
i − 1)(2γα

i − 1)(2γα
j − 1)

[
(1 − λ) + (1 + λ)(2γα

j − 1)
]

+ (20.32)
+

1

2n

n∑

j=1

m∑

β 6=α

(2γα
i − 1)(2γβ

i − 1)(2γβ
j − 1)

[
(1 − λ) + (1 + λ)(2γα

j − 1)
]



 ≥ 0






= 1 ⇐⇒

Pr










1

2n

n∑

j 6=i

[
(1 − λ) + (1 + λ)(2γα

j − 1)
]

+ (20.33)
+

1

2n

n∑

j=1

m∑

β 6=α

(2γα
i − 1)(2γβ

i − 1)(2γβ
j − 1)

[
(1 − λ) + (1 + λ)(2γα

j − 1)
]



 ≥ 0






= 1.Przeanalizujmy pierwszy skªadnik:

1

2n

n∑

j 6=i

[
(1 + λ) + (1 − λ)(2γα

j − 1)
]Zmienna losowa 2γα

j − 1 posiada warto±¢ ozekiwan¡ równ¡ 0, st¡d zmienna losowa
(1 + λ) + (1− λ)(2γα

j − 1) ma warto±¢ ozekiwan¡ 1 + λ. Warianja tej zmiennej losowejwynosi
+1∑

γα
j

[
(1 − λ)(2γα

j − 1)
]

2 Pr(γα
j ) = (1 − λ)2Z tego wynika, »e 1

2n

[

(1 + λ) + (1 − λ)(2γα
j − 1)

] posiada warto±¢ ozekiwan¡
(1 + λ)/2noraz warianj�

(1 − λ)2/4n2.Mo»emy teraz u»y¢ entralnego twierdzenia graniznego do okre±lenia warto±i wyra»e-nia:
1

2n

n∑

j 6=i

[
(1 + λ) + (1 − λ)(2γα

j − 1)
] (20.34)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



20.6. POJEMNO�� ZALE�NA OD REPREZENTACJI 227jako rozkªadu Gaussa o warto±i ozekiwanej
µ =

n − 1

2n
(1 + λ) (20.35)i warianji

n − 1

4n2
(1 − λ)2 (20.36)Skªadnik

1

2n

n∑

j=1

m∑

β 6=α

(2γα
i − 1)(2γβ

i − 1)(2γβ
j − 1)

[
(1 − λ) + (1 + λ)(2γα

j − 1)
] (20.37)jest sum¡ (n − 1)(m − 1) warto±i losowyh

1

2n
(2γα

i − 1)(2γβ
i − 1)(2γβ

j − 1)
[
(1 − λ) + (1 + λ)(2γα

j − 1)
]Tak jak w poprzednim podrozdziale zakªadamy, »e warto±i te s¡ niezale»ne oraz osi¡gaj¡warto±¢ ozekiwan¡ 0 i warianj�

1

4n2

[
1

2
[(1 − λ) + (1 + λ)]2 +

1

2
[(1 − λ) + (1 + λ)]2

]

=
1 + λ2

2n2
(20.38)U»ywaj¡ entralnego twierdzenia graniznego stwierdzamy, »e skªadnik przesªuhu po-siada rozkªad Gaussa z warto±i¡ ozekiwan¡ 0 i warianj¡

σ2 =
(n − 1)(m − 1)

2n2
(1 + λ2) (20.39)Warunek (20.33) zahowuje si� podobnie jak (20.14). Tylko teraz drugi skªadnik posiadawarianj� (20.36), której grania przy n → ∞ wynosi 0. Je±li przyjmujemy graniznywarunek o zerowej warianji, warunek (20.33) mo»na przedstawi¢ podobnie jak na ry-sunku //tutu//10 i rysunku //tutu//11, tylko teraz mamy µ zamiast −1 dla warunku(20.15). Je»eli we¹miemy tak»e pod uwag�, »e wszystkie n niezale»nyh bitów musz¡ by¢stabilne, warunek(20.36) b�dzie równowa»ny z warunkiem (podobnie jak (20.16))

lim
n→∞,

(n−1)(m−1)→∞

(
1√

2πσ2

∫ ∞

−µ

e−
x2

2σ2 dx

)n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞




1√

2πσ2

0∫

−µ

e−
x2

2σ2 dx +
1√

2πσ2

∞∫

0

e−
x2

2σ2 dx





n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞




1

2
+

1

2

1√
2πσ2

µ∫

−µ

e−
x2

2σ2 dx





n

= 1 ⇐⇒ (20.40)Dokonuj¡ w (20.40) aªkowania przez podstawienie
g(x) =

x

σ
= t = h(t)

1

σ
dx = dtSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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g(−µ) = −µ

σ
, g(µ) =

µ

σotrzymujemy równo±¢ równowa»n¡ do (20.40)
lim

n→∞,

(n−1)(m−1)→∞






1

2
+

1

2

1√
2π

µ
σ∫

−µ
σ

e−t2dt






n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2
+

1

2
erf

(µ

σ

))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2

(

1 + erf
(µ

σ

)))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2

(

1 + 1 − 2
(

1 − Φ
(µ

σ

))))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(
1

2

(

1 + 1 − 2
σ√
2πµ

e−
µ2

2σ2

))n

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(

1 − σ√
2πµ

e−
µ2

2σ2

)n

= 1 ⇐⇒ (20.41)
lim

n→∞,

(n−1)(m−1)→∞




1 +

−n σ√
2πµ

e−
µ2

2σ2

n






n

= 1 ⇐⇒

e

lim
n→∞,

(n−1)(m−1)→∞

 

−n σ√
2πµ

e
− µ2

2σ2

!

= 1 ⇐⇒

lim
n→∞,

(n−1)(m−1)→∞

(

− nσ√
2πµ

e−
µ2

2σ2

)

= 0 ⇐⇒ (20.42)
lim

n→∞,

(n−1)(m−1)→∞
n

σ

µ
e−

µ2

2σ2 = 0 ⇐⇒ (20.43)
lim

n→∞,

(n−1)(m−1)→∞
n

√
1 + λ2

1 + λ

√

m − 1

n
e
− 1(1+λ)2(n−1)

4(1+λ2)(m−1) = 0. (20.44)Dla rozwi¡zania tego równania poszukujemy m jako funkji n. We¹my (ponownie odga-duj¡)
m − 1 =

n

lnn

(1 + λ)2

4(1 + λ2)Podstawiaj¡ takie m do (20.44) mamy
lim

n→∞
n

2
√

lnn
e−lnn = lim

n→∞
1

2
√

lnn
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20.6. POJEMNO�� ZALE�NA OD REPREZENTACJI 229Uwaga 20.3.
• Dla λ = 1, mamy

m − 1 ≤ n

2 lnn
,o jest analogiznym wynikiem do (20.26) wyprowadzonym dla siei ze stanamineuronów −1 i +1.

• Dla λ = 0, mamy
m − 1 ≤ n

4 lnn
,o jest pojemno±i¡ siei dla neuronów binarnyh o stanah 0 i 1.

Uwaga 20.4.Zauwa»my, »e warto±i wyj±iowe neuronów wpªywaj¡ na pojemno±¢ siei neuronowej.Na przykªad pojemno±¢ siei o stanah neuronów −1 , +1 jest wi�ksza ni» pojemno±¢ sieio neuronah binarnyh.
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Rozdziaª 21Siei Fourier'aSiei Fourier'a s¡ kontynuaj¡ idei zapoz¡tkowanej w sieiah samoorganizuj¡yh i sie-iah radialnyh a mianowiie �uneurawiania� idei matamatyznyh i ih (zasem sztuz-nego) przenoszenia na grunt terminologii neuronowej. Zauwa»my, »e
• W przypadku siei samoorganizuj¡yh wªa±iwie neuron nie istnieje. Nie istnieje,bowiem nie ma on, jako element przetwa»aj¡y, »adnego znazenia. Liz¡ si� tylkojego wagi.
• W przypadku siei radialnyh dobrze znane narz�dzie matematyki �ubrane� zo-staªo w neurony. Nie mamy w tym przypadku praktyznie »adnej swobody, gdy»struktura siei jest �narzuona� przez teori�.Powy»sze, to mo»e nie tyle zarzut, o stwierdzenie faktów, które maj¡ miejse i z którymitrudno dyskutowa¢. Ozywi±ie poparie konstruki siei na drodze analizy teoretyznejjest jak najbardziej porz¡dane, gdy» uªatwia jej wykorzystanie. Naturaln¡ jednak kolej-no±i¡ dziaªania i my±lenia jest porz¡dek: sie¢ � uzasadnienie teoretyzne. Gdy bowiemnajpierw zazyna si� od rozwijania teorii a potem nazywa si� j¡ siei¡, to mam dziwnewra»enie, »e kto±, na fali popularno±i jednej dziedziny, próbuje sprzeda¢ dobrze znanerzezy. Nie inazej ma si� sprawa z sieimi Fourier'a. Ih angielska nazwa (FSNNs, ang.Fourier Series Neural Networks) zdeydowanie lepiej oddaje ih pohodzenie. Nie s¡ tobowiem siei wymy±lone przez Fourier'a, ale siei, które s¡ realizaj¡ konepji szeregówFourier'a. A prawd� powiedziawszy, to szeregiem Fourier'a wyra»onym w terminologineuronowej. Lepszym odpowiednikiem byªa by nazwa Neuronowe Siei Fourier'a, aleponiewa» do tej pory w polsko j�zyznej literaturze nie udaªo mi si� znale¹¢ opisu tyhsiei, wi� proponuje dla skróenia zapisu nazw� Siei Fourier'a.21.1 Podstawy matematyzne
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Rozdziaª 22Dobór arhitektury siei22.1 Ogólnie o strukturze sieiWymiar wej±¢ i wyj±¢ jest narzuony. Twierdzenie Koªmogorowa 2N+1, jedna war-stwa ukryta (a wlasiwie, to zadna jesli traktowa wejsiowa jako ukryta). Twierdze-nie dowodzi istnienia rozwi¡zania problemu aproksymaji funkji wielu zmiennyh przezsuperpozyj� wielu funkji jednej zmiennej i daje podstawy teoretyzne do okre±leniaarhitektury siei neuronowej.22.2 UogólnianiePzykªad 1D i 2D.22.3 Algorytm kaskadowej korelaji Fahlmanaproblemy �poruszaj¡ego si� elu� � i¡gle zmieniaj¡y si� el ze wzgl�du na lokalnydost�p do informaji, nieskoordynowane zmianyoraz efekt �stada�. (w pewnym sensie samouzenie z sasiedztwem)przypisanie na ka»dym etapie uzenia aktywnej roli tylko niektorym neuronom ipoª¡zeniom wagowym.korelaja pomiedzy bledem siei a wyjsiem (aktywnosia) neuronu.22.4 Sie¢ neuronowa z rozszerzeniami funkyjnymi Paoneurony ukryte jako elementy poszerzaj¡e informaj� o poªo»eniu wzora w przestrzeni.to jest OK gdy ilo±¢ wej±¢ jest wi�ksza ni» ilo±¢ wyj±¢.nie wprowadza to nowej informaji, ale wzbogaa istniej¡¡przyklad z XOR-em
Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rozdziaª 23Rozmyte siei neuronowe23.1 IdeaJak napisali±my w punkie 44.8 rozdzialu 44, mo»liwo±¢ reprezentaji dowolnej funkjii¡gªej wielu zmiennyh za pomo¡ sumy funkji rozmytyh jednej zmiennej, uzasadniaide� ih wykorzystania przy konstruowaniu siei neuronowej. Poª¡zenie siei neurono-wyh z logik¡ rozmyt¡ daje nam wymierne korzy±i.Optymalny dobór parametrów. Mamy mo»liwo±¢ dobrania optymalnej struktury ste-rownika poprzez proes uzenia siei. W trakie uzenia mody�kaji podlegaj¡ naprzykªad parametry funkji przynale»no±i, przez o bardziej prawdopodobne jestto, »e b�d¡ one miaªy posta¢ odpowiedni¡ dla rozwi¡zywanego problemu. W tra-dyyjnym podej±iu parametry te ustalane s¡ przez eksperta i jego wiedza a zasemwr�z intuija deyduje o przyszªej sprawno±i projektowanego ukªadu.Uzyskanie informaji o reguªah. Mo»na zaprojektowa¢ sie¢ wedªug pewnyh ogól-nyh zasad ih budowy (opisanyh poni»ej) jednak bez u»yia »adnyh konkretnyhreguª (reguªy rozumiane jako zbiór �warunków� i �akji� typu IF ... THEN ...).Wówzas reguªy te otrzymuje si� z nauzonej siei.Z poª¡zenia siei neuronowej i logiki rozmytej otrzymujemy rozmyt¡ sie¢ neuronow¡(ang. neuro-fuzzy network).23.2 Shemat sieiOgólny shemat rozmytej siei neuronowej jest ±i±le powi¡zany ze struktur¡ sterow-nika rozmytego. Omówimy tutaj dwie najpopularniejsze postaie bazuj¡e na modeluMamdaniego oraz Takagi-Sugeno.23.2.1 Przeksztaªenie rozmytego modelu Mamdaniego w rozmyt¡ sie¢neuronow¡Przeksztaªenie bloku fuzy�kajiBlok fuzy�kaji odpowiedzialny jest za rozmywanie a wi� za okre±lenie stopnia przyna-le»no±i danej wej±iowej do poszzególnyh zbiorów rozmytyh. Jednemu zbiorowi roz-mytemu odpowiada jedna funkja przynale»no±i o pewnyh parametrah zale»nyh odSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



236 ROZDZIA� 23. ROZMYTE SIECI NEURONOWEjej postai. Przyjmijmy, »e mamy n wej±¢. Przez Fi = {µAi,1 , . . . , µAi,mi
} okre±lmy zbiórfunkji przynale»no±i zwi¡zanyh z i-tym wej±iem. Jak wida¢ dla ka»dego i = 1, . . . , nilo±¢ funkji wynosi mi i mo»e by¢ ró»na. Tak wi� rol� bloku fuzy�kaji peªni ∑n

i=1 mineuronów. Ka»dy neuron poª¡zony jest z tylko jednym wej±iem � wej±iem dostar-zaj¡ym sygnaª dla de�niowanego przez neuron zbioru rozmytego. Wszystkie neuronymog¡ mie¢ inn¡ funkj� przynale»no±i, ho¢ z�sto elem uproszzenia wybiera si� takiesame funkje dla wszystkih neuronów. Wybór ró»nyh funkji przynale»no±i kompli-kuje nieo proedur� nauki, gdy» wymaga odr�bnyh wzorów na pohodne. Pomimotego, »e teoretyznie warunkiem konieznym, ze wzgl�du na stosowanie gradientowyhmetod nauki, wymaganym przy konstruowaniu siei neuronowej jest ró»nizkowalna wsposób i¡gªy funkja aktywaji, to z powodzeniem stosuje si� odinkowo-liniowe funkjeaktywaji (np. [22℄, s. 352).Przeksztaªenie bazy reguªWyj±iem bloku fuzy�kaji s¡ stopnie przynale»no±i i tego sygnaªu xi do zbioru rozmy-tego Ai,j , j = 1, . . . ,mi. S¡ one jednoze±nie miarami speªnienia przesªanek skªadowyhb�d¡yh elementami z�±i IF reguª postaiIF(x1 jest A) AND ... AND (xn jest A)OR(x1 jest A) AND ... AND (xn jest A)OR...THEN (y jest B)gdzie przez A oznazono ogólnie zbiory rozmyte z lingwistyznej przestrzeni rozwa»a«odpowiedniego sygnaªu. W bloku bazy reguª nast�puje oblizenie stopni speªnienia po-przednika reguª (z�±¢ IF), które to stopnie aktywizuj¡ funkj� przynale»no±i znajduj¡¡si� w nast�pniku (z�±¢ THEN) reguªy. Zwykle stosuje si� wnioskowanie typu MAX-MIN.Fragment siei neuronowej przedstawiaj¡y poprzednik reguªy pokazany jest na rysunku//tutu//. Jeden w�zeª AND realizuje operaj� z u»yiem T-normy (najz�±iej operator
min) na fragmenie reguªy postai(x1 jest A) AND ... AND (xn jest A)Tak wi� w�zªów tyh jest tyle ile elementów poª¡zonyh operatorem OR. W�zeª OR re-alizuje operaj� z u»yiem S-normy (najz�±iej operator max) i jest tylko jeden. Mo»esi� jednak zdarzy¢, »e kilka ró»nyh reguª aktywuje ten sam zbiór wyj±iowy B wyst�-puj¡y w nast�pniku reguª. Wówzas istnieje koniezno±¢ dodania dodatkowego w�zªarealizuj¡ego operaj� max ze szystkih reguª aktuwuj¡yh dany zbiór rozmyty B.Przeksztaªenie bloku defuzy�kajiWej±iami bloku defuzy�kaji s¡ stopnie aktywizaji τ (i) poszzególnyh zbiorów rozmy-tyh wyj±ia modelu. Struktura siei neuronowej realizuj¡ej ten blok zale»y od przyj�tejmetody defuzy�kaji. Jedn¡ z najz�±iej stosowanyh metod jest metoda singletonów.Singletony y(i) umieszza si� albo w wierzhoªkah albo w ih ±rodku i�»ko±i funk-ji przynale»no±i znajduj¡ej si� we wniosku i-tej reguªy. Wówzas wyj±ie modelu ySztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



23.3. NAUKA 237oblizane jest wedªug wzoru (porównaj ¢wizenie z rozdziaªu 45)
y =

∑n
i=1 τ (i)y(i)

∑n
i=1 τ (i)

.Tak wi� blokowi temu odpowiadaj¡ trzy w�zªy: dwa sumatory i w�zeª dokonuj¡y dzie-lenie warto±i otrzymanyh z sumatorów. Sumator odpowiadaj¡y mianownikowi sumujestopnie aktywaji reguª. Sumator odpowiadaj¡y liznikowi sumuje ilozyny stopni ak-tywaji reguª pomno»onyh przez warto±¢ odpowiedniego singletona.PrzykªadNieh dany b�dzie model rozmyty z baz¡ reguª okre±lon¡ jak poni»ej i funkjami przy-nale»no±i przedstawionymi na rysunku //tutu//.Kontynuaj¡ tego przykªadu jest ¢wizenie z rozdziaªu 38.Krok 1.23.2.2 Przeksztaªenie rozmytego modelu Takagi-Sugeno w rozmyt¡sie¢ neuronow¡Zasadniza ró»nia pomi�dzy modelem Mamdaniego a Takagi-Sugeno polega na postainasy�pników reguª w któryh to zamiast zbiorów rozmytyh wyst�puj¡ zale»no±i funk-yjne. Najz�siej s¡ to funkje liniowe, ho¢ mo»e by¢ wykorzystana tak»e i dowolnafunkja nieliniowa. W konsekwenji blok fuzy�kaji i baza reguª pozostaj¡ niezmienione.Mody�kaji musi ule blok defuzy�kaji jako, »e wyj±ie modelu y oblizane jest wedªugwzoru (porównaj ¢wizenie z rozdziaªu 45)
y =

∑n
i=1 τ (i)f (i)(x)
∑n

i=1 τ (i)
,gdzie τ (i) jest stopniem aktywizaji i-tej reguªy natomiast f (i)(x) jest funkj¡ wyst�pu-j¡¡ we wniosku tej»e reguªy. Tak wi� blokowi temu odpowiadaj¡ trzy w�zªy: dwa su-matory i w�zeª dokonuj¡y dzielenie warto±i otrzymanyh z sumatorów. Inazej jednakni» w modelu Mamdaniego okre±lone zostaj¡ w�zªy sumuj¡e a dokªadnie w�zeª liz¡ysum� liznika. Sumator odpowiadaj¡y liznikowi sumuje ilozyny stopni aktywaji reguªpomno»onyh przez warto±¢ odpowiedniej funkji.PrzykªadNieh dany b�dzie model rozmyty z baz¡ reguª okre±lon¡ jak poni»ej i funkjami przy-nale»no±i przedstawionymi na rysunku //tutu//.Kontynuaj¡ tego przykªadu jest ¢wizenie z rozdziaªu 38.Krok 1.23.3 NaukaUogólniaj¡ mo»na powiedzie¢, »e do nauki otrzymanyh siei mo»na z powodzeniemu»y¢ dowolny z algorytmów wykorzystywany do nauki siei wielowarstwowyh jednokie-runkowyh. Wyprowadzenie wszystkih niezb�dnyh wzorów zawarte zostaªo w ¢wizeniuz rozdziaªu 38.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rozdziaª 24Badanie mo»liwo±i klasy�kaji24.1 WprowadzenieJednym z najz�±iej powierzanyh sieiom neuronowym zada« jest klasy�kaja obiek-tów. Przez �obiekt� rozumie¢ b�dziemy tutaj wiele ró»nyh rzezy: litery, obrazy, d¹wi�kiitd. Ka»dy z takih obiektów reprezentowany jest przez i¡g lizb. Skoro tak, to i¡g tenmo»emy uto»samia¢ z pewnym wektorem, zyli punktem w przestrzeni odpowiedniegowymiaru. Zatem mo»emy inazej powiedzie¢, »e sie¢ uzy si� klasy�kowania punktówpewnej przestrzeni do ró»nyh klas. Interesuj¡ym zagadnieniem jest:
• jak sposób rozmieszzenia punktów w przestrzeni wpªywa na konstrukj� sztuznejsiei neuronowej;
• w jakim stopniu przyj�te zaªo»enia o do sposobu konstrukji determinuj¡ mo»liw¡do rozwi¡zania klas� problemów.Aby znale¹¢ przynajmniej z�±iow¡ odpowied¹ na powy»sze pytania, przebadamy kilkaró»nyh siei zwraaj¡ baznie uwag� na sposób podziaªu przestrzeni sygnaªów wej±io-wyh.W kolejnyh podrozdziaªah b�dziemy bada¢:
• siei jednowarstwowe:� z neuronami o liniowej funkji aktywaji,� z neuronami o progowej funkji aktywaji,� z neuronami o sigmoidalnej funkji aktywaji;
• siei wielowarstwowe:� z neuronami o liniowej funkji aktywaji,� z neuronami o progowej funkji aktywaji,� z neuronami o sigmoidalnej funkji aktywaji;
• siei radialne.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



240 ROZDZIA� 24. BADANIE MO�LIWO�CI KLASYFIKACJI24.2 Sie¢ jednowarstwowa24.2.1 PrzygotowaniePrzyjmujemy najprostszy z mo»liwyh modeli sztuznej siei neuronowej, tj. model sieizªo»onej z jednego neuronu. Przyjmujemy, »e neuron posiada dwa wej±ia oraz bias.Poniewa» mamy dwa wej±ia, wi� wektory sygnaªów wej±iowyh b�d¡ miaªy w tymprzypadku tylko dwie zmieniaj¡e si� wspóªrz�dne. Skoro tak, to ªatwo mo»emy je inter-pretowa¢ jako pewien punkt na pªaszzy¹nie. Ponadto przyjmujemy dalej nast�puj¡ezaªo»enia:1. sygnaªy wej±iowe zmieniaj¡ si� w zakresie od −5 do +5 z pewnym, wybranymindywidualnie krokiem, np. 0.1;2. wagi s¡ lizbami losowymi z przedziaªu [−5, 5].24.2.2 Przebieg eksperymentu1. Ustalmy warto±¢ biasu na 0.0.2. Wybieramy jedn¡ z funkji aktywaji: (16.1),(16.2) lub (16.4).3. Losujemy wagi. W tym przypadku b�d¡ to wagi: w1 zwi¡zana z pierwszym sy-gnaªem wej±iowym x1, w2 zwi¡zana z drugim sygnaªem wej±iowym x2 oraz w0zwi¡zana z biasem x0.4. Podajemy na wej±ie siei par� punktów (x1, x2) z przestrzeni sygnaªów wej±io-wyh ([−5, 5] × [−5, 5]).5. Dla pary sygnaªów wej±iowyh oblizamy warto±¢ wyj±ia neuronu dla przyj�tejfunkji aktywaji.6. W zale»no±i od warto±i otrzymanej na wyj±iu, w punkie odpowiadaj¡ym war-to±i podanyh na wej±ie sygnaªów, stawiamy kropk� o odpowiednim kolorze. Spo-sób kolorowania podany zostanie poni»ej.7. Post�powanie z punktów 2− 5 kontynuujemy tak dªugo a» wyzerpiemy wszystkiepunkty z zadanego obszaru przy przyj�tym kroku.8. Je±li nie przebadali±my jeszze zahowania dla trzeh funkji aktywaji to powra-amy do punktu 2, gdzie wybieramy kolejn¡ funkj� aktywaji.9. Je±li przebadali±my zahowanie siei dla trzeh funkji aktywaji, to powraamydo punktu 2, ustalaj¡ warto±¢ biasu na 1.0.Caªe powy»sze post�powanie nale»y powtórzy¢ kilkakrotnie, aby mó zaobserwowa¢pewne prawidªowo±i.Pozostaªo jeszze ustali¢ sposób kolorowania.W przypadku funkji progowej jako, »e przyjmuje ona tylko dwie warto±i, u»ywamytylko dwóh kolorów: zerwonego dla warto±i równyh 1 i niebieskiego dla wartosirównyh −1.Liniowa funkja aktywaji mo»e przyjmujmowa¢ dowoln¡ warto±¢ rzezywist¡ z prze-dziaªu [−55.0, 55.0]. Dlatego przyjmujemy nast�puj¡y sposób kolorowania (lub dowolnySztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



24.3. SIE� DWUWARSTWOWA 241inny b�d¡y jego rozszerzeniem � im wi�ej kolorów, tym lepiej b�dzie wida¢ zdolno±isiei do podziaªu pªaszzyzny)
• dla warto±i wi�kszyh lub równyh 1.0 � zerwony;
• dla warto±i z przedziªu [0.0, 1.0) � »óªty;
• dla warto±i z przedziªu [−1.0, 0.0) � zielony;
• dla warto±i mniejszyh od −1.0 � niebieski.Sigmoidalna funkja aktywaji mo»e przyjmujmowa¢ dowoln¡ warto±¢ rzezywist¡ zprzedziaªu (−1.0, 1.0). Dlatego przyjmujemy nast�puj¡y sposób kolorowania (uwaga osposobie kolorowania j.w.)
• dla warto±i wi�kszyh lub równyh 0.8 � zerwony;
• dla warto±i z przedziªu [0.0, 0.8) � »óªty;
• dla warto±i z przedziªu [−0.8, 0.0) � zielony;
• dla warto±i mniejszyh od −0.8 � niebieski.24.3 Sie¢ dwuwarstwowaPo przebadaniu mo»liwo±i jednego neuronu (siei jednowarstwowej), zajmiemy si� siei¡dwuwarstwow¡. Przyjmujemy nast�puj¡¡ struktur� siei: dwa neurony w pierwszejwarstwie oraz jeden w drugiej � ostatniej (wyj±iowej), poª¡zone na zasadzie �ka»dy zka»dym�. Dla tak zbudowanej siei powtarzamy kroki 1−9 wykonywane podzas badaniasiei jednowarstwowej.24.4 Sie¢ radialnaDla siei radialnej przyjmujemy struktur� tak¡ jak przedstawiona w rozdziale ??, przyzym w warstwie radialnej u»ywa¢ b�dziemy trzeh neuronów. B�dziemy stosowa¢ bardzoprosty sposób kolorowania: zerwony dla warto±i wi�kszyh lub równyh 0 i niebieskidla wartosi mniejszyh od 0.24.5 WnioskiOto jakie wnioski powinno da¢ si� wysnu¢ w wyniku przeprowadzonyh eksperymentów.1. Pojedy«zy neuron z progow¡ funkj¡ aktywaji zawsze dzieli przestrze« na dwiepodprzestrzenie za pomo¡ prostej. Prosta ta zawsze przehodzi przez punkt (0, 0)je±li bias ma warto±¢ 0.0 (rys. ??,??).2. Sie¢ wielowarstwowa zªo»ona z neuronów progowyh dzieli przestrze« za pomo¡ªamanej o ile bias ma warto±¢ ró»n¡ od 0.0 (rys. ??).3. Sie¢ zªo»ona z jednostek liniowyh zawsze dzieli przestrze« w ten sam sposób nie-zale»nie od ilo±i warstw. Podziaª ten wyznazany jest przez równolegªe do siebielinie proste (rys. ??).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



242 ROZDZIA� 24. BADANIE MO�LIWO�CI KLASYFIKACJI4. Pojedy«zy neuron z sigmoidaln¡ funkj¡ aktywaji dzieli przestrze« podobnie doneuronu liniowego.5. Sie¢ wielowarstwowa z sigmoidalnymi funkjami aktywaji dzieli przestrze« na pod-obszary za pomo¡ krzywyh. Je±li bias ma warto±¢ 0.0, wówzas podziaª ten jestsymetryzny wzgl�dem punktu (0, 0) (rys. ??,??).6. Sie¢ radialna dzieli przestrze« na podprzestrzenie b�d¡e �kombinaj¡� kóª (rys.??).Wnioski te b�d¡ trohe inne, je±li zamiast bipolarnyh funkji aktywaji u»yjemy funkjiunipolarnyh.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 25Najprostsza sie¢25.1 ZadanieZadanie postawione przed nami jest nast�puj¡e: skonstruowa¢ sie¢, która b�dzie mogªarozpoznawa¢ wzore gra�zne nale»¡e do dwóh ró»nyh klas. Jako wzory gra�znyhu»ywa¢ b�dziemy liter zapisanyh w prostok¡tnym obszarze podzielonym na 7 wierszyi 5 kolumn. Ka»da komórka le»¡a na przei�iu pewnego wiersza i kolumny mo»e by¢zarna lub biaªa. W ten sposób, przyjmuj¡ za rozpatrywane wzore litery A oraz C iprzypisuj¡ im odpowiednio klasy oznazane przez 0 oraz 1, mo»emy przedstawi¢ je takjak na rysunku 25.1.Je±li teraz nauzymy sie¢ tyh dwóh wzory wówzas ozekiwa¢ b�dziemy, »e po-danie znieksztaªonego wzora A skutkowa¢ b�dzie odpowiedzi¡ blisk¡ 0, natomiast wprzypadku znieksztaªonego wzora C odpowiedzi¡ blisk¡ 1.25.2 Konstrukja siei i przebieg naukiAby osi¡gn¡¢ po»¡dane zahowanie siei, którego przejawem jest zdolno±¢ do klasy�ko-wania obiektów, musimy:
• okre±li¢ arhitektur� siei� lizb� warstw,� lizb� neuronów w ka»dej warstwie,� sposób poª¡zenia neuronów,

Rysunek 25.1: Litery A i C jako przykªadowe wzore.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



244 ROZDZIA� 25. NAJPROSTSZA SIE�� rodzaj funkji aktywaji;
• okre±li¢ sposób uzenia.25.2.1 ArhitekturaPrzyjmiemy najprostsz¡ z mo»liwyh arhitektur. Sie¢ b�dzie skªadaªa si� z jednej war-stwy. W warstwie tej b�dzie tylko jeden neuron. Ilo±¢ wej±¢ okre±lamy na równ¡ ilo±ipunktów tworz¡yh wzore gra�zne, plus jedno staªe wej±ie, na które bez wzgl�duna wzorze zawsze podawany jest sygnaª o warto±i 1.0 (bias). Zatem neuron b�dziemiaª 5 · 7 + 1 = 36 wej±¢ numerowanyh od 0 do 35, przy zym wej±ie numer 0 jestwej±iem o staªym sygnale. Jako funkj� aktywaji wybieramy funkj� liniow¡ (16.1) lubsigmoidaln¡ unipolarna (16.4).25.2.2 NaukaCelem nauki jest dobranie takih warto±i wag siei aby zahowywaªa si� ona zgodnie znaszymi ozekiwaniami przypisuj¡ wzorom podobnym do A warto±¢ blisk¡ 0 a wzorompodobnym do C warto±¢ blisk¡ 1.Na poz¡tku musimy zde�niowa¢ dwa zbiory.1. Zbiór pierwszy, to zbiór sygnaªów jakie b�d¡ podawane na wej±ie neuronu; wnaszym przypadku: sygnaªy reprezentuj¡e litery A i C.2. Zbiór drugi, to zbiór prawidªowyh sygnaªow wyj±iowyh neuronu; w naszym przy-padku: odpowiednio 0 i 1.Oznazmy pierwszy z tyh zbiorów przez P , drugi przez T . Elementy tyh zbiorówoznaza¢ b�dziemy maªymi literami � odpowiednio p i t, z ineksem wskazujaym nanumer. Tak wie mamy: P = {p1, p2} oraz T = {t1, t2} = {0, 1} gdzie p1 i p2 to wektorypowstaªe w opariu o obrazy naszyh wzory, wedªug zasady: zarne pole = 1, biaªe =

−1. Przyjmuj¡ one posta¢ (odst�py o 5 dodane s¡ dla zytelnosi):
p1 =11111 1-1-1-1 1 1-1-1-1 1 1 1 1 1 1 1-1-1-1 1 1-1-1-1 1 1-1-1-1 1
p2 =11111 1-1-1-1-1 1-1-1-1-1 1-1-1-1-1 1-1-1-1-1 1-1-1-1-1 1 1 1 1 1Oba zbiory P oraz T tworz¡ zbiór uz¡y L = {P, T} (porównaj 16.4 ze strony 136).D¡»ymy do tego, aby wyj±ie z siei y zale»ne od podanego wzora pi, i = 1, 2ró»niªo si� jak najmniej od odpowiedzi ozekiwanej przez nas, zyli aby ró»nia (ti − y)dla i = 1, 2 byªa jak najmniejsza. Inazej mówi¡, d¡»ymy do minimalizaji okre±lonejtym sposobem funkji. Skoro jednak ma to by¢ funkja, to powinna mie¢ jak¡± zmienn¡(lub zmienne). Poniewa» jedyne o mo»e si� w neuronie zmienia¢ to jego wagi, wi�ostateznie otrzymujemy nastepuj¡¡ de�nij� funkji (nazywanej funkj¡ bª�du)

E(w) = (ti − y), gdzie w = [w0, ..., w35] .Po prawej stronie nie wida¢ aby y zale»aªo od w, ale ªatwo jest to zmieni¢ (a razejpokaza¢). Zgodnie z wze±niej podanymi informajami y de�niujemy jako
y = f(net),Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



25.2. KONSTRUKCJA SIECI I PRZEBIEG NAUKI 245przy zym net okre±lone jest jako
net =

35∑

k=0

(xi
kwk),gdzie xi

k oznaza warto±¢ k-tego wej±ia w wyniku podania i-tego wzora. Ostateznie
E(w) =

(

ti − f

(
35∑

k=0

xi
kwk

))

.Zwykle aby zapewni¢ sobie, »e funkja E ma minimum i aby otrzyma¢ w wyniku dalszyhdziaªa« �przyjemn¡� posta¢, przyjmuje si� j¡ jako
E(w) =

1

2
(ti − y)2.Tak wi� okre±lili±my pewn¡ funkj� i poszukujemy jej minimum. Do tego elu, przyzaªo»eniu ró»nizkowalno±i badanej funkji, nadaje sie metoda gradientowa wyznaza-nia minimum funkji. Pohodna funkji polizona w pewnym punkie, oznazmy goprzez w(t)1, jej dziedziny wskazuje kierunek najszybszego wzrostu jej warto±i. Tak wi�minus pohodna w danym punkie wskazuje kierunek najszybszego spadku jej warto±i.Zatem szukaj¡ minimum przesuwamy si� nieznaznie w tak wyznazonym kierunku zpunktu w którym jeste±my obenie, otrzymuj¡ nowy punkt oznazany przez w(t + 1).Czyli, przyjmuj¡ za η niewielk¡ lizb� rzezywist¡ (np. 0.01) dokonujemy nast�puj¡ejmody�kaji:

w(t + 1) = w(t) − η · kierunek,zyli
w(t + 1) = w(t) − ηE′(w(t)).Wspóªzynnik η nazywany jest wspóªzynnikiem uzenia.Polizmy teraz gradient2 funkji E

∇E =

[
∂E

∂w0
, ...,

∂E

∂w35

](przyj¡¢ musimy, »e oblizenia prowadzone s¡ dla pewnej pary (pi, ti)).
∂E

∂wk

= E′
wk

(w) =




1

2
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ti − f(
35∑
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mwm)

)2




′
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2
· 2

(
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35∑
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mwm)

)

·
(

ti − f(
35∑
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mwm)

)′

wk

=

−
(

ti − f(

35∑
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mwm)

)

f ′
(

35∑

m=0

xi
mwm

)(
35∑

m=0

xi
mwm

)′

wk

=1Zmienna t oznaza w tym przypadku pewn¡, intuiyjnie rozumian¡, zale»no±¢ zasow¡, polegaj¡¡na tym, »e warto±¢ w(t) jest oblizana przed w(t + 1).2Gradient, zyli wektor pohodnyh z¡stkowyh funkji wielu zmiennyh.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



246 ROZDZIA� 25. NAJPROSTSZA SIE�
−
(

ti − f

(
35∑

m=0

xi
mwm

))

f ′
(

35∑

m=0

xi
mwm

)

xi
k =

−(ti − f(net))f ′(net)xi
k.Ilozyn (ti − f(net))f ′(net) oznazamy przez δ i nazywamy sygnaªem bª�du delta.W zale»no±i od wyboru funkji aktywaji, inazej b�dzie wygl¡daªo wyra»enie f ′(x).Przyjmuj¡ liniow¡ funkj� aktywaji (patrz wzór (16.1)) otrzymujemy

f ′(x) = a.Dla sigmoidalnej unipolarnej funkj� aktywaji (wzór (16.5)) otrzymujemy (patrz strona150)
f ′(x) = f(x)(1 − f(x)),za± dla bipolarnej (patrz wzór (16.4))
f ′(x) = 0.5 · (1 − f2(x)).Jedna i druga posta¢ jest o tyle iekawa, i» pohodna w punkie x wyra»a si� przezwarto±¢ tej»e funkji w tym samym punkie x. Oznaza to, »e nie musimy przeprowadza¢prawie »adnyh dodatkowyh oblize« w elu oblizenia pohodnej.25.3 AlgorytmNieh dany b�dzie zbiór uz¡y L postai L = {P, T}, gdzie P = {p1, p2} oraz T =

{t1, t2} (zgodznie z opisem powy»ej).1. Wybór(a) η > 0 � wspóªzynnik uzenia (np. 0.2),(b) Emax > 0 � maksymalny bª¡d jaki hemy osi¡gn¡¢ (np. 0.01),() Cmax > 0 � ilo±¢ kroków uzenia (np. 100).2. Losowy wybór poz¡tkowyh warto±i wag (zmienne w0, ..., w35) jako niewielkihlizb (np. z przedziaªu [−1, 1]).3. Przyj�ie c := 1.4. Przyj�ie E := 0.5. Uporz¡dkowanie w losowej kolejno±i indeksów elementów zbioru P , otrzymuj¡nowy zbiór I.6. Wybór lizby k jako kolejnej lizby ze zbioru I.7. Podanie k-tego obrazu ze zbioru P na wejsia neuronu: xi = pk,i, i = 0, . . . , 35.8. Oblizenie sygnaªu wyj±iowego neuronu y = f(net), gdzie net =
∑35

i=0 xiwi.9. Uaktualnienie warto±i wag wedªug wzoru
wi(t + 1) = wi(t) − η

∂E

∂wi
, i = 0, . . . , 35.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



25.4. ZADANIE 24710. Oblizenie bª�du b = (tk −y) oraz zaktualizowanie sumaryznej warto±i bª�du dladanego yklu uz¡ego: E = E + 1
2b2.11. Je±li k nie jest ostatnim elementem to przej±ie do kroku 6.12. Je±li E < Emax, to konie algorytmu.13. Je±li c < Cmax, to c := c + 1 i przej±ie do kroku 4. W przeiwnym razie koniealgorytmu.25.4 ZadanieNale»y zaimplementowa¢ zaprezentowany algorytm dla identyznego zadania jak roz-wa»anego w tek±ie (rozpoznawanie pewnyh wzory gra�znyh). Program powinienmie¢ mo»liwo±¢, po nauzeniu siei, podawania przez u»ytkownika warto±i sygnaªówwej±iowyh i oblizenia dla nih odpowiedzi neuronu. Ilo±¢ rozpoznawanyh klas mo»narozszerzy¢ wedle uznania.
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248 ROZDZIA� 25. NAJPROSTSZA SIE�
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Rozdziaª 26Zadanie XOR26.1 ZadanieXOR (ang. eXlusive OR), zyli ró»nia symetryzna (lub te» jedno z: alternatywawykluzaj¡a, alternatywa rozª¡zna, kontrawalenja), to logizny (dwuargumentowy)funktor zdaniotwórzy, prawdziwy wtedy i tylko wtedy, gdy dokªadnie jedno ze zda« jestprawdziwe. X Y X XOR Y0 0 00 1 11 0 11 1 0Tabela 26.1: Tablia prawdy XOR.Przygl¡daj¡ si� powy»szej tabeli, wyró»ni¢ mo»emy obiekty dwóh klas. Pierwszaklasa skªada si� z obiektów (0, 0) oraz (1, 1) i przypisujemy jej warto±¢ lizbow¡ 0, na-tomiast drugiej, zªo»onej z elementów (0, 1) oraz (1, 0), przypisujemy warto±¢ lizbow¡1. Tak sformuªowane zadanie wygl¡da dosy¢ prosto i niewinnie, ale w rzezywisto±i dlasztuznyh siei neuronowyh jest nie lada wyzwaniem.Zastanawiaj¡ si� nad doborem siei potra�¡ej rozwi¡za¢ to zadanie mo»emy oprze¢si� na wiadomo±iah i obserwajah z rozdziaªu 24. Mówi¡ bardzo obrazowo, szukamytakiej siei, dla której b�dzie mo»na ustali¢ warto±i wag w ten sposób, aby punkty na-le»¡e do klasy 0 znalazªy si� na obszarze jednego koloru, natomiast punkty nale»¡e doklasy 1, na obszarze innego koloru. �adna ze znanyh nam siei jednowarstwowyh zada-nia tego nie rozwi¡»e. Siei te bowiem rozwi¡zuj¡ jedynie problemy liniowoseparowalne aproblem XOR nie jest takim problemem. Zatem koniezna b�dzie sie¢ wielowarstwowa.Wystarzy nam struktura z dwiema warstwami: dwoma neuronami w pierwszej i jednymw drugiej (rys. ??). Jako funkj� aktywaji przyjmujemy funkj� sigmoidaln¡ unipolarn¡.Do uzenia takiej siei wykorzystamy algorytm z rozdziaªu 25, wprowadzaj¡ doniego jedynie pewne, razej kosmetyzne zmiany, prowadz¡e do uogólnienia na sieiwielowarstwowe; nie b�dzie to jako±iowo nowa metoda.Zanim przejdziemy do opisu algorytmu pozyni¢ musimy jeszze maª¡ uwag�. Otó»Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



250 ROZDZIA� 26. ZADANIE XORteraz do oznazenia wagi u»ywa¢ b�dziemy a» trzeh indeksów. Zapis wa
bc oznaza, »emówimy o wadze z warstwy a ª¡z¡ej neuron o numerze c z warstwy a − 1 z neuronemo numerze b z warstwy a.Post¡pimy teraz analogiznie jak przy wyprowadzaniu wzorów na mody�kaj� wag wrozdziale 25. Polizymy pohodn¡ funkji elu po kolejnyh wagah. Jak si� przekonamywzór na zmian� wag warstwy wyj±iowej pozostanie bez zmian. Wzór na zmian� wag wwarstwie wze±niejszej uwzgl�dnia¢ b�dzie natomiast sygnaª bª�du, nazywany sygnaªemdelta. Wynika to st¡d, »e dla wszystkih warstw z wyj¡tkiem wyj±iowej nie znamyprawidªowej odpowiedzi siei, której znajomo±¢ wymagana jest aby wiedzie¢ jak du»epoprawki wprowadzi¢. W zwi¡zku z tym, wyhodz¡ ze sªusznego zaªo»enia, »e neuronyz warstw poprzednih maj¡ wpªyw na bª¡d w warstwie wyj±iowej, b�dziemy ih bª¡dobliza¢ w opariu o bª¡d warstwy wyj±iowej (dokªadniej mówi¡, to bª¡d warstwy Ib�dzie oblizany na podstawie bª�du warstwy I + 1).Oto jak b�dzie przebiegaªo wyprowadzenie potrzebnyh wzorów. Przyjmujemy ana-logizn¡ posta¢ funkji bª�du

E(w) =
1

2
[t − f(net21)]2,gdzie net21 to pobudzenie neuronu 1 z warstwy 2.Dla warstwy wyj±iowej otrzymujemy

∂E

∂w2
1p

=
∂E

∂net21

∂net21
∂w2

1p

=
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2

(
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1p
=
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2
1k)

][

t − f(

2∑

k=0

x2
kw

2
1k)

]′

w2
1p

= ...gdzie:
• p zmienia si� od 1 do ilo±i wej±¢ dla warstwy 2 (w naszym przypadku do 3);
• suma po k jest od 0 do 2, gdy» sie¢ ma 2 wej±ia +1 sygnaª staªy, razem 3;
• x2

k oznaza k − ty sygnaª wej±iowy dla warstwy 2;
• w2

1k oznaza wag� ª¡z¡¡ neuron 1 z warstwy 2 z k-tym wej±iem dla warstwy 2(zyli na ogóª z k-tym neuronem);
... = −(t − f(net21))f ′(net21)x2

p.Ilozyn
(t − f(net21))f ′(net21)oznazamy przez

δ2
1 = (t − f(net21))f ′(net21).W tym przypadku oznaza to, »e jest to sygnaª delta dla 1 neuronu z warstwy 2.Ozywi±ie

net21 =

2∑

p=0

x2
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2
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26.2. ALGORYTM 251gdzie
x2

0 = 1,

x2
1 = f(

2∑
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mw1

1m),
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2 = f(
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2m).Teraz zajmijmy si� warstw¡ pierwsz¡.
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1q.Je±li teraz sie¢ miaªaby wi�ej warstw, to analogizne oblizenia nale»aªoby przepro-wadzi¢ dla kolejnyh warstw poprzedzaj¡yh te dwie, dla któryh wªa±nie wyprowadzi-li±my odpowiednie wzory.26.2 AlgorytmMamy dany zbiór uz¡y L postai L = {P, T}, gdzie P = {p1, p2, p3, p4} oraz T =
{t1, t2, t3, t4}. pi oraz ti, dla i = 1, . . . , 4 okre±lamy jak poni»ej (argument 0 funkji XORzostaª zast¡piony warto±i¡ -1)

p1 = {−1,−1}
p2 = {−1, 1}
p3 = {1,−1}
p4 = {1, 1}
t1 = {0}
t2 = {1}
t3 = {1}
t4 = {0}1. WybórSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



252 ROZDZIA� 26. ZADANIE XOR(a) η > 0 � wspóªzynnik uzenia (np. 0.2),(b) Emax > 0 � maksymalny bª¡d jaki hemy osi¡gn¡¢ (np.0.01),() Cmax > 0 � ilo±¢ kroków uzenia (np. 100).2. Losowy wybór poz¡tkowyh warto±i wag jako niewielkih lizb (np. z przedziaªu
[−1, 1]).3. Przyj�ie c := 1.4. Przyj�ie E := 0.5. Uporz¡dkowanie w losowej kolejno±i indeksów elementów zbioru P , otrzymuj¡nowy zbiór I.6. Wybór lizby k jako kolejnej lizby ze zbioru I.7. Podanie k-tego obrazu ze zbioru P na wejsia neuronów z warstwy pierwszej.8. Oblizenie sygnaªu wyj±iowego z siei, zyli y2

1.9. Oblizenie sygnaªów delta
δ2
1 = (t − f(net21))f ′(net21)

δ1
1 = δ2

1w2
11f

′(net11)

δ1
2 = δ2

1w2
12f

′(net12)10. Uaktualnienie warto±i wag wedªug wzoru
wa

bc = wa
bc + ηδa

b xa
c .11. Oblizenie bª�du b = (tk − y2

1) oraz zaktualizowanie sumaryznej warto±i bª�dudla danego yklu uz¡ego: E = E + 1
2b2.12. Je±li k nie jest ostatnim elementem to przej±ie do kroku 6.13. Je±li E < Emax, to konie algorytmu.14. Je±li c < Cmax, to c := c + 1 i przej±ie do kroku 4. W przeiwnym razie koniealgorytmu.26.3 ZadanieNale»y zaimplementowa¢ zaprezentowany algorytm dla przedstawionego problemu XOR.
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Rozdziaª 27Sorh27.1 GraMo»e niektórzy z Pa«stwa mieli okazj� gra¢ w gr� Sorh. W¡tpi�, gdy» jest to grapami�taj¡a jeszze zasy MS-DOS, ale mo»e. . .Gra w swoim pomy±le byªa wr�z banalna. Na ekranie ustawione s¡ (widziane zboku) dwa zoªgi. Zmieniaj¡ parametry strzaªu, a wi� siª� i kat podniesienia dziaªa,nale»y tra�¢ przeiwnika. I to ju» wszystko. Dodatkow¡ atrakj¡ byª bardzo przemy±lnyarsenaª ±rodków bojowyh, który zyniª t� gr� niesamowiie wi¡gaj¡¡.I wªa±nie takiej gry (uproszzonej, ale ni nie stoi na przeszkodzie aby Pa«stwozadanie sobie utrudnili), dotyzy ten rozdziaª. W naszym przypadku przeiwnikiemb�dzie komputer sterowany przez sie¢ neuronow¡.27.2 Zaªo»eniaPrzyjmujemy, »e na planszy, na tym samym poziomie stoja dwa zoªgi w losowo dobie-ranej odlegªo±i. Jedyn¡ akj¡ jak¡ mo»emy w stosunku do nih podj¡¢ jest zmiana k¡tapodniesienia dziaªa, przy staªej sile strzaªu (a dokªadnie pr�dko±i wylotowej v0). Poustaleniu przez graza k¡ta strzelamy i sprawdzamy zy udaªo nam si� tra�¢ prziwnika.W tym miejsu przydaje si� wzór na rzut uko±ny:
x(t) = v0 cos(α)t

y(t) = v0 sin(α)t − 1

2
gt2gdzie:

• α ∈ [0, 45] � k¡t nahylenia dziaªa (patrz tak»e punkt 27.4),
• v0 � pr�dko±¢ poz¡tkowa (staªa, dobrana tak aby przy ka»dym k¡ie nahyleniadziaªa tor lotu poisku byª krzyw¡),
• t � zas,
• g � przyspieszenie ziemskie (w przybli»eniu równe 9.81).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



254 ROZDZIA� 27. SCORCHWyznazaj¡ z pierwszego równania zmienn¡ t i podstawiaj¡ do drugiego otrzymu-jemy zale»no±¢ y od x

y(x) = tan(α)x − g

2v2
0 cos2(α)

x2.Je±li nie tra�my to próbuje nasz przeiwnik. I tak na zmian� a» kto± uzyska tra�enie.Ka»dy kolejny strzaª komputera w ramh tej samej tury (z wyj¡tkiem pierwszego) jestniewielk¡ mody�kaj¡ poprzedniego strzaªu o losow¡ wielko±¢. Po uzyskaniu tra�enia(wszystko jedno przez kogo) zapami�tujemy odlegªo±¢ i parametry strzaªu dla jakihudaªo si� tra�¢. W ten sposób otrzymujemy próbk� uz¡¡, któr¡ dodajemy do naszegozbioru uz¡ego. Zbiór uz¡y b�dzie si� powi�kszaª, gdy» zawiera parametry elnyhstrzaªów od poz¡tku gry. Po zako«zeniu ka»dej tury uzymy sie¢, która steruje k¡temnahylenia dziaªa zoªgu kontrolowanego przez komputer.27.3 ZadanieNale»y zaimplementowa¢ zaprezentowan¡ gr� wykorzystuj¡ sie¢ neuronow¡ do sterowa-nia pozynaniami komputerowego przeiwnika. Sie¢ powinna skªada¢ si� z o najmniej2 warstw. Poza tym sie¢ musi mie¢ jedno wyj±ie. Ilo±¢ warstw (nie mniej jednak jak 2)oraz ilo±¢ neuronów nale»y ustali¢ samemu. Z uwagi na to, »e stosowan¡ funkj¡ akty-waji jest funkja sigmoidalna nale»y pami�ta¢ o przeskalowaniu zbioru warto±i funkjina zakres zmienno±i k¡ta nahylenia dziaªa zaªo»ony w zadaniu tak, aby we wªa±iwysposób interpretowa¢ dane wyj±iowe z siei.27.4 Uwagi do realizajiK¡t α ogranizony zostaª do przedziaªu [0, 45]. Je±li jako przedziaª zmienno±i α przyj-miemy przedziaª [0, 90], wówzas dla zadanej odlegªo±i istniej¡ dwa k¡ty, przy któryhmo»na uzyska¢ tra�enie: jeden mniejszy od 45 stopni a drugi wi�kszy. Mamy wów-zas sytuaj�, gdy dane uz¡e mog¡ okaza¢ si� sprzezne. Je±li udziaª danyh sprzez-nyh w ogólnej ilo±i danyh uz¡yh nie jest du»y (kilka proent), to nie stanowi toproblemu. Pouzaj¡ym do±wiadzeniem jest sprawdzenie jaka jest sensowna graniastosunku wszystkih danyh do danyh sprzeznyh.Ch¡ dopu±i¢ zmienno±¢ α w aªym przedziale od 0 do 90 stopni, powinni±my doda¢do siei dodatkowe wej±ie sªu»¡e do wybierania rodzaju strzaªu: strzaª pªaski (k¡ty do45 stopni) zy stromotorowy (powy»ej 90 stopni). Kryterium wyboru jednego z rodzajówstrzaªu mogªo by by¢ np. nast�puj¡e. Najpierw próbujemy tra�¢ przeiwnika oddaj¡strzaª pªaski. Je±li oka»e si�, »e spowodowaªo to tra�enie w el inny od przeiwnika (np.gór� znajduj¡a si� na linii strzaªu), wówzas zazynamy strzela¢ stromotorowo.Ozywi±ie mo»na jeszze bardziej uogólni¢ zadanie przyjmuj¡ dwa zmienne para-metry: k¡t nahylenia dziaªa i siª� strzaªu. Z tego o napisano powy»ej wywnioskowa¢mo»na jednak, »e tak postawione zadanie jest jeszze trudniejsze z punktu widzenia uze-nia siei neuronowej, gdy» mamy jeszze wi�ksz¡ niejednoznazno±¢ odpowiedzi: dla tyhsamyh danyh wejsiowyh (odlegªo±¢) mamy niesko«zenie wiele par postai (siªa,k¡t).
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Rozdziaª 28Kompresja obrazu � sie¢jednokierunkowa28.1 Przedstawienie zadaniaSztuzne siei neuronowe mog¡ okaza¢ si� aªkiem przydatne, o zym postaramy si�przekona¢ tym razem. Wykorzystamy je bowiem do zadania kompresji obrazu.Kompresja obrazu mo»liwa do uzyskania przy pomoy siei neuronowej jest kompresj¡stratn¡. Zaªo»enia jakie przyjmujemy wymienimy w kilku podpunktah.Podziaª obrazu. Zwykle dzielimy obraz na znaznie mniejsze fragmenty nazywane blo-kami, które stanowi¡ podstawow¡ jednostk� poddawan¡ kompresji. Na potrzebytego zadania przyjmujemy, »e blok ma staªy rozmiar wynosz¡y 8 na 8 pikseli akompresowany obraz zarówno na wysoko±¢ jak i szeroko±¢ jest aªkowit¡ wielo-krotno±i¡ bloku (zyli zarówno wysoko±¢ jak i szeroko±¢ obrazka podzielna jestbez reszty przez 8, np. 256 na 256 pikseli). Zaªo»enie takie znaznie upraszza im-plementaj�. Dodatkowo mo»emy przyj¡¢, »e kompresowane obrazy zawsze maj¡taki sam wymiar.Skªadowe RGB. Kolorowy obraz mo»na opisa¢ na wiele sposobów. Jedn¡ z mo»liwo-±i jest podanie nasyenia podstawowymi skªadowy przypadaj¡ymi na piksel, tj.zerwon¡ (R), zielon¡ (G) oraz niebiesk¡ (B). Nasyenie wyra»ane jest przy po-moy lizby aªkowitej z przedziaªu [0, 255] a jeden piksel opisuj¡ trzy takie lizby.B�dziemy traktowa¢ te skªadowe niezale»nie. Mo»na powiedzie¢, »e w istoie roz-wa»amy trzy obrazy: obraz zerwony, zielony i niebieski. Kompresowa¢ b�dziemyniezale»nie ka»dy z tyh obrazów.Wybór siei. U»yjemy siei skierowanej do przodu z wieloma warstwami.Funkja aktywaji. Jako funkj� aktywaji wybieramy funkj� sigmoidaln¡. Konse-kwenj¡ takiego wyboru jest koniezno±¢ przeskalowania danyh b�d¡yh wej±iemi wyj±iem z siei do przedziaªu [0.1, 0.9].Struktura siei. Struktura siei ±i±le odzwieriedla zdolno±i do kompresji. Przyjmu-jemy sie¢ o 64 wej±iah, pewnej ilo±i neuronów w warstwie 1 � kompresuj¡ej (dlaustalenia uwagi przyjmijmy, »e 32) oraz 64 neurony w warstwie 2 � wyj±iowej.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



256 ROZDZIA� 28. KOMPRESJA OBRAZU � SIE� JEDNOKIERUNKOWAZauwa»my, »e ilo±¢ wej±¢ jest równa ilo±i wyj±¢. Jest to hyba zrozumiaªe jako,»e nasza sie¢ ma przeksztaªa¢ obraz oryginalny podany na wej±ie w mo»liwienajbardziej zbli»ony do niego obraz na wyj±iu, który jest wynikiem dekompresji.Rol� elementu kompresuj¡ego peªni warstwa 1 a warstwa 2 dekompresuj¡ego.Je±li bowiem zapami�tamy wyj±ia z warstwy 1 (zyli 32 lizby) wówzas mamy(teoretyznie) o poªow� mniej informaji opisuj¡ej obraz. Je±li teraz podamy nawej±ie warstwy 2 wektor zªo»ony z 32 lizb, wówzas zostanie na jego podstawieodtworzony odpowiadaj¡y jemu wektor 64 lizbowy.Tak wi� trenuj¡ sie¢ elem kompresji przy jej pomoy obrazów jednoze±nie tre-nujemy obie jej z�±i � kompresuj¡¡ i dekompresuj¡¡. Ch¡ jej u»y¢ u»ywamytylko jednej z jej warstw.Zbiór uz¡y. Zbiór danyh wej±iowyh zawiera 64-elementowe wektory nasyeniabarw RGB powstaªe w wyniku podziaªu obrazu. Zbiór ozekiwanyh warto±iwyj±iowyh z siei pokrywa si� ze zbiorem danyh wej±iowyh. Jest tak dlatego,»e »¡damy aby obraz po kolejno wykonanyh kompresji i dekompresji pozostaª bezzmian.Dyskretyzaja. Wyj±ie z warstwy 1 stanowi skompresowan¡ informaj�. Zauwa»my,i» wyj±ie to stanowi¡ 32 lizby rzezywiste. Do zapami�tania lizby rzezywistejpotrzeba wi�ej ni» 1 bajt � zwykle 4. Na wej±iu siei mamy za± 64 lizby aªkowitez przedziaªu [0, 255] opisuj¡e jedn¡ ze skªadowyh modelu RGB. Lizby te zapisa¢mo»na na 1 bajie. Prosty rahunek daje, »e ilo±¢ informaji nieskompresowanej(wej±iowej) wynosi 64 x 1 bajt = 64 bajty za± skompresowanej 32 x 4bajty = 128bajtów. Czyli po przeprowadzonej w ten sposób kompresji wzro±nie nam rozmiarobrazu skompresowanego.Jedynym rozwi¡zaniem w takiej sytuaji jest zmniejszenie ilo±i bajtów na któryhzapisywana jest lizba rzezywista. Najz�±iej odbywa si� to przez dyskretyzaj�lizb b�d¡yh wynikiem kompresji.Przyst�puj¡ do dyskretyzaji musimy ustali¢ lizb� bitów jak¡ b�dziemy u»ywa¢do zapisu lizby rzezywistej. Nast�pnie dzielimy przedziaª z jakiego pohodz¡dyskretyzowane lizby na 2n równyh podprzedziaªów, gdzie n jest lizb¡ bitów.Je±li np. przyjmiemy n = 2 a przedziaªem zmienno±i dla lizb rzezywistyhb�dzie [0.0, 1.0] wówzas otrzymamy nast�puj¡e podprzedziaªy
• [0.0, 0.25) ka»da lizba rzezywista nale»¡a do tego przedziaªu b�dzie zapi-sywana jako 0;
• [0.25, 0.5) ka»da lizba rzezywista nale»¡a do tego przedziaªu b�dzie zapi-sywana jako 1;
• [0.5, 0.75) ka»da lizba rzezywista nale»¡a do tego przedziaªu b�dzie zapi-sywana jako 2;
• [0.75, 1.0] ka»da lizba rzezywista nale»¡a do tego przedziaªu b�dzie zapisy-wana jako 3.Teraz skompresowany obraz b�dzie miaª rozmiar 32 x 2 bity = 64 bity = 8 bajtówo w porównaniu z wielko±i¡ informaji wej±iowej równej 64 bajty daje kompresj�8-krotn¡.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



28.2. REALIZACJA 257Pami�ta¢ nale»y o tym aby dyskretyzaji dokonywa¢ tak»e na etapie uzenia. Po-mini�ie tego mo»e skutkowa¢ sªabym dekompresowaniem obrazów gdy» sie¢ b�dzieuzyªa si� na lizbah rzezywistyh a praowa¢ b�dzie na aªkowityh b�d¡yhprzybli»eniem (z�sto kiepskim) rzezywistyh.Stopie« kompresji. Na stopie« kompresji maj¡ wpªyw nast�puj¡e zynniki:
• stosunek ilo±i wej±¢ do rozmiaru warstwy 1;
• dyskretyzaja wyj±¢ z warstwy 1;
• wagi siei. Niestety wagi s¡ lizbami rzezywistymi a równie» powinny by¢zapami�tane razem z obrazem. Im wi�kszy obraz, tym �narzut� zwi¡zany zkoniezno±i¡ ih zapami�tania okazuje si� mniejszy. Je±li jednak do kompre-sji u»ywamy zawsze takiej samej siei, wówzas mo»emy z zapami�tywaniawag zrezygnowa¢. Alternatywnym rozwi¡zaniem jest zapami�tywanie wag wosobnym pliku w sytuaji gdy tego samego zestawu wag u»ywamy wielokrot-nie. Wówzas poddaj¡ kompresji np. 10 obrazów otrzymujemy 10 plikówskompresowanyh i jeden, wspólny, z jednym zestawem wag.28.2 RealizajaZ zaªo»enia kompresji podlega¢ maj¡ kolorowe obrazy zapisane przy pomoy trzeh skªa-dowyh RGB. Ka»dy obraz b�dziemy rozpatrywa¢ trzykrotnie � ze wzgl�du na nasyenieka»dej z barw: zerwonej, zielonej i niebieskiej. Zbiór uz¡y konstruujemy w nast�pu-j¡y sposób:1. Plik gra�zny dzielimy na bloki o zadanym rozmiarze: 8 × 8 pikseli.2. Ka»dy blok okre±la 3 wektory 64 lizbowe - wektor odpowiadaj¡y skªadowej zer-wonej, zielonej i niebieskiej.3. Zapami�tujemy te wektory � ih zbiór stanowi¢ b�dzie zbiór uz¡y.Uwaga. Caªkiem dobre efekty mo»na osi¡gn¡¢ konstruuj¡ zbiór uz¡y w opariu ojedn¡ skªadow¡, ale warto poeksperymentowa¢ z tym samemu.Maj¡ dany zbiór uz¡y, po uprzednim okre±leniu rozmiaru warstwy kompresuj¡ejoraz stopnia dyskretyzaji, mo»na przyst¡pi¢ do uzenia siei.Nauzon¡ sie¢ wykorzystujemy do kompresji i dekompresji obrazu u»ywaj¡ odpo-wiednio tylko jednej warstwy.28.2.1 ZadanieNale»y zaimplementowa¢ sie¢ neuronow¡ o strukturze opisanej powy»ej. Sie¢ nale»ynauzy¢ przy pomoy jednego lub kilku wybranyh obrazów, a nast�pnie sprawdzi¢ jakdziaªa jako narz�dzie kompresuj¡e i dekompresuj¡e. Testy wykonywa¢ dla obrazówu»ytyh w proesie uzenia oraz innyh. Zbada¢ wpªyw wielko±i warstwy ukrytej orazdokonywanej dyskretyzaji na straty kompresji. Na ile obraz odtworzony ró»ni si� odoryginalnego oblizymy wedªug wzoru

MSERGB =
(MSER + MESG + MSEB)

3
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258 ROZDZIA� 28. KOMPRESJA OBRAZU � SIE� JEDNOKIERUNKOWAgdzie
MSEX =

1

np

p
∑

l=1

k∑

i=1

k∑

j=1

(x
(l)
ij − x̂

(l)
ij )2,

• x, x̂ � odpowiednio warto±¢ skªadowej bloku oryginalnej i odtworzonej,
• k � wymiar bloku,
• p � lizba bloków,
• n � wymiar wektora tworz¡ego blok,
• X � przyjmuje jedn¡ z warto±i: R, G lub B.
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Rozdziaª 29Sie¢ Hop�elda29.1 Rekurenja w sieiW sieiah neuronowyh rozwa»anyh do tej pory, wyj±ia neuronów z pewnej warstwymogªy by¢ poª¡zone jedynie z wej±iami neuronów warstwy nast�pnej. Konsekwenj¡tego byª jednokierunkowy przepªyw informaji. Sygnaªy byªy przesyªane od warstwywej±iowej, przez po±rednie warstwy ukryte a» do warstwy wyj±iowej. St¡d te» nazwatego rodzaju siei � siei jednokierunkowe (ang. feedforward networks).Istniej¡ równie» siei, w któryh dopuszza si� istnienie sygnaªów sprz�»enia zwrot-nego, to znazy sygnaªów, które z wyj±ia neuronu kierowane s¡ na wej±ie neuronu z tejsamej warstwy lub nawet wze±niejszej (patrz rysunek 29.1).Rysunek 29.1: Model siei Hop�elda.Doskonaªym polem zastosowa« tego typu siei s¡ pami�i skojarzeniowe. Konepjapami�i skojarzeniowyh wi¡»e si� z jedn¡ z podstawowyh funkji mózgu � zdolno±i¡do odtworzenia pewnej informaji na podstawie jedynie jej zarysu a ±i±lej mówi¡ jejznieksztaªonej postai. Tak oto potra�my rozpoznawa¢ pismo, z�sto bardzo odbie-gaj¡e od wyuzonyh w pierwszyh latah szkoªy �wzorowyh� liter. Rozwi¡zujemykrzy»ówki, gdzie dysponuj¡ jedynie kilkoma literami potra�my dopasowa¢ sªowo. Po-tra�my na zdj�iu rozpozna¢ znajomyh nawet gdy znaznie odbiegaj¡ od znanyh namwzorów.Wyró»nia¢ b�dziemy dwa rodzaje tego typu pami�i:
• pami�i autoasojayjne � s¡ to pami�i, gdzie na podstawie zaszumionego sy-gnaªu wej±iowego odtwarzamy jego wzorow¡, idealn¡ posta¢ (np. rozwi¡zywaniekrzy»ówki); Rysunek 29.2: Dziaªanie pami�i autoasojayjnej.
• pami�i heteroasojayjne � s¡ to pami�i, gdzie na podstawie zaszumionegosygnaªu wej±iowego odtwarzamy idealn¡ posta¢, ale innego sygnaªu, który z tymjest skojarzony (zwi¡zany).Przyjrzymy si� teraz tego typu pami�i w opariu o najbardziej znane siei rekuren-yjne, nazywane sieiami Hop�elda.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



260 ROZDZIA� 29. SIE� HOPFIELDASie¢ zaproponowana przez Hop�elda skªada si� z n elementów przetwarzaj¡yh (neu-ronów), prauj¡yh asynhroniznie. Oznaza to, »e w danej hwili zmieniany jest stanwyj±ia tylko jednego (losowo wybranego) neuronu. Przyjmujemy, »e funkja wyj±iajest postai:
y(t + 1) =







+1 gdy net > 0
y(t) gdy net = 0
−1 gdy net < 0a o maierzy wag zakªadamy, »e jest symetryzna i posiada zera na gªównej przek¡tnej(zera na gªównej przek¡tnej oznazaj¡, »e wyj±ie »adnego z neuronów nie jest wej±iemdla niego samego). Poniewa» ka»dy element jest poª¡zony ze wszystkimi pozostaªymi,w siei Hop�elda nie ma wyra¹nie wydzielonyh warstw. Na ogóª tak¡ sie¢ przedstawiasi� jako jednowarstwow¡.Wymiar wektora wej±iowego jest równy ilo±i neuronów w siei. Podaj¡ wektorwej±iowy do siei, podajemy ka»d¡ jego wspóªrz�dn¡ jako wej±ie do jednego neuronu.29.2 Algorytm uzeniaJak we wszystkih sieiah neuronowyh, aªa wiedza równie» w tej siei ukryta jest wwarto±iah wag. Istnieje kilka algorytmów pozwalaj¡yh wyznazy¢ warto±i wag dlasiei Hop�elada maj¡ej praowa¢ jako pami�¢ autoasojayjna; przyjrzymy si� tutajnajprostrzej z nih.Zapisujemy do pami�i wektory wzorowe sm, m = 1, ..., p o skªadowyh −1 lub +1.Wagi wyznazamy wedªug wzoru:

wij = (1 − δij)

p
∑

m=1

sm
i sm

j ,gdzie δ oznaza delt� Kronekera:
δij =

{
1 gdy i = j
0 gdy i 6= j.Uwaga 29.1.Wa»na jest zale»no±¢ mi�dzy ilo±i¡ neuronów w siei n a ilo±i¡ zapami�tanyh wzor-ów p. Przez pojemno±¢ siei rozumiemy lizb� efektywnie zapami�tanyh wzorów (patrzrozdziaª 20).29.3 Algorytm odzytu1. Ustalenie stanu poz¡tkowego przez podanie sygnaªu na wej±ia neuronów; najz�-±iej jest to wªa±nie zaszumiona informaja, znieksztaªony obraz itp.2. Ustalenie losowej kolejnosi w jakiej neurony b�d¡ oblizaªy swoje sygnaªy wyj-±iowe.3. Oblizenie sygnaªów wyj±iowyh dla wszystkih neuronów (w kolejnosi ustalonejw poprzednim punkie).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



29.4. ZADANIE 2614. Je±li dla »adnego neuronu nie nast¡piªa zmiana sygnaªu wyj±iowego y(t) porów-nywanego z sygnaªem wyj±iowym y(t−1), to ko«zymy algorytm. W przeiwnymrazie wraamy do punktu 2.Uwaga 29.2.Podzas pray algorytmu mo»e si� zdarzy¢, »e sie¢ odtworzy obraz b�d¡y dopeªnie-niem obrazu zapami�tanego (to znazy zamiast −1 bed¡ +1 i odwrotnie). Jest to jaknajbardziej �normalne� zahowanie dla tego typu siei.29.4 ZadanieZaimplementowa¢ zaprezentowany algorytm dla zadania odtwarzania liter. Przyjmujemyposta¢ liter analogizn¡ jak w rozdziale 25. Do elów dydaktyznyh wystarzy jak sie¢zapami�ta, powiedzmy 3 - 5 liter. Program powinien wzytywa¢ znieksztaªon¡ liter� ina jej podstawie odtworzy¢ zapami�tany obraz.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



262 ROZDZIA� 29. SIE� HOPFIELDA
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Rozdziaª 30Sie¢ Elmana (metoda gradientowadla zadania XOR)Sie¢ tego typu wprowadzili±my w podrozdziale 20.4. Przypomnijmy, »e jest ona przy-kªadem siei neuronowej ze sprz�»eniem zwrotnym. W swojej konstrukji skªada si� onaz dwóh warstw. Pierwsza (wej±iowa) jest warstw¡, której sygnaªy wyj±iowe s¡ kiero-wane jako wej±ia dla neuronów warstwy drugiej oraz jako sygnaªy zwrotne na wej±iatzw. neuronów kontekstowyh. Wyj±ie z neuronów kontekstowyh (które maj¡ liniow¡funkj� aktywaji) stanowi wej±ie dla warstwy pierwszej (porównaj z rysunkeim 20.3 zestrony 213). Sygnaªy dla warstwy kontekstowej nie maj¡ przypisanyh wag lub inazej,o na jedno wyhodzi, wagi te wynosz¡ 1.0.Je»eli wej±ie do siei jest n wymiarowe, oraz lizba neuronów w warstwie ukrytejwynosi n, to w kolejnym przej±iu przez sie¢ wektor wej±iowy b�dzie miaª wymiar n+k.Pami�taj¡, »e k sygnaªów o indeksah od n + 1 do n + k pohodzi z poprzedniej iterajiotrzymujemy nast�puj¡y wektor wej±iowy x(t)

x(t) = [x0(t), . . . , xn(t), xn+1(t), . . . , xn+k(t)] = [x0(t), . . . , xn(t), y1(t − 1), . . . , yk(t − 1)]gdzie [y1(t−1), . . . , yk(t−1)] jest wektorem wyj±iowym warstwy pierwszej z poprzedniej(tj. t − 1) iteraji. W zasie t = 0 przyjmujemy [xn+1(t), . . . , xn+k(t)] ≡ 0.W ¢wizeniu tym zastosujemy sie¢ Elmana do zadania XOR. Sie¢ Elmana rozwi¡zu-j¡a zadanie XOR b�dzie miaªa dwuwymiarowy wektor wej±iowy danyh zasadnizyhplus bias, dwa neurony w warstwie ukrytej oraz dwa neurony kontekstowe. Ponadto sie¢bezie miaªa jeden neuron w warstwie wyj±iowej.
x y x XOR y0 0 00 1 11 0 11 1 0Do nauki siei Elmana zastosujemy gradientow¡ metod� uzenia. Post�powanie wtym przypadku jest analogizne jak w przypadku metody gradientowej stosowanej dlaSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



264ROZDZIA� 30. SIE� ELMANA (METODA GRADIENTOWA DLA ZADANIAXOR)siei jednokierunkowej wielowarstwowej. Istotna ró»nia polega na mody�kowaniu war-to±i wag warstwy wej±iowej, o jest zwi¡zane ze sprz�»eniem zwrotnym wyst�puj¡ymw omawianej siei.Nieh bª¡d siei po podaniu jednego wzora uz¡ego b�dzie dany wzorem
E =

1

2
(t − y2

1)2,gdzie t jest elementem ze zbioru uz¡ego, za± y2
1 jest wyj±iem z siei (druga warstwa,pierwszy neuron). Ogólny wzór na mody�kowanie wag w metodzie gradientowej danyjest wzorem

wa
bc = wa

bc − η
∂E

∂wa
bc

.W naszym przypadku indeksy a, b oraz c przyjmuj¡ nast�puj¡e warto±i.
• Je±li a = 1 to b = 1, 2, c = 0, 1, 2, 3, 4 (gdzie c = 3, 4 to wej±ia pohodz¡e odneuronów kontekstowyh).
• Je±li a = 2 to b = 1, c = 0, 1, 2.Wyznazmy ∂E

∂wa
bc
. W tym elu rozwa»amy dwa przypadki: pierwszy dla wag warstwywyj±iowej i drugi dla wag warstwy wej±iowej.Dla wag warstwy wyj±iowej warto±¢ ∂E

∂wa
bc

b�dzie taka sama jak w przypadkupropagaji wsteznej dla siei jednokierunkowej wielowarstwowej. Mamy wówzas
∂E

∂w2
1i

= −(t − y2
1)f ′(net21) · x2

i , i = 0, 1, 2.Dla wag warstwy ukrytej warto±¢ ∂E
∂w1

bc

b�dzie lizona z uwzgl�dnieniem sprz�»e-nia zwrotnego. Rozwa»my najpierw konkretny przypadek dla ustalonej wagi, np. w1
21.Mamy wówzas

∂E

∂w1
21

=

[
1

2

(
t − y2

1(t)
)2
]∣
∣
∣
∣
w1

21

=

[
1

2

(
t − f(net21(t))

)2
]∣
∣
∣
∣
w1

21

=

−(t − f(net21(t))) · f(net21(t))
∣
∣
w1

21
= −(t − f(net21(t))) · f ′(net21(t)) · net21(t)

∣
∣
w1

21
=

−(t − f(net21(t))) · f ′(net21(t)) ·
(

2∑

i=0

x2
i (t)w2

1i

)

︸ ︷︷ ︸

net21(t)

∣
∣
∣
∣
∣
∣
∣
∣
∣
∣
∣
w1

21

= . . .W tym miejsu ko«z¡ si� oblizenia dla warstwy wyj±iowej a my lizymy dalej. Ponie-wa»
x2

i (t) = y1
i dla i = 1, 2(to znazy: sygnaª wej±iowy dla warstwy drugiej jest tym samym o wyj±iowy z warstwypierwszej) oraz

y1
i (t) = f





4∑

j=0

x1
j(t)w1

ij





︸ ︷︷ ︸

net1i (t)

= f





2∑

j=0

x1
j(t)w1

ij +

2∑

j=1

y1
j (t − 1)w1

i2+j
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265zatem
· · · = −(t − f(net21(t))) · f ′(net21(t)) ·

(
w2

10 + x2
1(t)w2

11 + x2
2(t)w2

12

)∣
∣
w1

21
=

−(t − f(net21(t))) · f ′(net21(t)) ·
(
y1
1(t)w2

11 + y1
2(t)w2

12

)∣
∣
w1

21
=

−(t − f(net21(t))) · f ′(net21(t)) ·
(
f(net11(t))w2

11 + f(net12(t))w2
12

)∣
∣
w1

21
= . . .Ze wzoru (30.1) wida¢, »e zarówno net11(t) jak i net12(t) zale»¡ od w1

21 przez sygnaªysprz�»enia zwrotnego, wi�
· · · = −(t−f(net21(t)))·f ′(net21(t))·

(

w2
11f

′(net11(t)) net11(t)
∣
∣
w1

21
+ w2

12f
′(net12(t)) net12(t)

∣
∣
w1

21

)Otrzymalismy wi�
∂E

∂w1
21

= −(t−f(net21(t)))·f ′(net21(t))·
(

w2
11f

′(net11(t)) net11(t)
∣
∣
w1

21
+ w2

12f
′(net12(t)) net12(t)

∣
∣
w1

21

)(30.2)Polizmy teraz ile wynosi net11(t)
∣
∣
w1

21
oraz net12(t)

∣
∣
w1

21
. Najpierw net11(t)

∣
∣
w1

21

net11(t)
∣
∣
w1

21
=





2∑

j=0

x1
j(t)w1

1j +

2∑

j=1

y1
j (t − 1)w1

12+j





∣
∣
∣
∣
∣
∣
w1

21

= 0+w1
13y

1
1(t − 1)

∣
∣
w1

21
+w1

14y
1
2(t − 1)

∣
∣
w1

21
=

w1
13f(net11(t − 1))

∣
∣
w1

21
+ w1

14f(net12(t − 1))
∣
∣
w1

21
=

w1
13f

′(net11(t − 1))net11(t − 1)
∣
∣
w1

21
+ w1

14f
′(net12(t − 1))net12(t − 1)

∣
∣
w1

21A wi� mamy zale»no±¢
net11(t)

∣
∣
w1

21
= w1

13f
′(net11(t − 1))net11(t − 1)

∣
∣
w1

21
+ w1

14f
′(net12(t − 1))net12(t − 1)

∣
∣
w1

21(30.3)Zajmijmy si� teraz net12(t)
∣
∣
w1

21

net12(t)
∣
∣
w1

21
=





2∑

j=0

x1
j (t)w1

2j +
2∑

j=1

y1
j (t − 1)w1

22+j





∣
∣
∣
∣
∣
∣
w1

21

=

x1
1(t) + w1

23y
1
1(t − 1)

∣
∣
w1

21
+ w1

24y
1
2(t − 1)

∣
∣
w1

21
=

x1
1(t) + w1

23f(net11(t − 1))
∣
∣
w1

21
+ w1

24f(net12(t − 1))
∣
∣
w1

21
=

x1
1(t) + w1

23f
′(net11(t − 1))net11(t − 1)

∣
∣
w1

21
+ w1

24f
′(net12(t − 1))net12(t − 1)

∣
∣
w1

21A wi� mamy zale»no±¢
net12(t)

∣
∣
w1

21
= x1

1(t)+w1
23f

′(net11(t − 1))net11(t − 1)
∣
∣
w1

21
+w1

24f
′(net12(t − 1))net12(t − 1)

∣
∣
w1

21(30.4)Wzór (30.2) wraz z rekurenyjnymi zale»no±iami (30.3) i (30.4) pozwala nam mody-�kowa¢ wag� w1
21. Zauwa»my, »e otrzymujemy w tym przypadku zale»no±¢ rekurenyjn¡na pohodn¡ jak w przypadku siei RTRN (patrz podrozdziaª 20.2). W ogólno±i wspo-mniane wzory wyst�puj¡ w postaiahSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



266ROZDZIA� 30. SIE� ELMANA (METODA GRADIENTOWA DLA ZADANIAXOR)
• ogólna posta¢ wzoru (30.2)

∂e1
1

∂w1
bc

= −(t−f(net21(t)))·f ′(net21(t))·
(

w2
11f

′(net11(t)) net11(t)
∣
∣
w1

bc

+ w2
12f

′(net12(t)) net12(t)
∣
∣
w1

bc

)

• ogólna posta¢ wzoru (30.3)
net11(t)

∣
∣
w1

bc

= x1
cδ1b+w1

13f
′(net11(t − 1))net11(t − 1)

∣
∣
w1

bc

+w1
14f

′(net12(t − 1))net12(t − 1)
∣
∣
w1

bc

• ogólna posta¢ wzoru (30.4)
net12(t)

∣
∣
w1

bc

= x1
cδ2b+w1

23f
′(net11(t − 1))net11(t − 1)

∣
∣
w1

bc

+w1
24f

′(net12(t − 1))net12(t − 1)
∣
∣
w1

bc
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Rozdziaª 31Sie¢ Elmana (metoda Levenberga -Marquardta dla zadania XOR)Algorytm Levenberga-Marquardta (LM) zostaª zaprezentowany w podrozdziale ?? i po-±wi�one zostaªo jemu ¢wizenie 35. Istniej¡e opis odnosz¡ si� do siei jednokierunkowejwielowarstwowej, jednak ten sam algorytm mo»e by¢ z powodzeniem stosowany dla sieiElmana. Z uwagi na analogie w przypadku realizaji algorytmu z wymienionym wze-±niej materiaªem, podamy tutaj jedynie wskazówki pomone przy jego implementaji.Celem dokonania porównania z innymi zbadanymi przypadkami, problemem jaki przyjego pomoy rozwi¡»emy b�dzie problem XOR (jego opis pojawiª si� w rozdziale 26)1.Przyjmowany model siei przedstawia rysunek ??. Wynika z niego, »e sygnaªy wyj-±iowe z neuronów opisane s¡ przez zale»no±i
y1
1 = f(x1

0w
1
10 + x1

1w
1
11 + x1

2w
1
12 + x1

13w
1
13 + x1

4w
1
14),

y1
2 = f(x1

0w
1
20 + x1

1w
1
21 + x1

2w
1
22 + x1

13w
1
23 + x1

4w
1
24),

y2
1 = f(x2

0w
2
10 + x2

1w
2
11 + x2

2w
2
12),gdzie

x1
13(t) = y1

1(t − 1),

x1
14(t) = y1

2(t − 1)s¡ sygnaªami wyj±iowymi neuronów pierwszej warstwy z poprzedniej iteraji. Dodat-kowo zakªada si�, »e w zasie t = 0 zahodzi
y1
1(t) = y1

2(t) = 0.Ponadto sygnaª y1
1 = x2

1 jest wyj±iem z neuronu pierwszego warstwy pierwszej, alejednoze±nie jest pierwszym sygnaªem wej±iowym warstwy drugiej. Podobna zale»no±¢zahodzi dla sygnaªu y1
2, który jest drugim sygnaªem wej±iowym warstwy drugiej (x2

2).Funkja f jest sigmoidaln¡ funkj¡ aktywaji.Zbiór uz¡y L skªada si� z nast�puj¡yh par
(p1, t1) = ((0, 0), (0)),

(p2, t2) = ((0, 1), (1)),

(p3, t3) = ((1, 0), (1)),

(p4, t4) = ((1, 1), (0)).1Problem ten nie jest najwªa±iwszym problemem dla siei Elmana bo nie wyst�puj¡ w nim zale»no±i(zasowe) pomi�dzy danymi uz¡ymi.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



268ROZDZIA� 31. SIE� ELMANA (METODA LEVENBERGA - MARQUARDTADLA ZADANIA XOR)Wektor bª�du poszzególnyh próbek uz¡yh na ka»dym neuronie w warstwie wyj±io-wej (wzór ??) b�dzie miaª posta¢2
e(w) =







e1
1

e2
1

e3
1

e4
1







(31.1)zyli
e(w) =







t1 − y2
1(p1)

t2 − y2
1(p2)

t3 − y2
1(p3)

t4 − y2
1(p4)





gdzie el

o, o ∈ {1}, l ∈ {1, 2, 3, 4} oznaza bª¡d l-tej próbki w o-tym neuronie wyj±iowym.Zapis y2
1(pl) rozumiemy jako wyj±ie z siei otrzymane po prezentaji wzora pl.Maj¡ posta¢ wektora e(w) musimy znale¹¢ teraz posta¢ maierzy J(w). Poniewa»mamy ª¡znie trzyna±ie wag, zatem jej posta¢ jest nast�puj¡a

J(w) =
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(31.2)Pionow¡ kresk¡ rozdzielono pohodne z¡stkowe lizone wedªug ró»nyh shematów. Zaj-mijmy si� najpierw wagami warstwy wyj±iowej (grupa po prawej stronie pionowej kreski)a wi� wagami postai ∂el

1

∂w2
ij

, l ∈ {1, 2, 3, 4}, i ∈ {1}, j ∈ {0, 1, 2}. Polizmy np. pohodn¡
∂e2

1

∂w2
11

∂e2
1

∂w2
11

= (t2 − y2
1(p2))′

w2
11

= (t2 − f(net21(p2))′
w2

11
= −f ′(net21(p2))(net21(p2))′

w2
11

=

−f ′(net21(p2))(x2
0(p2)w2

10 + x2
1(p2)w2

11 + x2
2(p2)w2

12)′
w2

11
= −f ′(net21(p2))x2

1(p2)gdzie np. zapis net21(p2) oznaza warto±¢ net21 polizon¡ dla sygnaªu p2. Uogólniaj¡otrzymany wynik na dowoln¡ wag� warstwy wyj±iowej w2
1i, i ∈ {0, 1, 2} dla l-tej próbki,otrzymujemy ogólny shemat dla tyh wag

∂el
1

∂w2
1i

= −f ′(net21(pl))x
2
i (pl).Zajmijmy si� teraz wagami warstwy pierwszej (grupa po lewej stronie pionowej kreski)a wi� wagami postai ∂el

1

∂w2
ij

, l ∈ {1, 2, 3, 4}, i ∈ {1, 2}, j ∈ {0, . . . , 4}.2Mamy jeden neuron i ztery próbki uz¡e.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



269Dla wag warstwy ukrytej warto±¢ ∂e1
1

∂w1
bc

b�dzie lizona z uwzgl�dnieniem sprz�»eniazwrotnego. Rozwa»my najpierw konkretny przypadek dla wagi ustalonej wagi, np. w1
21.Mamy wówzas

∂e1
1

∂w1
21

=
[
t − y2

1(t)
]∣
∣
w1

21
=
[
t − f(net21(t))

]∣
∣
w1

21
=

−f(net21(t))
∣
∣
w1

21
= −f ′(net21(t)) · net21(t)

∣
∣
w1

21
=

−f ′(net21(t)) ·
(

2∑

i=0

x2
i (t)w2

1i

)

︸ ︷︷ ︸

net21(t)

∣
∣
∣
∣
∣
∣
∣
∣
∣
∣
∣
w1

21

= . . .W tym miejsu ko«z¡ si� oblizenia dla warstwy wyj±iowej a my lizymy dalej. Ponie-wa»
x2

i (t) = y1
i dla i = 1, 2(to znazy: sygnaª wej±iowy dla warstwy drugiej jest tym samym o wyj±iowy z warstwypierwszej) oraz

y1
i (t) = f





4∑

j=0

x1
j(t)w1

ij





︸ ︷︷ ︸

net1i (t)

= f





2∑

j=0

x1
j (t)w1

ij +

2∑

j=1

y1
j (t − 1)w1

i2+j



 (31.3)zatem
· · · = −f ′(net21(t)) ·

(
w2

10 + x2
1(t)w2

11 + x2
2(t)w2

12

)∣
∣
w1

21
=

−f ′(net21(t)) ·
(
f(net11(t))w2

11 + f(net12(t))w2
12

)∣
∣
w1

21
= . . .Ze wzoru (31.3) wida¢, »e zarówno net11(t) jak i net12(t) zale»¡ od w1

21 przez sygnaªysprz�»enia zwrotnego, wi�
· · · = −f ′(net21(t)) ·

(

w2
11f

′(net11(t)) net11(t)
∣
∣
w1

21
+ w2

12f
′(net12(t)) net12(t)

∣
∣
w1

21

)Otrzymalismy wi�
∂e1

1

∂w1
21

= −f ′(net21(t)) ·
(

w2
11f

′(net11(t)) net11(t)
∣
∣
w1

21
+ w2

12f
′(net12(t)) net12(t)

∣
∣
w1

21

) (31.4)Polizmy teraz ile wynosi net11(t)
∣
∣
w1

21
oraz net12(t)

∣
∣
w1

21
. Najpierw net11(t)

∣
∣
w1

21

net11(t)
∣
∣
w1

21
=
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x1
j(t)w1

1j +

2∑

j=1

y1
j (t − 1)w1

12+j





∣
∣
∣
∣
∣
∣
w1

21

= 0+w1
13y

1
1(t − 1)

∣
∣
w1

21
+w1

14y
1
2(t − 1)

∣
∣
w1

21
=

w1
13f(net11(t − 1))

∣
∣
w1

21
+ w1

14f(net12(t − 1))
∣
∣
w1

21
=

w1
13f
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21
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270ROZDZIA� 31. SIE� ELMANA (METODA LEVENBERGA - MARQUARDTADLA ZADANIA XOR)A wi� mamy zale»no±¢
net11(t)

∣
∣
w1

21
= w1

13f
′(net11(t − 1))net11(t − 1)

∣
∣
w1

21
+ w1

14f
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∣
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21(31.5)Zajmijmy si� teraz net12(t)
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∣
∣
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21A wi� mamy zale»no±¢
net12(t)

∣
∣
w1

21
= x1

1(t)+w1
23f

′(net11(t − 1))net11(t − 1)
∣
∣
w1

21
+w1

24f
′(net12(t − 1))net12(t − 1)

∣
∣
w1

21(31.6)Wzór (31.4) wraz z rekurenyjnymi zale»no±iami (31.5) i (31.6) pozwala nam mody-�kowa¢ wag� w1
21. Zauwa»my, »e otrzymujemy w tym przypadku zale»no±¢ rekurenyjn¡na pohodn¡. W ogólno±i wspomniane wzory wyst�puj¡ w postaiah

• ogólna posta¢ wzoru (31.4)
∂e1

1

∂w1
bc

= −f ′(net21(t)) ·
(

w2
11f

′(net11(t)) net11(t)
∣
∣
w1

bc

+ w2
12f

′(net12(t)) net12(t)
∣
∣
w1

bc

)

• ogólna posta¢ wzoru (31.5)
net11(t)

∣
∣
w1

bc

= x1
cδ1b+w1

13f
′(net11(t − 1))net11(t − 1)

∣
∣
w1
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+w1
14f

′(net12(t − 1))net12(t − 1)
∣
∣
w1

bc

• ogólna posta¢ wzoru (31.6)
net12(t)

∣
∣
w1

bc

= x1
cδ2b+w1

23f
′(net11(t − 1))net11(t − 1)

∣
∣
w1

bc

+w1
24f

′(net12(t − 1))net12(t − 1)
∣
∣
w1

bcPozostaje jeszze do wyja±nienia sprawa odpowiednih wymiarów maierzy i wekto-rów we wzorze ?? ze strony ??. Ze wzoru (31.1) widzimy, »e wektor e jest wymiaru
4 × 1 natomiast ze wzoru (31.2) widzimy, »e maierz J jest wymiaru 4 × 13. Je±li wi�przyjmiemy, »e wektor wagowy w jest wektorem kolumnowym postai
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271wówzas wymiary we wzorze (??) s¡ zgodne
w(t + 1)
︸ ︷︷ ︸

13×1

= w(t)
︸︷︷︸

13×1

− [ JT
︸︷︷︸

13×4

J
︸︷︷︸

4×13
︸ ︷︷ ︸

13×13

+ ηI
︸︷︷︸

13×13

]−1 JT
︸︷︷︸

13×4

e
︸︷︷︸

4×1
︸ ︷︷ ︸

13×1
︸ ︷︷ ︸

13×1Powy»sze wyja±nienia powinny rozwia¢ wszelkie w¡tpliwo±ie zwi¡zane z praktyzn¡ im-plementaj¡ algorytmu LM dla postawionego problemu.
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272ROZDZIA� 31. SIE� ELMANA (METODA LEVENBERGA - MARQUARDTADLA ZADANIA XOR)
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Rozdziaª 32Siei samoorganizuj¡e si� nazasadzie wspóªzawodnitwa32.1 SamoorganizajaObserwuj¡ dziaªanie poprzednih programów mieli±my okazj� przekona¢ si�, »e sie¢neuronowa jest w stanie nauzy¢ si� pewnego odwzorowania z przestrzeni sygnaªów wej-±iowyh w przestrze« sygnaªów wyj±iowyh, korzystaj¡ z informaji o wªa±iwyh(ozekiwanyh) odpowiedziah.Poka»emy teraz, »e sie¢ potra� wykry¢ pewne zwi¡zki bez dodatkowej pomoy z ze-wn¡trz, zyli bez posiadania informaji o prawidªowej klasy�kaji danyh wej±iowyh.W tym elu wykorzystywa¢ b�dziemy mehanizm konkurenji. Po oblizeniu sygnaªówwyj±iowyh neuronów, wybierzemy z nih tego o najsilniejszej odpowiedzi (to znazy onajwi�kszej warto±i lizbowej na wyj±iu). Jego i tylko jego wagi zmody�kujemy na-st�pnie tak, aby po ponownej prezentaji tego wzora, jego sygnaª wyj±iowy miaª jeszzewi�ksz¡ warto±¢ w stosunku do pozostaªyh ni» ma to miejse obenie. Wagi pozostaªyhneuronów pozostan¡ bez zmian. Mehanizm ten, znany pod nazw¡ WTA (ang. winnertakes all � wygrywaj¡y bierze wszystko), wymaga aby wagi i sygnaªy wej±iowe byªyznormalizowane. Siei tego typu s¡ jednowarstwowe, z�sto z liniow¡ funkj¡ aktywa-ji; neurony nie maj¡ biasu. Ilo±¢ neuronów wyznaza zdolno±i do wykrywania grup �maksymalna ilo±¢ wykrytyh grup nie mo»e przekrozy¢ ilo±i neuronów.Siei samouz¡e1 wykazuj¡ swoj¡ przydatno±¢ wsz�dzie tam, gdzie nie mo»emy zgóry udzieli¢ informaji dotyz¡yh przetwarzanyh danyh, lub wªa±nie tyh informajiposzukujemy. Siei te najz�±iej wykorzystywane s¡ do:
• grupowania sygnaªów wej±iowyh i ª¡zenia ih w klasy;
• wykrywania zale»no±i pomi�dzy znalezionymi grupami/klasami;
• wykrywania wªasno±i statystyznyh danyh wej±iowyh przez przeznazenie wi�k-szej ilo±i neuronów do klasy�kowania z�±iej pojawiaj¡yh si� danyh;
• poznanie topologii danyh wejsiowyh; neurony poªo»one blisko siebie odpowia-daj¡ na podobne sygnaªy.1Ze wzgl�du na sposób dziaªania wªa±nie termin samouz¡e wydaje si� bardziej wªa±iwy ni» samo-organizuj¡e, ho¢ ten drugi, dokªadnie w tym kontek±ie, wykorzystywany jest znaznie z�±ie.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



274 ROZDZIA� 32. SIECI SAMOORGANIZUJ�CE SI� NA ZASADZIEWSPÓ�ZAWODNICTWA32.2 Algorytm1. Ustalenie struktury siei. Deydujemy ile neuronów ma posiada¢ sie¢ � determinujeto zdolno±i siei do wykrywania ró»nej ilo±i grup (jeden neuron odpowiada jednejgrupie; mo»e si� zdarzy¢, »e ró»ne neurony b�d¡ odpowiada¢ jednej grupie wzorówa tak»e, »e kilku grupom wzorów b�dzie odpowiadaª jeden neuron).2. Wylosowanie warto±i wag dla ka»dego neuronu. Wagi neuronu, tworz¡e wektor,mo»emy interpretowa¢ jako punkt (neuron) w pewnej przestrzeni.3. Czasem wymagane jest dokonanie normalizaji wag i sygnaªów wej±iowyh (wzor-ów). Mo»na tego dokona¢ np. wedªug wzoru:
xi =

xi
√
∑n

j=1 x2
j

,gdzie n jest ilo±i¡ wej±¢, i = 1, . . . , n indeksem wspóªrz�dnej.4. Powtarzamy zaªo»on¡ ilo±¢ razy nast�puj¡e kroki:(a) Wybierz losowo wzorze p.(b) Obliz dla wszystkih neuronów sygnaªy wyj±iowe dla wzora p. Sposóblizenia warto±i na wyj±iu mo»e by¢ ró»ny. Na przykªad mo»e to by¢ ilozynskalarny wag i sygnaªów wej±iowyh lub odlegªo±¢ wektora wag i syganaªówwej±iowyh.() Znajd¹ neuron o najwi�kszej warto±i sygnaªu na wyj±iu. Oznaz go jako
winner. Je±li takih neuronów jest kilka, to wybieramy tylko jednego z nih(w dowolny sposób: losowo, pierwszy, ostatni itp).(d) Zmie« wagi neuronu winner tak aby byªy bli»sze wzorowi p wedªug wzoru:

wi = wi + η[xi − wi],gdzie i = 1, . . . , n, n jest ilo±i¡ wej±¢, η jest wspóªzynnikiem uzenia. Wspóª-zynnik uzenia nale»y zmniejsza¢ wraz z przebiegiem proesu uzenia. Napoz¡tku mo»e by¢ wi�kszy, na przykªad 0.2, a nast�pnie powinien d¡»y¢ dozera.5. Na zako«zenie sprawdzamy do jakih grup nale»¡ rozwa»ane punkty. W tym eluka»demu punktowi przypisujemy numer neuronu, który zareagowaª najsilniej.32.3 S¡siedztwoBardzo z�sto zdarza si�, »e metoda WTA nie daje nam dobrego rozwi¡zania, w sensieprzyporz¡dkowania jednego neuronu do jednej grupy. Przykªady takih sytuaji przed-stawiono na rysunkah ??.W takiej sytuaji bardzo dobre efekty przynosi zªagodzona wersja metody WTAzwanej WTM (ang. winner takes most � wygrywaj¡y bierze wi�ej). Ró»nia polegana tym, »e opróz wag neuronu zwyi�skiego, mody�kowane s¡ tak»e wagi wszystkihneuronów s¡siednih. S¡siedztwo neuronów mo»na okre±li¢ na wiele sposobów.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



32.4. ZADANIE 275
• Jako odlegªo±¢ euklidesowa pomi�dzy wektorami wag neuronu zwyi�zy i neuronukandyduj¡ego do miana s¡siada. Wówzas, je±li odlegªo±¢ ta jest mniejsza odpewnej ustalonej lizby, zwanej promieniem s¡siedztwa, neuron kandyuj¡y stajesi� s¡siadem. Wagi s¡siada mody�kowane s¡ w kierunku tego samego punktu,który powoduje mody�kowanie wag zwyi�zy. Stopie« mody�kaji jest jednaktym mniejszy im dalszym s¡siadem okazuje si� neuron kandyduj¡y.
• Jako pewna relaja wi¡»¡a ze sob¡ neurony, które nie konieznie musz¡ by¢ �blisko�siebie. Mo»na na przykªad przyj¡¢, »e s¡siadem neuronu 1 jest neuron 5, neuronu2 jest neuron 3 a neuron 4 nie ma s¡siada. Przyj�ie takiego s¡siedztwa prowadzido siei Kohonena i znanyh jako efekt ih wykorzystania map Kohonena.Jak wi� wida¢ odlegªo±i pomi�dzy neuronami mo»na wyznazy¢ zarówno w odniesieniudo metryki zde�niowanej w przestrzeni sygnaªów wej±iowyh, jak równie» w odniesie-niu do topologii samej siei. To drugie podej±ie pozwala okre±la¢ s¡siedztwo danegoneuronu w postai zbioru neuronów powi¡zanyh mi�dzy sob¡ odpowiednimi relajamitopologiznymi (relajami zahowuj¡ymi struktur� siei).32.4 ZadaniePrzedmiotem naszyh rozwa»a« b�d¡ punkty pohodz¡e obszaru [−150, 150]×[−150, 150]pikseli. W obszarze tym umieszzamy kilkan±ie punktów tworz¡yh zbiór P w kilkuskupiskah oraz kilka neuronów.Ustalaj¡ lizb� kroków, b�dziemy podawa¢ na wej±ie siei losowo wybrane punktyze zbioru P realizuj¡ przedstawiony wze±niej algorytm bez dokonywania normalizaji.Wyj±iem neuronu jest odlegªo±¢ euklidesowa wektora wej±iowego od wektora wag neu-ronu. Neuronem zwyi�skim jest neuron o najmniejszej warto±i wyj±iowej. Efektempowinno by¢ przemieszzanie si� neuronów w kierunku skupisk punktów. Dodatkowonale»y udost�pni¢ mo»liwo±¢ wª¡zenia lub wyª¡zenia mehanizmu s¡siedztwa.
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276 ROZDZIA� 32. SIECI SAMOORGANIZUJ�CE SI� NA ZASADZIEWSPÓ�ZAWODNICTWA
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Rozdziaª 33Siei samoorganizuj¡e si� napodstawie reguªy Hebba
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278 ROZDZIA� 33. SIECI SAMOORGANIZUJ�CE SI� NA PODSTAWIEREGU�Y HEBBA
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Rozdziaª 34Kompresja obrazu � sie¢samoorganizuj¡a34.1 WprowadzenieBie»¡e zadanie wykorzystuje sie¢ samoorganizuj¡¡ do kompresji obrazu (porównaj roz-dziaª 28 oraz 32).W elu skompresowania obrazu tworzymy sie¢ jednokierunkow¡ jednowarstwow¡,która skªada si� z 64 wej±¢ oraz n neuronów pierwszej warstwy. Lizba n wpªywa nastopie« kompresji pliku (im wi�ksza tym mniejszy wspóªzynnik kompresji) i powinnaby¢ zmienn¡, któr¡ mo»emy ustala¢ w momenie uruhamiania programu.Jak zatem wykorzysta¢ sie¢ samoorganizuj¡¡ do omawianego zagadnienia i zymb�dzie kompresja? Pierwszym krokiem, jaki nale»y wykona¢ jest wygenerowanie zbioruwektorów wej±iowyh. B�dzie to zbiór 3 · p wektorów 64−elementowyh. Sposób ihgenerowania zostaª omówiony w rozdziale 28. Maj¡ zbiór wej±iowy nale»y post�powa¢godnie z algorytmem:1. Ustalenie struktury siei, to znazy ilo±i neuronów, gdy» ona determinuje zdolno±isiei do wykrywania ró»nej ilo±i grup.2. Wybór funkji aktywaji jako funkji liniowej.3. Wzytanie zbioru wej±¢.4. Wylosowanie warto±i wag dla ka»dego neuronu.5. Normalizaja wag i wzytanyh sygnaªów wej±iowyh wedªug wzoru:
xi =

xi
√
∑n

j=1 x2
jgdzie n jest ilo±i¡ wej±¢, i = 1, . . . , n indeksem wspóªrz�dnej.6. Powtarzanie zaªo»on¡ ilo±¢ kroków:(a) Wybór wzora p.(b) Oblizenie sygnaªu wyj±iowego dla wzora p.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



280 ROZDZIA� 34. KOMPRESJA OBRAZU � SIE� SAMOORGANIZUJ�CA() Znalezienie neuronu o najwi�kszej warto±i sygnaªu na wyj±iu. Oznazeniego jako winner.(d) Zmiana wag winner'a tak aby byªy bli»sze wzorowi p wedªug wzoru:
wi = wi + η[xi − wi]gdzie i = 1, . . . , n, n jest ilo±i¡ wej±¢, η jest wspóªzynnikiem uzenia. Wspóª-zynnik uzenia nale»y zmniejsza¢. Na poz¡tku mo»e by¢ wi�kszy, na przy-kªad 0.2, a nast�pnie powinien d¡»y¢ do zera.7. Na zako«zenie dla ka»dego wektora wej±iowego zapami�tujemy numer neuronu,który zareagowaª najsilniej (winner'a).Algorytm uzenia siei dokona podziaªu wektorów whodz¡yh w skªad zbioru uz¡-ego na grupy. Grup tyh b�dzie o najwy»ej tyle z ilu neuronów skªadaªa si� sie¢. Natej podstawie dokonamy proedury tworzenia pliku, b�d¡ego kompresj¡ rozwa»anegoobrazu. Plik b�dzie miaª struktur�:

• n - lizba neuronów,
• n linii, z któryh ka»da b�dzie wektorem wag kolejnyh neuronów,
• 3 ·p linii, z któryh ka»da b�dzie zawieraªa numer neuronu zwyi�zy dla kolejnyhwektorów wej±iowyh.Tak utworzony plik zawiera peªn¡ informaj� o siei. Jest przehowywana lizbaneuronów. Znamy dªugo±¢ wektora wej±iowego oraz maierz wag. Wiemy równie», jakzostaªy sklasy�kowane wektory wej±iowe. Aby dokona¢ dekompresji nale»y odtworzy¢na podstawie winnerów wektory wej±iowe. Nie b�d¡ to jednak dokªadnie te same wektor,które podlegaªy kompresji. Dla ka»dej grupy wektorów odpowiadaj¡ej poszzególnymneuronom generujemy jeden wektor, jako reprezentant tej grupy. B�dzie to wektor wagprzypisanyh neuronowi. Oznaza to, »e wszystkie wektory wej±iowe, dla któryh zwy-i�»yª i-ty neuron zostan¡ zdekompresowane jako ten sam wektor � wektor wag i-tegoneuronu. Wektor ten jest zym± w rodzaju ±redniej wektorów wej±iowyh generuj¡yhobszar wpªywów rozwa»anego neuronu. �atwo zauwa»y¢, »e zdekompresowany obrazb�dzie skªadaª si� z takiej ilo±i ró»nyh klastrów ile mieli±my neuronów winnerów.Je»eli wektory wej±iowe nale»¡e do obszaru jednego neuronu nie ró»niªy si� mi�dzysob¡, nie wyst¡pi¡ straty podzas kompresji. W sytuaji przeiwnej � gdy ró»ni� b�d¡wyst�powaªy, wszystkie (mimo »e ró»ne mi�dzy sob¡) wektory zostan¡ odtworzone jakoten sam wektor. Wówzas wyst¡pi¡ du»e straty kompresji. Mo»na im zapobie, dokonu-j¡ zmian wektorów wag o pewn¡ warto±¢ losow¡. Warto±¢ ta b�dzie zale»aªa od stopniarozproszenia wektorów wej±iowyh nale»¡yh do jednego obszaru. U»yjemy w tym elumiary rozrzutu.W wyniku proesu uzenia wektory wej±iowe zostaªy podzielone na grupy. Dla ka»dejz tyh grup wylizamy stopie« rozproszenia wektorów wej±iowyh zgodnie ze wzorem:

si
k =

√
∑n

j=1 (xk
j − x̄k)2

n
,gdzie Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• i � numer grupy (i ≤ n),
• k � wspóªrz�dna wektora wej±iowego (k = 1, ..., 64),
• n � lizba wektorów w i-tej grupie,
• x̄k � ±rednia arytmetyzna xk

j , j = 1, ..., n.Tak wylizone miary rozrzutu b�d¡ wektorami 64-elementowymi, z któryh ka»dyprzypisany jest do innego neuronu zwyi�zy. Informaja o rozrzuie musi by¢ przeho-wywana w pliku kompresji. Teraz b�dzie on miaª struktur�:
• n � lizba neuronów,
• n linii, z któryh ka»da b�dzie wektorem wag kolejnyh neuronów,
• 3 ·p linii, z któryh ka»da b�dzie zawieraªa numer neuronu zwyi�zy dla kolejnyhwektorów wej±iowyh,
• liczba neuronw winnerw linii, z któryh ka»da b�dzie zawieraªa wektor rozrzutuodpowiadaj¡yh mu danyh wej±iowyh.Maj¡ wylizon¡ miar� rozrzutu zmieni si� sposób dekompresji. Dekompresj¡ ka»degowektora wej±iowego b�dzie wektor wag odpowiadaj¡ego mu neuronu zwyi�zy zmo-dy�kowany o miar� rozrzutu. Dokonamy tego zgodnie ze wzorem:

xi
k = wi

k + ρsi
k,gdzie

• i � numer wzora,
• k � numer wspóªrz�dnej,
• ρ � warto±¢ losowa z przedziaªu [−1, 1].Tak dokonana mody�kaja pozwoli zast¡pi¢ jeden wektor reprezentuj¡y dany neuronzwyi�z� kilkoma wektorami stanowi¡ymi jego mody�kaj�. Mody�kaja b�dzie tymwi�ksza im wi�kszy jest rozrzut wektorów wej±iowyh.34.2 ZadanieZadanie b�dzie polegaªo na dokonaniu kompresji i dekompresji obrazu wykorzystuj¡powy»sz¡ sie¢ i algorytm. Nale»y napisa¢ dwa programy, z któryh jeden b�dzie wyko-rzystywaª miar� rozrzutu, a drugi nie. Pozwoli to na zaobserwowanie wpªywu mody�kajiwektora wag w zale»no±i od rozproszenia danyh wej±iowyh.
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Rozdziaª 35Metoda Levenberga - Marquardtadla zadania XORAlgorytm Levenberga-Marquardta (LM) zostaª opisany w podrozdziale 17.7, dlatego tu-taj podamy jedynie wskazówki pomone przy jego implementaji. Celem dokonaniaporównania z innymi zbadanymi przypadkami, problemem jaki przy jego pomoy roz-wi¡»emy b�dzie problem XOR (jego opis pojawiª si� w rozdziale 26).Przyjmowany model siei przedstawia rysunek ??. Wynika z niego, »e sygnaªy wyj-±iowe z neuronów opisane s¡ przez zale»no±i
y1
1 = f(x1

0w
1
10 + x1

1w
1
11 + x1

2w
1
12),

y1
2 = f(x1

0w
1
20 + x1

1w
1
21 + x1

2w
1
22),

y2
1 = f(x2

0w
2
10 + x2

1w
2
11 + x2

2w
2
12),przy zym sygnaª y1

1 jest wyj±iem z neuronu pierwszego warstwy pierwszej, ale jedno-ze±nie jest pierwszym sygnaªem wej±iowym warstwy drugiej (x2
1). Podobna zale»no±¢zahodzi dla sygnaªu y1

2, który jest drugim sygnaªem wej±iowym warstwy drugiej (x2
2).Funkja f jest sigmoidaln¡ funkj¡ aktywaji.Zbiór uz¡y L skªada si� z nast�puj¡yh par

(p1, t1) = ((0, 0), (0)),

(p2, t2) = ((0, 1), (1)),

(p3, t3) = ((1, 0), (1)),

(p4, t4) = ((1, 1), (0)).Wektor bª�du poszzególnyh próbek uz¡yh na ka»dym neuronie w warstwie wyj±io-wej (wzór 17.16) b�dzie miaª posta¢1
e(w) =







e1
1

e2
1

e3
1

e4
1







(35.1)1Mamy jeden neuron i ztery próbki uz¡e.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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e(w) =







t1 − y2
1(p1)

t2 − y2
1(p2)

t3 − y2
1(p3)

t4 − y2
1(p4)





gdzie el

o, o ∈ {1}, l ∈ {1, 2, 3, 4} oznaza bª¡d l-tej próbki w o-tym neuronie wyj±iowym.Zapis y2
1(pl) rozumiemy jako wyj±ie z siei otrzymane po prezentaji wzora pl.Maj¡ posta¢ wektora e(w) musimy znale¹¢ teraz posta¢ maierzy J(w). Poniewa»mamy ª¡znie dziewi�¢ wag, zatem jej posta¢ jest nast�puj¡a

J(w) =
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(35.2)
Pionow¡ kresk¡ rozdzielono pohodne z¡stkowe lizone wedªug ró»nyh shematów. Zaj-mijmy si� najpierw wagami warstwy wyj±iowej (grupa po prawej stronie pionowej kreski)a wi� wagami postai ∂el

1

∂w2
ij

, l ∈ {1, 2, 3, 4}, i ∈ {1}, j ∈ {0, 1, 2}. Polizmy np. pohodn¡
∂e2
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12)′
w2

11
= −f ′(net21(p2))x2

1(p2)gdzie np. zapis net21(p2) oznaza warto±¢ net21 polizon¡ dla sygnaªu p2. Uogólniaj¡otrzymany wynik na dowoln¡ wag� warstwy wyj±iowej w2
1i, i ∈ {0, 1, 2} dla l-tej próbki,otrzymujemy ogólny shemat dla tyh wag

∂el
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∂w2
1i

= −f ′(net21(pl))x
2
i (pl).Zajmijmy si� teraz wagami warstwy pierwszej (grupa po lewej stronie pionowej kreski)a wi� wagami postai ∂el
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−f ′(net21(p2))f ′(net11(p2))(x1

0(p2)w1
10 + x1

1(p2)w1
11 + x1

2(p2)w1
12)′

w1
11

w2
11 =

−f ′(net21(p2))f ′(net11(p2))x1
1(p2)w2

11.Uogólniaj¡ otrzymany wynik na dowoln¡ wag� warstwy wej±iowej w1
ij, i ∈ {1, 2},

j ∈ {0, 1, 2} dla l-tej próbki, otrzymujemy ogólny shemat dla tyh wag
∂el

1

∂w1
ij

= −f ′(net21(pl))f
′(net1i (pl))x

1
j (pl)w

2
1i.Pozostaje jeszze do wyja±nienia sprawa odpowiednih wymiarów maierzy i wekto-rów we wzorze (17.18) ze strony 174. Ze wzoru (35.1) widzimy, »e wektor e jest wymiaru

4 × 1 natomiast ze wzoru (35.2) widzimy, »e maierz J jest wymiaru 4 × 9. Je±li wi�przyjmiemy, »e wektor wagowy w jest wektorem kolumnowym postai
w =
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wówzas wymiary we wzorze (17.18) s¡ zgodne

w(t + 1)
︸ ︷︷ ︸

9×1

= w(t)
︸︷︷︸

9×1

− [ JT
︸︷︷︸

9×4

J
︸︷︷︸

4×9
︸ ︷︷ ︸

9×9

+ ηI
︸︷︷︸

9×9

]−1 JT
︸︷︷︸

9×4

e
︸︷︷︸

4×1
︸ ︷︷ ︸

9×1
︸ ︷︷ ︸

9×1Powy»sze wyja±nienia powinny rozwia¢ wszelkie w¡tpliwo±ie zwi¡zane z praktyzn¡ im-plementaj¡ algorytmu LM dla postawionego problemu.
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Rozdziaª 36Parkowanie i�»arówki za pomo¡siei neuronowejZagadnienie parkowania i�»arówki polega na stworzeniu sterownika, który b�dzie wokre±lony wze±niej sposób sterowaª ruhem i�»arówki. Aby zrealizowa¢ to zadanie na-le»y preyzyjnie sformuªowa¢ o w naszym przypadku b�dziemy rozumie¢ pod poj�iem�sterowania i�»arówk¡�.36.1 Sforuªowanie problemuNieh dany b�dzie obszar Ω = [−300, 300] × [0, 400], nazywany obszarem parkingu.Obszar ten podzielimy prost¡ przehodz¡¡ przez punkty (0, 0) i (0, 400) � b�dzie to o±parkingu. W obszarze Ω de�nujemy prostok¡t wymiaru a×b, gdzie b > a > 01. Prostok¡tten to i�»arówka, któr¡ mamy za zadanie sterowa¢. Steruj¡¢ i�»arówk¡ mo»emy je¹dzi¢tylko do tyªu. Nieh (x, y) oznaza wspóªrz�dne ±rodka ko«a i�»arówki. Oznaza to»e (x, y) ∈ Ω. W elu jednoznaznego okre±lenia poªo»enia i�»arówki oznazmy przez
φ k¡t jaki i�»arówka tworzy z osi¡ parkingu. Przyjmijmy, »e φ ∈ [−180, 180]. K¡t 0oznaza, »e o± i�»arówki pokrywa si� z osi¡ parkingu, za± tyª i�»arówki zwróony jestdo górnej kraw�dzi Ω. Z wprowadzonyh oznaze« wynika, »e poªo»enie i�»arówki jestjednoznaznie wyznazone przez wektor (x, y, φ).Rysunek 36.1: Zagadnienie parkowania i�»arówki.Ci�»arówka posiada dodatkowo parametr θ ∈ [−45, 45], który oznaza k¡t skr�eniakóª i�»arówki. Wartost θ = 0 oznaza, »e i�»arówka jedzie prosto. Dla danego poªo-»enia (x(t), y(t), φ(t)) dobierana jest warto±¢ k¡ta skr�enia kóª θ(t). Na podstawie tyhwarto±i wylizane jest nowe poªo»enie i�»arówki (x(t + 1), y(t + 1), φ(t + 1)):

x(t + 1) = x(t) + sin (θ(t) + φ(t)) − sin(θ(t)) cos(φ(t)),

y(t + 1) = y(t) − cos (θ(t) + φ(t)) − sin(θ(t)) sin(φ(t)),

φ(t + 1) = φ(t) − arcsin

(
2 sin(θ(t))

b

)

.1Parametr b jest dªugo±i¡ i�»arówki, a jej szeroko±i¡. Ozywi±ie oba parametry powinny by¢ natyle maªe aby mo»liwe byªo poruszanie si� w obszarze Ω (np. a = 10, b = 20).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



288 ROZDZIA� 36. PARKOWANIE CI��ARÓWKI ZA POMOC� SIECINEURONOWEJDobieraj¡ dowolnie k¡t skr�enia kóª i�»¡rówki trajektoria ruhu jest losowa. Cho-dzi nam o taki dobór parametru θ, aby i�»arówka zaparkowaªa w zadanym miejsu.Ci�»arówka b�dzie zaparkowana, je»eli jej poªo»enie (x, y, θ) = (0, 0, 0). Chemy stwo-rzy¢ narz�dzie, które w zale»no±i od poªo»enia i�»arówki b�dzie generowaªo odpowiednik¡t skr�enia kóª. W efekie sekwenja wykonanyh przez i�»arówk� ruhów doprowadzij¡ do poªo»enia (0, 0, 0), zyli zrealizujemy el.36.2 Kostrukja sterownikaNarz�dziem wykorzystywanym jako sterownik i�»arówki mo»e by¢ sie¢ neuronowa. Trzebaokre±li¢ jej topologi� oraz j¡ nauzy¢. Nauzona sie¢ dla danego poªo»enia b�dzie lizyªak¡t skr�enia kóª.Siei¡ speªniaj¡¡ wymagania zadania jest sie¢ jednokierunkowa, która ma 3 wej-±ia i dwie warstwy - pierwsz¡ skªadaj¡¡ si� z 2 neuronów i drug¡ skªadaj¡¡ si� z 1neuronu. Wej±iem do siei b�dzie wektor okre±laj¡y poªo»enie i�»¡rówki, wyj±iem zsiei b�dzie k¡t skr�enia kóª. Stworzona sie¢ jest wi� aproksymatorem odwzorowania
f : ([−300, 300] × [0, 400] × [−180, 180]) → [−45, 45].Uwaga 36.1.Przy konstrukji i uzeniu siei nale»y pami�ta¢ o przeskalowaniu warto±i w zbiorzeuz¡ym. Je»eli u»ywamy sigmoidalnej unipolarnej funkji aktywaji nale»y tak prze-ksztaªi¢ dane, by wej±ia do siei byªy z zakresu [−1, 1], za± wyj±ia z zakresu (0, 1).Aby nauzy¢ sie¢ trzeba skonstruowa¢ zbiór uz¡yh. Nale»y go wygenerowa¢ do-±wiadzalnie w nast�puj¡y sposób.1. Napisa¢ program, w którym samodzielnie dobieramy k¡t skr�enia kóª i�»arówkirealizu¡ tym samym ruh.2. Wylosowa¢ poªo»enie i�»arówki i zmienia¢ k¡t tak, by dojeha¢ do elu.3. Je»eli uda nam si� dojeha¢ do elu nale»y zapami�ta¢ parametry wszystkih wyko-nanyh ruhów. Ka»dy ruh ma wektor ztereh warto±i, pierwsze trzy okre±laj¡poªo»enie i�»arówki, za± ostatnia wªa±iwy dla tego poªo»enia k¡t skr�enia kóª.Przyjmuj¡ pierwsze trzy wspóªrz�dne jako wej±ie do siei, za± ostatni¡ jako »¡-dane wyj±ie otrzymujemy kolejne elementy zbioru uz¡ego.4. Je»eli nie uda nam si� dojeha¢ do elu, tzn. w wyniku wykonywanyh ruhówwyjedziemy poza obszar parkingu, wówzas losujemy poªo»enie jeszze raz. Niepami�tamy paramatrów »adnego ruhu, nie jeste±my bowiem w stanie stwirdzi¢,któr z nih byªy dobre a które zªe.5. Nale»y wygenerowa¢ jak najwi�ej dróg dla ró»nyh poªo»e« poz¡tkowyh.Na podstawie wygenerowaniego zbioru uz¡ego uzymy sie¢. Nauzona sie¢ jestgotowym sterownikiem dla i�»arówki.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



36.3. UPROSZCZENIE ZAGADNIENIA 28936.3 Uproszzenie zagadnieniaPrzedstawiony powy»ej problem mo»na upro±i¢. Mo»na bowiem przyj¡¢, »e zaparko-wana i�»arówka to taka, której poªo»enie (x, y, θ) = (0, y′, 0), gdzie y′ ∈ (0, 400]. Takiepoªo»enie oznaza, »e o± i�»arówki pokrywa si� z osi¡ parkingu oraz i�»arówka jestzwróona tyªem do górnej kraw�dzi Ω. Aby z poªo»enia (0, y′, 0) przejeha¢ do poªo»enia
(0, 0, 0) wystarzy przyj¡¢ θ = 0 i wykona¢ odpowiedni¡ lizb� kroków.Dla tak zde�onowanego zadania upraszza si� konstrukja siei. Ma ona bowiemjedynie dwa wej±ia okre±laj¡e poªo»enie x oraz k¡t θ. Parametr y jest wylizany jedyniedo sprawdzenia, zy i�»arówka znajduje si� w obszarze parkingu.Sterownik otrzymany przy uproszzonyh zaªo»eniah nie uwzgl�dnia wogóle wspóª-rz�dnej y. Przez to b�dzie si� ¹le zahowywaª dla poªo»e« zajduj¡yh si� w górnej idolnej z�±i Ω.36.4 ZadanieNapisa¢ program, w którym po obszarze Ω porusza si� i�»arówka. Losujemy dla niejpoªo»enie poz¡tkowe. Ruh i�»arówki odbywa si� w sposób automatyzny sterowanysiei¡ neuronow¡. Sie¢ jest nauzona na podstawie wze±niej wygenerowanyh popraw-nyh sekwenji ruhów.
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Rozdziaª 37Sie¢ nauronowa radialna37.1 ZadanieSie¢ neuronowa radialna mo»e by¢ wykorzystywana do aproksymowania funkji. W eluzrealizowania tego zadania nale»y zde�niowa¢ zbiór uz¡y a nast�pnie w opariu o tenzbiór skonstruowa¢ sie¢ i j¡ nauzy¢.Przyjmijmy, »e aproksymowana przez nas funkja f dziaªa z R do R. Zde�niujmyzbiór uz¡y jako
P = [−1,−0.9,−0.8, . . . , 0.8, 0.9, 1.0]

T = [−0.9602,−0.5770,−0.0729, 0.3771, 0.6405, 0.6600, 0.4609,

0.1336,−0.2013,−0.4344,−0.5000,−0.3930,−0.1647, 0.0988,

0.3072, 0.3960, 0.3449, 0.1816,−0.0312,−0.2189,−0.3201]gdzie P jest zbiorem wej±¢ za± T odpowiadaj¡yh im warto±i wyj±iowyh.Uzenie siei radialnej (patrz rozdziaª 19) przebiega nast�puj¡o:1. Wybór jako radialnej funkji aktywaji funkji postai:
φ(x) = exp

(

−‖x − c‖2

r2

)

.2. Wyznazenie na podstawie zbioru P ilo±i neuronów radialnyh oraz ih parame-trów c oraz r. Realizujemy to przy u»yiu siei samoorganizuj¡ej (patrz np.rozdziaª 18 lub 32). Tworzymy sie¢, która ma za zadanie podzieli¢ zbiór P nakilka grup. Ilo±¢ grup wyznazonyh przez sie¢ samoorganizuj¡¡ stanowi lizb�neuronów radialnyh n. Ka»dy neuron radialny odpowiada jednemu z neuronówidenty�kuj¡yh grup� w siei samoorganizuj¡ej. Jego wagi wyznazaj¡ entrum
c neuronu radialnego. Warto±¢ r jest odlegªo±i¡ c od najbli»szego elementu danejgrupy.3. Okre±lenie topologii siei radialnej. W rozwa»anym zadaniu sie¢ posiada jednowej±ie, n neuronów radialnyh z parametrami c oraz r okre±lonymi w poprzednimkroku oraz jedno wyj±ie.4. Wylosowanie wag dla drugiej warstwy.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



292 ROZDZIA� 37. SIE� NAURONOWA RADIALNA5. Nauzenie siei zbioru L = {P, T} dowoln¡ metod¡ uzenia siei jednokierunko-wyh1.

1Zauwa»my, »e poniewa» wagi wyst�puj¡ jedynie w warstwie drugiej, dlatego mody�kujemy jedyniewagi warstwy drugiej (wyj±iowej).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 38Rozmyta sie¢ neuronowa�wizenie to jest kontynuaj¡ przykªadu z punktu 23.2.1 rozdziaªu 23.
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294 ROZDZIA� 38. ROZMYTA SIE� NEURONOWA
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Rozdziaª 39Algorytmy genetyzne39.1 CharakterystykaAlgorytm genetyzny to rodzaj algorytmu przeszukuj¡ego przestrze« alternatywnyhrozwi¡za« problemu w elu wyszukania rozwi¡za« najlepszyh. W istotny sposób ró»nisi� on od wze±niej poznanyh metod przeszukiwania przestrzeni (rozdziaª 5) jako, »ezgodnie z ide¡ twóry Johna Henryego Hollanda inspiraje zerpi¡ z biologii. Algorytmygenetyzne zrodziªy si� z prób na±ladowania naturalnyh proesów zahodz¡yh w ±wie-ie organizmów »ywyh zwi¡zanyh z ewoluj¡ i selekj¡ zahodz¡¡ w±ród osobnikówdanej populaji. Umo»liwiaj¡ rozwi¡zanie zagadnie« optymalizayjnyh w opariu o me-hanizm doboru naturalnego i dziedzizenia. W zwi¡zku z do±¢ ±isªym zwi¡zkiem zgenetyk¡ do algorytmów genetyznyh przenikn�ªy takie terminy biologizne jak gen,hromosom zy osobnik.Mówi¡ ogólnie, problem ka»dorazowo de�niuje ±rodowisko, w którym istnieje pewnapopulaja osobników. Ka»dy z osobników ma przypisany pewien zbiór informaji sta-nowi¡yh jego genotyp, a b�d¡yh podstaw¡ do utworzenia fenotypu. Fenotyp tozbiór eh podlegaj¡yh oenie funkji przystosowania modeluj¡ej ±rodowisko. Innymisªowy � genotyp opisuje proponowane rozwi¡zanie problemu, a funkja przystosowaniaoenia, jak dobre jest to rozwi¡zanie.Genotyp skªada si� z hromosomów, gdzie zakodowany jest fenotyp i ewentualniepewne informaje pomonize dla algorytmu genetyznego. Chromosom skªada si� zgenów.Poni»ej zebrano najwa»niejsze terminy wraz z krótkim obja±nieniem ih znazenie.Populaj¡ nazywamy zbiór osobników o okre±lonej lizebno±i.Generaja to kolejna iteraja w algorytmie genetyznym, a o nowo utworzonej populajiosobników mówi si� te» nowe pokolenie lub pokolenie potomków.Osobnikami populaji w algorytmah genetyznyh s¡ zakodowane w postai hromo-somów zbiory parametrów zadania, zyli rozwi¡zania, okre±lone te» jako punktyprzestrzeni poszukiwa«. Osobniki zasami nazywa si� organizmami.Chromosomy � inazej ªa«uhy lub i¡gi kodowe � to uporz¡dkowane i¡gi genów.Gen (nazywany te» eh¡, znakiem, detektorem) stanowi pojedynzy element genotypu,w szzególno±i hromosomu.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



296 ROZDZIA� 39. ALGORYTMY GENETYCZNEGenotyp , zyli struktura, to zespóª hromosomów danego osobnika. Zatem osobnikamipopulaji mog¡ by¢ genotypy albo pojedynze hromosomy (je±li genotyp skªadasi� tylko z jednego hromosomu, a tak si� z�sto przyjmuje).Fenotyp jest zestawem warto±i odpowiadaj¡yh danemu genotypowi, zyli zdekodo-wan¡ struktur¡, a wi� zbiorem parametrów zadania (rozwi¡zaniem, punkt przstrzeniposzukiwa«).Allel to warto±¢ danego genu, okre±lona jako warto±¢ ehy lub wariant ehy.Lous to pozyja � wskazuje miejse poªo»enia danego genu w ªa«uhu, zyli hromo-somie.Funkja przystosowania (nazywana te» funkj¡ dopasowania lub funkj¡ oeny) sta-nowi miar� przystosowania (dopasowania) danego osobnika w populaji. Funkja tajest niezwykle istotna, gdy» pozwala oeni¢ stopie« przystosowania poszzególnyhosobników w populaji i na tej podstawie wybra¢ osobniki najlepiej przystosowane(zyli o najwi�kszej warto±i funkji przystosowania), zgodnie z ewoluyjn¡ zasad¡przetrwania �najsilniejszyh� ( najlepiej przystosowanyh). Funkja przystosowa-nia równie» przyj�ªa sw¡ nazw� bezpo±rednio z genetyki. Ma ona du»y wpªyw nadziaªanie algorytmów genetyznyh i musi by¢ odpowiednio zde�niowana.Algorytmy genetyzne posiadaj¡ kilka bardzo istotnyh eh, dzi�ki którym zyskaªyszerokie grono zarówno zwolenników jak i przeiwników.1. Konkretna posta¢ algorytmu ±i±le zale»y od rozwi¡zywanego zadania.2. Stosowanie operatorów genetyznyh, które dostosowane s¡ do postai zadania iposzukiwanego rozwi¡zania.3. Przeszukuj¡ w sposób równolegªy aª¡ przestrze« rozwi¡za« badaj¡ jednoze±niewiele jej punktów.4. Stosuj¡ probabilistyzne reguªy dziaªania. Wi¡»¡ si� z tym spore kªopoty naturyteoretyznej. Trudno na przykªad okre±li¢, zy uda si� znale¹¢ rozwi¡zanie opty-malne jakiego± problemu.5. Wykorzystuj¡ one funkje elu tylko w swej pierwotnej postai, bez odwoªywania si�do innyh informaji jakie mo»na z niej uzyska¢, na przykªad pohodnyh. Dzi�kitemu staje si� mo»liwe rozwi¡zywanie zagadnie« ¹le uwarunkowanyh numeryznie,zyli takih, gdzie klasyzne podej±ia wypraowane przez metody numeryzne niedaj¡ dobryh rezultatów lub wr�z nie mo»na ih zastosowa¢.6. Koniezno±¢ odpowiedniej reprezentaji parametrów zadania w postai zakodo-wanego ªa«uha. Dobór sposobu kodowania i zestawu operatorów genetyznyhdeyduje o sukesie lub pora»e w stosowaniu tej metody.7. W zwi¡zku z przeszukiwaniem aªej przestrzeni rozwi¡za« mamy du»o wi�kszeprawdopodobie«stwo znalezienia rozwi¡zania optymalnego, ale te» potrzeba na toznaznie wi�ej zasu.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



39.2. OGÓLNA POSTA� ALGORYTMU GENETYCZNEGO 2978. Algorytm genetyzny nie daje nam jednego, konkretnego rozwi¡zania, ale aª¡ seri�rozwi¡za« optymalnyh. Je±li oka»e si�, »e z jaki± powodów rozwi¡zanie reprezen-towane przez najlepiej przystosowanego osobnika nie mo»e by¢ zastosowane, tomo»emy wzi¡¢ drugiego z najlepiej przystosowanyh, albo jeszze wze±niejszego.Zasada dziaªania daje nam gwaranj� (przynajmniej teoretyznie), »e kolejne roz-wi¡zania mimo, »e nie optymalne b�d¡ bliskie temu optimum.39.2 Ogólna posta¢ algorytmu genetyznegoAlgorytm genetyzny w swej klasyznej postai przedstawia si� nast�puj¡o:1. Start2. Wybór hromosomów do poz¡tkowej populaji.3. Oena przystosowania ka»dego z hromosomów (osobników).4. Czy speªniony jest warunek zatrzymania? TAK � id¹ do 8, NIE � kontynuuj.5. Selekja hromosomów i zastosowanie operatorów genetyznyh.6. Utworzenia nowej populaji.7. Id¹ do 3.8. Rozwi¡zanie problemu stanowi najlepiej przystosowany hromosom.9. Stop.W elu zilustrowania poszzególnyh kroków, rozwa»my nast�puj¡e zadanie.Znale¹¢ najwi�ksz¡ warto±¢ funkji
f(x) = −(x − 2)2 + 1w przedziale [1.0, 3.0). Dokªadno±¢ otrzymanego wyniku powinna by¢ nie mniejsza ni»

0.05 (tzn. najmniejsza mozliwa do wyra»enia lizba powinna by¢ mniejsza ni» 0.05).39.2.1 Ad. 0 � prae wst�pneNa poz¡tek nale»y zdeydowa¢ z ilu genów skªada si� hromosom (osobnik) i o ka»dygen reprezentuje (jak¡ koduje informaje i w jaki sposób). W naszym przypadku naj-naturalniej przyj¡¢, »e hromosom reprezentuje binarny zapis lizby rzezywistej z prze-dziaªu [0.0,1.0) a nast�pnie skalowa¢ t� lizb� aby nale»aªa do wymaganego przedziaªu.W zwi¡zku z tym ka»dy hromosom powinien mie¢ o najmniej 6 genów. Wówzasprzyjmuj¡, »e warto±¢ v i¡gu bitów postai
b6b5b4b3b2b1odzytujemy jako

v =

6∑

i=1

bi · 2−i,otrzymujemySztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



298 ROZDZIA� 39. ALGORYTMY GENETYCZNENumer Chromosom Odkodowanyhromosomi ci zi xi f(xi)1 1,0,0,0,1,1 35/64 2.09375 0.9912112 0,1,1,0,1,0 13/32 1.8125 0.9648443 0,1,1,1,0,1 29/64 1.90625 0.9912114 1,1,1,0,0,0 7/8 2.75 0.43755 1,1,0,1,1,0 27/32 2.6875 0.5273446 1,0,1,1,1,1 47/64 2.46875 0.7802737 0,1,0,1,0,0 5/16 1.625 0.8593758 1,1,0,1,1,1 55/64 2.71875 0.4833989 0,1,1,0,0,0 3/8 1.75 0.937510 1,0,1,0,1,1 43/64 2.34375 0.88183611 0,0,1,0,0,1 9/64 1.28125 0.48339812 1,1,1,1,1,1 63/64 2.96875 0.061523413 1,1,1,0,1,0 29/32 2.8125 0.33984414 0,0,1,1,0,1 13/64 1.40625 0.64746115 1,1,0,0,1,0 25/32 2.5625 0.68359416 0,0,0,1,1,1 7/64 1.21875 0.38964817 1,0,1,1,0,1 45/64 2.40625 0.83496118 0,1,0,1,0,0 5/16 1.625 0.85937519 1,1,1,1,0,0 15/16 2.875 0.23437520 1,0,1,0,0,0 5/8 2.25 0.9375Tabela 39.1:000000 = 0.0000001 = 0.015625...111111 = 0.984375o przy stosowaniu skalowania wedªug wzoru
x = 2z + 1 dla z ∈ [0, 1)daje warto±i000000 = 1.0000001 = 1.03125...111111 = 2.96875i dokªadno±¢ 0.03125.39.2.2 Ad. 2 � wybór populaji poz¡tkowejW wyniku losowej generaji hromosomów, otrzymujemy populaj� poz¡tkow¡ np. tak¡jak przedstawiona w tabeli 39.1 (druga kolumna). Tym samym wykonany zostaje 2 krokalgorytmu � wybrana zostaªa populaj� poz¡tkow¡.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



39.2. OGÓLNA POSTA� ALGORYTMU GENETYCZNEGO 29939.2.3 Ad. 3 � oena osobnikówTeraz, zgodnie z algorytmem, dokonujemy oeny przystosowania ka»dego z hromoso-mów, oblizaj¡ po prostu warto±¢ funkji f(x) (tabela 39.1, kolumna 5) dla x = 2z + 1,gdzie z to lizba dziesi�tna otrzymana z hromosomu za pomo¡ wzoru
z =

6∑

n=1

1

2ngdzie n � ilo±¢ genów w hromosomie. Istotne jest od której strony lizymy geny �umawiamy si�, »e od lewej.39.2.4 Ad. 4 � sprawdzenie warunku zatrzymania algorytmuJako warunek zatrzymania przyjmujemy w tym przykªadzie ilo±¢ wykonanyh iteraji;na razie wynosi ona 1 i jest mniejsza od zaªo»onej lizby 50.39.2.5 Ad. 5 � selekja hromosomów i zastosowanie operatorów ge-netyznyhPrzyst�pujemy teraz do realizaji najwa»niejszej z�±i algorytmu genetyznego � selekjihromosomów i zastosowania na wybranyh osobnikah operatorów genetyznyh.Podzas selekji post�pujemy zgodnie, jak si� powszehnie uwa»a, ze wskazówkamiotrzymanymi od Matki Natury. W »adnym razie nie odrzuamy któregokolwiek z hro-mosomów. Szans� na stanie si� rodziem ma ka»dy, dzi�ki temu unikamy puªapki po-dobnej do tej, w któr¡ wpadaj¡ algorytmy zahªanne. Lepsza warto±¢ funkji przysto-sowania ujawnia si� w wi�kszym prawdopodobie«stwie wybrania danego hromosomujako rodzia. Podobnie jak w naturze, osobniki najlepiej przystosowane maj¡ najwi�kszeszanse przetrwania. Jednak osobniki gorzej przystosowane nie s¡ aªkiem bez szans i zzasem mo»e okaza¢ si�, »e to wªa±nie one przetrwaj¡.Najz�±iej (zapewne ze wzgl�du na prostot�) przy wyborze hromosomu stosuje si�metod� ruletki. Ka»demu hromosomowi przydziela si� pewien przedziaª odinka [0, 1)lub, jak kto woli, wyinek koªa ruletki. Przedziaª (wyinek) jest tym wi�kszy im lepiejdany hromosom jest przystosowany w stosunku do pozostaªyh. Granie przedziaªówdla ka»dego hromosomu wyznazamy w nast�puj¡y sposób.1. Sumujemy warto±i funkji przystosowania wszystkih hromosomów
F =

20∑

i=1

f(ci), (39.1)2. Nast�pnie dla i = 1, 2, . . . , 20 oblizamy
pi =

f(ci)

F
, (39.2)

qi =

i∑

j=1

pj . (39.3)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



300 ROZDZIA� 39. ALGORYTMY GENETYCZNE
a)

b)Rysunek 39.1: Krzy»owanie. Chromosomy wyznazone do krzy»owania przedstawiones¡ na rysunku a). Niebieski gen oznaza miejse, za którym nast¡pi i�ie. b) � wygl¡dhromosomów po krzy»owaniu.
a)

b)Rysunek 39.2: Mutaja. Chromosom wyznazony do zmutowania przedstawiony jest narysunku a). Czerwona ramka oznaza gen, który zostanie poddany mutaji. b) � wygl¡dhromosomu po mutaji.3. Dla pierwszego hromosomu szukanym przedziaªem jest [0, q1), dla pozostaªyh za±
[qi−1, qi).Maj¡ okre±lone przedziaªy (wyinki koªa) losujemy jedn¡ lizb� z przedziaªu [0, 1) (pusz-zamy kulk� na kole ruletki). Chromosom, któremu odpowiada przedziaª w jakim zna-lazªa si� ta lizba, wybieramy do dalszego post�powania.Stosuj¡ t� metod� losujemy 20 par i 10 pojedy«zyh hromosomów. Pary posªu»¡nam do reprodukji, natomiast pojedy«ze osbniki do mutaji.Reprodukja (krzy»owanie)Podzas reprodukji nast�puje wymiana pewnyh odinków ªa«uhów genów pomi�dzydwoma hromosomami. Najprostszy przypadek zostaª zilustrowany na rysunku 39.1.Losowo wybieramy gen, który stanie si� miejsem i�ia (rysunek 39.1 a), niebieski gen;i�ie nast¡pi za nim) a nastepnie dokonujemy zamiany odpowiednih odinków (rysunek39.1 b)).MutajaMutaja jest mniej skomplikowan¡ operaj¡ (rysunek 39.2). Ponownie losujemy gen (ry-sunek 39.2 a); gen wylosowany otozony jest zerwon¡ ramk¡) lez tym razem zmieniamytylko jego warto±¢ (rysunek 39.2 b)).W tym miejsu nale»y pozyni¢ pewne uwagi.1. Wybór sposobów dziaªania operatorów krzy»owania i mutaji ±i±le zale»y od roz-wi¡zywanego zadania a ±i±lej rzez bior¡, sposobu reprezentaji danyh przezgeny. Nale»y szzególnie uwa»a¢, zy w wyniku ih zastosowania otrzymuje si�osobnika z danej populaji. W naszym przypadku zadanie jest na tyle proste,»e trudno±i te nie wyst�puj¡, ale s¡ przypadki gdy bez dodatkowyh zabiegówSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



39.2. OGÓLNA POSTA� ALGORYTMU GENETYCZNEGO 301operatory genetyzne mog¡ generowa¢ zªe osobniki (tzn. osobniki nie b�d¡e po-prawnymi reprezentajami poszukiwanego rozwi¡zania; prosz� zajrze¢ do ¢wizenia??).2. Nowo powstaªa populaja skªada si� ze staryh i nowyh osobników (dlatego te»hwilowo rozmiar populaji zwi�ksza si�).3. Fakt, i» do krzy»owania wybrano 20 par a do mutaji 10 osobników, nie oznaza,»e proes ten faktyznie u wszystkih zajdzie. Dla ka»dej pary (osobnika) losujesi� lizb�. Je±li jest ona mniejsza od przyj�tego prawdopodobie«stwa krzy»owaniaCP lub mutaji MP, wówzas dopiero mog¡ one zaj±¢. Zwykle przyjmuje si�, »eprawdopodobie«stwo mutaji jest o rz¡d lub dwa mniejsze ni» prawdopodobie«stwokrzy»owania (np. krzy»owanie 0.2, mutaja 0.2).4. Wybór par mo»e przebiega¢ wedªug pewnyh dodatkowyh kryteriów. W opisie dlaprostoty nie wprowadzamy »adnyh ogranize«, dlatego te» ka»dy osobnik mo»ekrzy»owa¢ si� wi�ej ni» jeden raz.5. Lizby 20 i 10 s¡ jedynie przykªadem i zwykle dobiera si� je zale»nie od zadania iwielko±i populaji.Przedziaªy odpowiadaj¡e wygenerownaym przez nas hromosomom zawiera tabela39.2. Kolumna druga to granie przedziaªu, trzeia � jego dªugo±¢. Czwarta kolumnazawiera informaje o numerze pary, do której wylosowano dany hromosom w elu prze-prowadzenia krzy»owania, pi¡ta za±, jako który zostaª wytypowany do mutaji.Tabele 39.3, 39.4 i 39.5 zawieraj¡ zestawienie, przeprowadzonyh w wyniku realizajialgorytmu, krzy»owa« i mutaji. Ze wzgl�du na przyj�te prawdopodobie«stwa krzy»o-wania CP=0.3 i mutaji MP=0.01, operaje te nie zawsze maj¡ miejse.39.2.6 Ad. 6 � utworzenie nowej populajiPrawa przyrody s¡ sprawiedliwe, ale i okrutne zatem nale»y �pozby¢ si�� kilku osobników� dokªadnie tylu o ile zwi�kszyªa si� hwilowa lizebno±¢ populaji. Osobniki maj¡ezgin¡¢ wybieramy ponownie zgodnie z zasad¡ ruletki tylko troh� zmody�kowan¡ � dowzorów 39.1�39.3 zamiast f(ci) wstawiamy 1/f(ci).39.2.7 Ad. 7 � zako«zenie jednego kroku algorytmuW ten oto sposób zako«zyli±my jeden przebieg algorytmu genetyznego. Teraz nast�pujepowrót do kroku 3 i ponowne wykonanie opisanyh zynno±i.39.2.8 Ad. 8 � zako«zenie algorytmuOstateznie, po //uzup// krokah otrzymujemy populaj� z tabeli //uzup//.�wizenie 39.1.Opisany powy»ej algorytm zrealizowa¢ w postai programu. Prosz� dowolnie wybra¢wszystkie istotne parametry, a tak»e optymalizowan¡ funkj�.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



302 ROZDZIA� 39. ALGORYTMY GENETYCZNE

Numer Podprzedziaª Dªugo±¢ Numer pary do Który dohromosomu podprzedziaªu krzy»owania mutaji1 [0.0,0.0743808) 0.0743808 1,2,7 102 [0.0743808,0.146783) 0.0724022 3,8,183 [0.146783,0.221164) 0.0743808 6,11,164 [0.221164,0.253994) 0.0328301 15,17,18 75 [0.253994,0.293566) 0.0395721 36 [0.293566,0.352118) 0.0585519 13,177 [0.352118,0.416606) 0.0644878 4,16 98 [0.416606,0.45288) 0.0362743 89 [0.45288,0.52323) 0.0703503 20 510 [0.52323,0.589403) 0.0661732 10,19 1,411 [0.589403,0.625678) 0.036274312 [0.625678,0.630295) 0.00461673 10 213 [0.630295,0.655797) 0.025502 5,1214 [0.655797,0.704382) 0.0485857 215 [0.704382,0.755679) 0.0512971 4,11,13 816 [0.755679,0.784919) 0.0292393 9,1417 [0.784919,0.847574) 0.0626557 1,3,9,12,19 618 [0.847574,0.912062) 0.0644878 15,2019 [0.912062,0.92965) 0.017587620 [0.92965,1.0℄ 0.0703503 5,6,7,14Tabela 39.2:
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39.2. OGÓLNA POSTA� ALGORYTMU GENETYCZNEGO 303Numer Chromosom Chromosompary pierwszy drugi1 1,0,0,0,1,1 1,0,1,1,0,12 1,0,0,0,1,1 0,0,1,1,0,13 0,1,1,0,1,0 1,0,1,1,0,14 0,1,0,1,0,0 1,1,0,0,1,05 1,1,1,0,1,0 1,0,1,0,0,06 0,1,1,1,0,1 1,0,1,0,0,07 1,0,0,0,1,1 1,0,1,0,0,08 0,1,1,0,1,0 1,1,0,1,1,19 0,0,0,1,1,1 1,0,1,1,0,110 1,0,1,0,1,1 1,1,1,1,1,111 0,1,1,1,0,1 1,1,0,0,1,012 1,1,1,0,1,0 1,0,1,1,0,113 1,0,1,1,1,1 1,1,0,0,1,014 0,0,0,1,1,1 1,0,1,0,0,015 1,1,1,0,0,0 0,1,0,1,0,016 0,1,1,1,0,1 0,1,0,1,0,017 1,1,1,0,0,0 1,0,1,1,1,118 0,1,1,0,1,0 1,1,1,0,0,019 1,0,1,0,1,1 1,0,1,1,0,120 0,1,1,0,0,0 0,1,0,1,0,0Tabela 39.3: Pary wytypowane do krzy»owania.
Numer Chromosom Chromosom Miejsepary pierwszy drugi Krzy»owania1 1,0,0,0,1,1 1,0,1,1,0,1 31,0,0,1,0,1 1,0,0,1,0,15 1,1,1,0,1,0 1,0,1,0,0,0 31,1,1,0,0,0 1,1,1,0,0,06 0,1,1,1,0,1 1,0,1,0,0,0 20,1,1,0,0,0 0,1,1,0,0,08 0,1,1,0,1,0 1,1,0,1,1,1 40,1,1,0,1,1 0,1,1,0,1,110 1,0,1,0,1,1 1,1,1,1,1,1 51,1,1,1,1,1 1,1,1,1,1,118 0,1,1,0,1,0 1,1,1,0,0,0 10,1,1,0,0,0 0,1,1,0,0,0Tabela 39.4: Pary poddane krzy»owaniu.
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304 ROZDZIA� 39. ALGORYTMY GENETYCZNENumer Chromosom Numer muto- Chromosom pohromosomu wanego genu mutaji10 1,0,1,0,1,112 1,1,1,1,1,15 1,1,0,1,1,010 1,0,1,0,1,19 0,1,1,0,0,017 1,0,1,1,0,14 1,1,1,0,0,015 1,1,0,0,1,07 0,1,0,1,0,0 4 0,1,0,0,0,01 1,0,0,0,1,1Tabela 39.5: Chromosomy wybrane do mutaji.�wizenie 39.2.Prosz� napisa¢ program wykorzystuj¡y algorytm genetyzny znajduj¡y najkrótsz¡drog� mi�dzy zadanymi w�zªami w gra�e (zakªadamy, »e poª¡zenie takie istnieje).
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Rozdziaª 40Magizne kwadraty40.1 Przedstawienie zadaniaZagadnienie magiznyh kwadratów polega na wygenerowaniu kwadratu n×n, w którymelementami s¡ lizby 1, 2, ..., n2 uªo»one tak, by w ka»dej kolumnie, wierszu i przek¡tnejsuma warto±i lizb byªa taka sama i wynosiªa 1+n2

2 ·n. Przykªadowy kwadrat dla n = 3przedstawia rysunek 40.1.Jest to zadanie ªatwe je»eli n jest stosunkowo maªe. W przypadku du»yh n zagad-nienie jest trudne do rozwi¡zania. Je»eli hieliby±my sprawdzi¢ wszystkie mo»liwo±irozmieszzenie lizb w kwadraie to otrzymamy n2! ró»nyh mo»liwyh rozmieszze«.Ze wzgl�du na wielko±¢ przestrzeni poszukiwa« dosy¢ naturalnym wydaje si� próbarozwi¡zania tego zadania za pomo¡ algorytmu genetyznego.40.2 Adaptaja zadaniaFenotypem w tym zadaniu jest kwadrat o boku n z rozmieszzonymi lizbami natu-ralnymi od 1 do n2. Pojedynzy genotyp (hromosom) whodz¡y w skªad populajijest i¡giem n2−elementowym o genah nale»¡yh do zbioru {1, 2, ..., n2} (przy zymwarto±¢ genu nie powtarza si� - pojedynzy hromosom jest permutaj¡ i¡gu (1 2 ... n2).Tworzenie potomstwa odbywa si� przy wykorzystaniu operatorów genetyznyh mu-taji i krzy»owania oraz dodatkowej operaji zamiany segmentów genów.40.2.1 Krzy»owanieKrzy»owanie polega na wymianie segmentów genów mi�dzy dwoma hromosomami. Za-ªó»my, »e mamy dwóh rodziów: R1 i R2. Aby skrzy»owa¢ dwa hromosomy dokonu-jemy podzielenia ka»dego z nih na trzy segmenty w taki sposób aby segment ±rodkowy
8 1 6

3 5 7

4 9 2Rysunek 40.1: Magizny kwadrat dla n = 3.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



306 ROZDZIA� 40. MAGICZNE KWADRATYPara rodziów: [1 3 5 | 8 6 4 2 | 7 9℄ [4 | 5 6 8 1 | 2 3 9 7℄I iteraja: [1 3 8 | 5 6 4 2 | 7 9℄ [4 | 8 6 5 1 | 2 3 9 7℄II iteraja: [1 3 8 | 5 6 4 2 | 7 9℄ [4 | 8 6 5 1 | 2 3 9 7℄III iteraja: [1 3 4 | 5 6 8 2 | 7 9℄ [5 | 8 6 4 1 | 2 3 9 7℄Para potomków: [2 3 4 | 5 6 8 1 | 7 9℄ [5 | 8 6 4 2 | 1 3 9 7℄Tabela 40.1: Przykªad dziaªania operatora krzy»owania dla n = 3.byª jednakowej dªugo±i w obu hromosomah. Dªugo±¢ segmentu mo»e by¢ jedn¡ zwarto±i {1, 2, ..., n2

2 }. Tworzymy dwa nowe hromosomy takie same jak R1 i R2.Nowe hromosomy mody�kujemy w taki sposób, aby wymieni¢ mi�dzy nimi ±rodkowesegmenty. Poniewa» geny nie s¡ jedynie lizbami 0 i 1 wi� wymiana nie mo»e by¢ bezpo-±rednim zast¡pieniem jednego segmentu drugim, gdy» otrzymany hromosomy mógªbyzawiera¢ powtórzone geny. Aby tego unikn¡¢ stosujemy zamian� elementów przepro-wadzon¡ w sposób nast�puj¡y. Mody�kujemy pierwszego potomka. Sprawdzamy jakigen znajduje si� na pierwszym miejsu w ±rodkowym segmenie drugiego rodzia. Za-mieniamy w pierwszym potomku gen o tej samej warto±i z genem znajduj¡ym si�na pierwszym miejsu w segmenie ±rodkowym. T� sam¡ proedur� powtarzamy dlawszystkih genów segmentu ±rodkowego. W analogizny sposób mody�kujemy drugiegopotomka. Przykªad dziaªania operatora krzy»owania jest przedstawiony w tabeli 40.1.40.2.2 MutajaMutaja hromosomu to zamiana miejsami dwóh losowo wybranyh genów. Taki spo-sób mutaji wynika z warto±i genów hromosomu. Poniewa» genami s¡ ró»ne lizbynaturalne, a nie warto±i binarne, to nie ma mo»liwo±i zmiany warto±i genu na prze-iwn¡. Poniewa» hromosom jest i¡giem n2 lizb naturalnyh, wie mutaja jest losow¡transpozyj¡.Dodatkowo stosujemy operatory zamiany segmentów genów dªugo±i n odpowiada-j¡yh kolumnom, wierszom lub przek¡tnym. Jest to na przykªad zamiana miejsamidwóh wierszy, dwóh kolumn, wiersza i kolumny lub przek¡tnej z wierszem zy ko-lumn¡. Omówione operatory genetyzne s¡ stosowane w udziale proentowym:
• transpozyja: 50%,
• krzy»owanie: 30%,
• zamiany: 20%.40.2.3 Funkja oenyPo wygenerowaniu potomstwa dokonujemy oeny potomków. Wykorzystuj¡ funkj�oeny tworzymy now¡ populaj� gªówn¡. Do populaji tej doª¡zane s¡ te hromosomy,dla któryh warto±¢ funkji oeny jest najwi�ksza. Funkja oeny przyjmuje warto±iodpowiadaj¡e ilo±i kolumn, wierszy i przek¡tnyh, dla któryh suma warto±i genówwynosi 1+n2

2 ·n. Maksymaln¡ warto±i¡ funkji oeny jest warto±¢ 2n+2 odpowiadaj¡awygenerowaniu hromosomu speªniaj¡ego warunki zadania, tzn. hromosomu, któremuodpowiada kwadrat z jednakow¡ sum¡ elementów w ka»dym wierszu, kolumnie i naprzek¡tnyh.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



40.3. ZADANIE 307Je»eli nowowygenerowane hromosomy powtarzaj¡ si� z hromosomami ju» istniej¡-ymi to je usuwamy.Po utworzeniu nowej populaji dokonujemy sortowania hromosomów znajduj¡yhsi� w populaji w taki sposób, aby hromosomy byªy uªo»one od najwi�kszej do najmniej-szej warto±i funkji oeny. Do sortowania hromosomów u»y¢ mo»emy np. dziaªaj¡egow zasie liniowym algorytmu sortowania przez zlizanie.40.2.4 Warunek ko«aProgram ko«zy dziaªanie kiedy generuje hromosom, dla którego funkja oeny wy-nosi 2n + 2. Je»eli funkja oeny nie osi¡gnie takiej warto±i, wówzas program ko«zydziaªanie po wykonaniu maksymalnej ilo±i iteraji. Maksymalna ilo±¢ iteraji jest usta-lona w opjah programu. Mo»na ponadto przyj¡¢ dodatkowo nast�puj¡e dziaªanie. Wmomenie wykonania maksymalnej ilo±i iteraji nast�puje sprawdzenie warto±i funkjioeny w ostatnih iterajah (w poªowie maksymalnej lizby iteraji). Je»eli wzrastaªawarto±¢ funkji oeny wraz ze wzrostem ilo±i iteraji, to zas dziaªania programu zostajewydªu»ony o poªow� maksymalnej ilo±i iteraji.40.3 ZadanieZaimplementowa¢ algorytm genetyzny do rozwi¡zania zaprezentowanego problemu.
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308 ROZDZIA� 40. MAGICZNE KWADRATY
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Rozdziaª 41Zadanie optymalizayjne41.1 Przedstawienie zadaniaMamy do rozwi¡zania �typowe� zadanie optymalizayjne. Na pewnym obszarze Ω ∈ R
2jest okre±lona funkja f : Ω → R. Nale»y tak zmody�kowa¢ obszar Ω, aby zmaksyma-lizowa¢ warto±¢ funkji na nim okre±lonej. Jedynym dopuszzalnym sposobem mody-�kowania obszaru jest wyinanie w nim dziur. Wyi�ie dziury rozumiemy tutaj jakookre±lenie warto±i funkji f na pewnym podobszarze obszaru Ω jako równyh zero.Ponadto zakªadamy, »e dziur tyh nie mo»na wyi¡¢ wi�ej jak 3. Jest to wi� zada-nie typowe dla zastosowa« algorytmów genetyznyh, gdy» mamy tutaj do zynienia zdu»¡ przestrzeni¡ poszukiwa« i potenjalnie z wieloma rozwi¡zaniami optymalnymi lub

ε-optymalnymi, tj. ró»ni¡ymi si� od optymalnego o nie wi�ej jak pewne ustalone ε1.41.2 Spreyzowanie warunków zadaniaNa potrzeby praktyznej realizaji zadania przyjmijmy, »e obszar Ω jest okre±lony jakponi»ej
Ω = [0, 8] × [0, 8].Na obszarze tym okre±lmy funkj� f jak poni»ej

f(x) =







−20 gdy x ∈ [5, 5.5] × [2, 2.5] ∪ [6, 6.5] × [4.5, 5] ∪ [2, 2.5] × [4, 4.5]
−10 gdy x ∈ [4, 4.5] × [5.5, 6]
+10 gdy x ∈ [1.5, 2] × [2, 2.5] ∪ [1.5, 2] × [6.5, 7] ∪ [7, 7.5] × [1.5, 2]
0 w pozostaych przypadkach.Rysunek ?? przedstawia rozkªad obszarów na które funkja f dzieli obszar Ω. Jakwida¢ w tym konkretnym zadaniu dla uproszzenia mo»na na obszar naªo»y¢ siatk�,podobnie jak na wspomnianym rysunku. Dzi�ki temu zaw�zimy dziedzin� poszukiwa«do zbioru lizb {0, 0.5, 1, 1.5, 2, 2.5, 3, 3.5, 4, 4.5, 5, 5.5, 6, 6.5, 7, 7.5}, które b�d¡ okre±laªyodpowiednie �kwadraty� z tak podzielonego obszaru. I tak np.

• kwadratowi o wspóªrz�dnyh (2, 5.5) odpowiada podobszar [2, 2.5] × [5.5, 6];
• kwadratowi o wspóªrz�dnyh (0, 0) (a wi� w lewym górnym rogu) odpowiada pod-obszar [0, 0.5] × [0, 0.5];1Ozywi±ie nie mo»emy zagwarantowa¢, »e algorytm genetyzny znajdzie rozwi¡zanie ε-optymalne,ale z praktyki wiemy, »e s¡ du»e szanse, i» tak si� stanie.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



310 ROZDZIA� 41. ZADANIE OPTYMALIZACYJNE
• kwadratowi o wspóªrz�dnyh (0, 7.5) (a wi� w prawym górnym rogu) odpowiadapodobszar [0, 0.5] × [7.5, 8];
• kwadratowi o wspóªrz�dnyh (7.5, 0) (a wi� w lewym dolnym rogu) odpowiadapodobszar [7.5, 8] × [0, 0.5];
• kwadratowi o wspóªrz�dnyh (7.5, 7.5) (a wi� w prawym dolnym rogu) odpowiadapodobszar [7.5, 8] × [7.5, 8].Warto±i¡ funkji oeny b�dzie aªka z funkji f na obrszarze Ω. W tym zadaniu jejoblizenie jest bardzo proste: jest to suma odpowiedniej ilo±i �sªupków� o warto±iah-20, -10 oraz 10 z pomini�iem sªupków znajduj¡yh si� na obszarze wyi�tym. Takwi� najmniejsza mo»liwa warto±¢ to -70 (gdy �wytniemy wszystkie obszary o warto±i10) a najwi�ksza to 20 (gdy �wytniemy wszystkie obszary o warto±i -20).Maj¡ tak uproszzone zadanie, mo»emy okre±li¢ jak wygl¡da hromosom. Przyj-mijmy, »e jeden hromosom skªada si� z 6 genów. Sze±iu, bo hemy wyi¡¢ 3 otworya jeden otwór ma dwie wspóªrz�dne. Gen natomiast jest lizb¡. Jako lizby przyjmijmylizby rzezywiste z przedziaªu [0, 7.5] reprezentowane z dokªadno±i¡ 0.5. Oznaza to,ze do reprezentaji lizb mo»na u»y¢ reprezentaji staªoprzeinkowej, przeznazaj¡ 3 nazapisanie bitów reprezentuj¡yh z�±¢ aªkowit¡ i 1 na zapisanie bitów reprezentuj¡yhz�±¢ uªamkow¡. Zatem format ten wygl¡da jak poni»ej

c2c1c0u1,gdzie u1 � z�±¢ uªamkowa, c1, . . . , c3 � z�±¢ aªkowita. Warto±¢ w takiego i¡gu bitówwynosi:
w =

2∑

i=0

ci2
i +

1∑

i=1

ui0.5i.Oto wszystkie mo»liwe do reprezentowania w tak przyj�tym formaie lizby rzezywiste:0000 = 0.0 1000 = 4.00001 = 0.5 1001 = 4.50010 = 1.0 1010 = 5.00011 = 1.5 1011 = 5.50100 = 2.0 1100 = 6.00101 = 2.5 1101 = 6.50110 = 3.0 1110 = 7.00111 = 3.5 1111 = 7.5Pozostaj¡ jeszze do okre±lenia operatory genetyzne jakie b�dziemy stosowa¢ i jakone b�d¡ dziaªa¢.41.2.1 MutajaOperaji mutaji podlegaj¡ pojedy«ze bity genu (lizby rzezywistej). Aby przeprowa-dzi¢ operaj� mutaji nale»y okre±li¢ dwa prawdopodobie«stwa: p1 i p2 oraz dwie lizby
n1 i n2. Warto±¢ p1 okre±la z jakim prawdopodobie«stwem gen (lizba) wybierany jestdo mutaji. Warto±¢ p2 okre±la z jakim prawdopodobie«stwem mutowany jest wybranybit genu podlegaj¡ego mutaji. Warto±¢ n1 okre±la ile razy wybieramy bit do muat-ji z z�±i aªkowitej, natomiast n2 okre±la ile razy wybieramy bit do muatji z z�±iuªamkowej (w obu przypadkah ten sam bit mo»e by¢ wybrany kilka razy).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



41.2. SPRECYZOWANIE WARUNKÓW ZADANIA 31141.2.2 Krzy»owanieWybieramy bardzo prost¡ metod� krzy»owania � prze±led¹my j¡ na poni»szym przykªa-dzie. Dane mamy dwa hromosomy c1 i c2:
c1 = g1,1g1,2g1,3g1,4g1,5g1,6oraz
c2 = g2,1g2,2g2,3g2,4g2,5g2,6gdzie g1,i oraz g2,i dla i = 1, . . . , 6 s¡ genami. Wybieramy losowo pewien punkt krzy-»owania � powiedzmy, »e wylosowali±my 4. Wykonujemy teraz krzy»owanie zgodnie zzadanym prawdopodobie«stwem, otrzymuj¡ w jego wyniku dwa nowe hromosomy C1i C2:
C1 = g2,1g2,2g2,3g1,4g1,5g1,6oraz
C2 = g1,1g1,2g1,3g2,4g2,5g2,6.41.2.3 SelekjaRównie» do selekji osobników whodz¡yh w skªad populaji u»yjemy najprostszej me-tody � metody ruletki. Metoda ta ka»demu hromosomowi przypisuje pewien fragmentkoªa � fragment zale»ny od warto±i funkji oeny dla danego hromosomu. Im lepiejhromosom odpowiada warunkom zadania, tym wi�kszy fragment odpowiada jemu nakole. Nast�pnie losuje si� pewn¡ lizb� z zadanego przedziaªu, powiedzmy, »e od 0 dp

100, i przyjmuj¡, »e aªy obwód koªa ma 100, patrzymy do którego obszaru wpadniewylosowana lizba. Obszar, do którego wpadªa wyznaza nam hromosom. Taka metodawyboru jest sprawiedliwa o tyle, »e najwi�ksze szanse wyboru maj¡ osobniki najlepiejprzystosowane, ale nie odrzua si� tyh gorzej przystosowanyh.Przy tak przyj�tej metodzie wyboru nale»y pami�ta¢, »e daje si� ona stosowa¢ tylkowtedy, gdy warto±i funkji oeny s¡ dodatnie. Je±li takiej gwaranji nie mamy, a tak jestwªa±nie w omawianym zadaniu, wówzas musimy dokonywa¢ tymzasowego przesuni�iaotrzymanyh warto±i funkji oeny. Tak wi� algorytm utworzenia koªa ruletki dlazadanej populaji o rozmiarze n wygl¡da nast�puj¡o.1. Przpisanie ka»demu hromosomowi, warto±i funkji oeny vi, i = 1, . . . , n.2. Wybranie najmniejszej z warto±i vi i oznazenie jej jako vmin.3. Przypisanie ka»demu hromosomowi tymzasowej warto±i funkji oeny, wg. wzoru
vtmp
i = vi − vmin + 0.1Jak wida¢ z powy»szego wzoru, najmniejsza tymzasowa warto±¢ funkji oenywynosi 0.1.4. Wyznazenie przedziaªów pi, i = 1, . . . , n, odpowiadaj¡yh hromosomom, wg.poni»szyh wzorów

p1 =
[

0.0,
vtmp
1

sum

)

, (41.1)
pi =

[

pg
i ,

vtmp
i

sum

)

, dla i = 2, . . . , n, (41.2)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



312 ROZDZIA� 41. ZADANIE OPTYMALIZACYJNEgdzie
• sum okre±lone jest wzorem sum =

∑n
i=1 vtmp

i ,
• pg

i okre±la górny kranie przedziaªu pi.41.3 Szki algorytmuPoni»ej przedstawiamy szki algorytmu genetyznego z uwzgl�dnieniem jego najwa»niej-szyh etapów.1. Ustalenie warto±i zmiennej t na 1 (t jest zmienn¡ zasow¡ okre±laj¡¡ kolejnepopulaje).2. Utworzenie populaji pop(t) liz¡ej n osobników.3. Oena hromosomów (wylizenie warto±i vi, i = 1, . . . , n).4. Wylizenie tymzasowyh warto±i funkji oeny vtmp
i , i = 1, . . . , n.5. Wylizenie przedziaªów pi, i = 1, . . . , n.6. Krzy»owanie k par hromosomów. Po tym kroku, populaja lizy n + 2kosobnikw.Zakªadamy, »e hromosomy potomne whodz¡ w skªad populaji a nie zast�puj¡hromosomów rodziielskih, zyli populaja skªada si� z rodziów (któryh jest n)oraz ih potomków (któryh jest 2k).7. Oena hromosomów (wylizenie warto±i vi, i = 1, . . . , n + 2k)2.8. Wylizenie tymzasowyh warto±i funkji oeny vtmp
i , i = 1, . . . , n + 2k.9. Wylizenie przedziaªów pi, i = 1, . . . , n + 2k.10. Mutaja przeprowadzona z pewnym prawdopodobie«stwem na wszystkih n + 2kosobnikah.11. Oena hromosomów (wylizenie warto±i vi, i = 1, . . . , n + 2k)3.12. Wylizenie tymzasowyh warto±i funkji oeny vtmp
i , i = 1, . . . , n + 2k.13. Wylizenie przedziaªów pi, i = 1, . . . , n + 2k.14. Utworzenie populaji pop(t + 1) skªadaj¡ej si� z n losowo wybranyh osobnikówpopulaji pop(t).15. Je±li t jest mniejsze od zadanej ilo±i kroków, to powrót do punktu 3.41.4 ZadanieZaimplementowa¢ algorytm genetyzny do rozwi¡zania zaprezentowanego problemu.2Prawd� mówi¡, w tym przypadku wystarzy oeni¢ hromosomy od n + 1 do n + 2k3W tym przypadku trzeba oeni¢ hromosomy od 1 do n + 2kSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 42Metoda Monte Carlo42.1 WprowadzenieLosowe dziaªanie, ho¢ z pozoru wydaje si� pozbawione sensu, zdaje si� by¢ jedynymsªusznym podej±iem w problemah o du»ej zªo»ono±i oblizeniowej. Zauwa»my, »erzadko kiedy zale»y nam na uzyskaniu wyniku dokªadnego. I tak zamiast 1
3 wystarzy¢nam mo»e 0.33. Wynika to w znaznej mierze z niedokªadno±i urz¡dze« pomiarowyhprzez oblizeniowe na wykonawzyh ko«z¡. Losowe próbkowanie przestrzeni zdarze«ma t¡ zalet�, »e zwi�ksza znaznie szanse na znalezienie rozwi¡zania suboptymalnego,tj. takiego rozwi¡zania, które nie jest faktyznym rozwi¡zaniem optymalnym, ale znaszego punktu widzenia za takie mo»e uhodzi¢. Poznali±my zalety takiego dziaªaniaprzy okazji omawiania algorytmów genetyznyh (rozdziaª 39) a teraz poznamy kolejn¡metod� z serii metod losowyh1.Metoda Monte Carlo jest algorytmem oblizeniowym opartym na wielokrotnym loso-wym próbkowaniu przestrzeni w elu oblizenia ostateznego wyniku. Losowo±¢ oraz wie-lokrotne powtarzanie pewnyh proedur oblizeniowyh sprawiaj¡, »e metody te szzegól-nie dobrze nadaj¡ si� do rozwi¡zywania problemów matematyzno-�zyznyh z wykorzy-staniem komputerów. Doskonale sprawdza si� wsz�dzie tam, gdzie jest maªo praktyznelub bardzo trudne znalezienie rozwi¡zania dokªadnego opartego o algorytmy determini-styzne.Metody typu Monte Carlo pierwotnie stosowane byªy pod nazw¡ próbkowania staty-styznego (ang. statistial sampling). Nazwa �Monte Carlo� zostaªa wprowadzona przez�zyków prauj¡yh w latah 40-tyh nad projektem bomby atomowej w Los Alamos Na-tional Laboratory2. Nazwa odnosi si� do znanego kasyna w Monako a jest tym bardziejadekwatne, »e gra w kasynie wydaje si� by¢ proesem skªadj¡ym si� z powtarzaj¡yh si�zynno±i typu zakªad-gra, jest wysoe losowa a na ko«owy wynik skªadaj¡ si� wszystkiewyniki z¡stkowe. Zauwa»my przy okazji, »e prawidªowe i efektywne korzystanie z metodMonte Carlo wymaga dost�pu do znaznej ilo±i lizb losowyh. Zainteresowanie tymimetodami staªo si� znaznym bod¹em do rozwoju generatorów lizb pseudolosowyh,które s¡ o wiele wydajniejsze ni» pierwotnie stosowane tablie lizb losowyh.Prawd� powiedziawszy, nie istnieje jedna metoda Monte Carlo. Jest to razej terminopisuj¡y szerok¡ klas� ró»nyh rozwi¡za« posiadaj¡yh pewne ehy wspólne:1. Rozwa»aj¡ deterministyzn¡ i sko«zon¡ przestrze« danyh wej±iowyh (prze-1W sensie metod opartyh w znaznej z�±i na zynnikah losowyh.2A byli to m.in. Stanisªaw Ulam, Enrio Fermi, John von Neumann, Niholas Metropolis.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



314 ROZDZIA� 42. METODA MONTE CARLOn Próby �rednia10 3,2 3,6 3,2 2,8 2,4 3,04100 3,0 3,12 2,92 3,04 2,84 2,9841000 3,08 3,16 3,12 3,18 3,16 3,1410000 3,15 3,11 3,16 3,11 3,11 3,1281000000 3,14 3,14 3,13 3,14 3,13 3,136Tabela 42.1: Pole powierzhni koªa wpisanego w kwadrat o dªugo±i boku równej 2 dlaró»nyh warto±i n = 3. Wyniki prób zostaªy obi�te po drugiej lizbie po przeinku bezzaokr¡glania.strze« rozwa»a«).2. Generuj¡ losowo punkty z przestrzeni danyh wej±iowyh i dla ka»dego z nihwykonuj¡ deterministyzn¡ proedur� oblizeniow¡ otrzymuj¡ wyniki po±rednie(z¡stkowe).3. Agreguj¡ wyniki po±rednie w elu uzyskania wyniku ostateznego.Jak si� okazuje metod¡ typu Monte Carlo mo»na oblizy¢ z dosy¢ dobrym przybli»e-niem lizb� π3. Narysujmy na piasku kwadrat o boku o dªugo±i 2 (to b�dzie przestrze«rozwa»a«) a nast�pnie wpiszmy w niego okr¡g. Teraz rozsypmy nad kwadratem (i wpi-sanym we« koªem) równomiernie kilka gar±i ry»u, które stan¡ si� tym samym losowowybranymi z przestrzeni rozwa»a« punktami. Poniewa» punkty rozkªadaj¡ si� równo-miernie w obr�bie pola kwadratu, to stosunek lizby punktów wewn¡trz koªa do lizbywszystkih punktów w kwadraie jest równy stosunkowi pola koªa do pola kwadratu.St¡d przez zwykª¡ proporj� mamy
Ps

Pc
=

ns

nc
,gdzie Ps oraz Pc to pola kwadratu i koªa a ns oraz nc to lizba punktów nale»¡yh dokwadratu i koªa. Ostateznie pole koªa wyra»a si� wzorem

Pc =
nc · Ps

ns
.Poniewa» sk¡din¡d wiadomo, »e Pc = π · r2, gdzie r jest promieniem, wi� je±li r=1 towówzas pole takiego koªa równe jest lizbie π. Ozywi±ie im wi�ksza b�dzie lizbapunktów wybranyh z przestrzeni, tym wynik b�dzie dokªadniejszy. Tabela 42.1 przed-stawia wyniki zebrane dla kilku przykªadowyh warto±i n (ª¡znej ilo±i punktów zprzestrzeni).42.2 Caªkowanie metod¡ Monte CarloW ogólno±i metody Monte Carlo znajduj¡ zastosowanie w matematye wsz�dzie tam,gdzie rozwi¡zanie postawionego problemu, je±li w ogóle mo»liwe analityznie, jest zbyt3Warto±¢ lizby π z dokªadno±i¡ do 100 miejs po przeinku: π=3,14159 26535 89793 23846 2643383279 50288 41971 69399 37510 58209 74944 59230 78164 06286 20899 86280 34825 34211 70679. . .Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



42.3. OPIS ALGORYTMU 315skomplikowane lub zasohªonne. Do jednyh z takih zada« nale»y oblizanie warto±iaªki oznazonej.Deterministyzne metody aªkowania numeryznego dokonuj¡ oblize« w jednostaj-nie rozmieszzonyh punktah. Takie podej±ie sprawdza si� bardzo dobrze dla funkjijednej zmiennej. Jednak efektywno±¢ metody drastyznie maleje wraz ze wzrostem wy-miaru rozwa»anej przestrzeni. Numeryzne aªkowanie funkji dwóh zmiennyh wymagajednostajnej dwuwymiarowej siatki, o przy wyborze 10 punktów dla ka»dej zmiennej (ajest to warto±¢ zdeydowanie za maªa) daje 100 punktów w któryh nale»y przeprowadzi¢oblizenia. A je±li wymiar przestrzeni jest rzedu dziesi¡tek lub setek (o wale nie jesttak¡ rzado±i¡ w wielu praktyznie rozwa»anyh problemah) wówzas polizenie aªkiw ten sposob, je±li w ogóle mo»liwe, b�dzie bardzo zasohªonne.Metoda Monte Carlo jest sposobem obej±ia lawinowego tempa wzrostu zªo»ono±ioblizeniowej. Tak dªugo jak funkja jest �porz¡dna� oblizanie aªki oznazonej mo»naoprze¢ na warto±iah funkji polizonyh w losowo wybranyh punktah. Zgodnie zprawem wielkih lizb, takie podej±ie daje zbie»no±¢ do rozwi¡zania rz�du 1/
√

n, zylizwi�kszenie ilo±i punktów próbkowania z kwadratem, powoduje zmniejszenie bª�du opoªow� i to bez wzgl�du na wymiar przestrzeni.Zasada oblizania aªki oznazonej metod¡ Monte Carlo jest nast�puj¡a. Dla danejfunkji f(x), której aªk� oznazon¡ hemy oblizy¢ w przedziale aªkowania [a, b], wy-znazamy prostok¡t obejmuj¡y pole pod wykresem tej funkji o wysoko±i h i dªugo±ipodstawy b − a. W dalszej kolejno±i losujemy n punktów i zlizamy te punkty, którewpadaj¡ w pole pod wykresem funkji oznazaj¡ ih lizb� przez nf . Warto±¢ aªkiwyra»a si� wzorem przybli»onym:
∫ b

a

f(x)dx ≈ nf

n
h(b − a)Tak otrzymany wzór nie jest pozbawiony wad.

• W ogólnym przypadku trudno wyznazy¢ wysoko±¢ h. Wi¡»e si� to bowiem zkoniezn±i¡ znalezienia maksimum i minimum funkji f o samo w sobie mo»eokaza¢ si� zadaniem bardzo trudnym.
• Pewne problemy mog¡ wyst¡pi¢ tak»e wtedy, gdy funkja zmienia znak w prze-dziale aªkowania.Dlatego z�±iej jako metod� Monte Carlo przyjmuje si� metod�, która wyznaza ±redni¡z warto±i funkji w przedziale aªkowania na podstawie serii losowo wybranyh wspóª-rz�dnyh x. Nast�pnie ±rednia ta jest mno»ona przez dªugo±¢ przedziaªu aªkowania iotrzymujemy przybli»on¡ warto±¢ aªki oznazonej. Wzór ma nast�puj¡¡ posta¢:

∫ b

a

f(x)dx ≈
∑n

i=1 f(xi)

n
(b − a)gdzie xi jest warto±i¡ losow¡ przedziaªu [a, b].42.3 Opis algorytmuNieh f b�dzie funkj¡ dla której poszukujemy warto±i aªki oznazonej.Dane wej±iowe • a, b � poz¡tek i konie przedziaªu aªkowania.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



316 ROZDZIA� 42. METODA MONTE CARLO
• n � lizba losowyh punktów.Dane wyj±iowe • Oblizona warto±¢ aªki.Algorytm1. Start.2. Pobranie warto±i zmiennyh a, b oraz n.3. Przyjmijmy i = 1, s = 0.4. Dopóki i <= n powtarzaj:(a) Wybierz losowy punkt x nale»¡y do przedziaªu [a, b].(b) Wykonaj: s := s + f(x).5. Obliz: r := s

n
(b − a).6. Wynikiem jest r.7. Stop.42.4 ZadanieZaimplementowa¢ algorytm oblizania aªki metod¡ Monte Carlo dla nast�puj¡yhfunkji:1.

f(x) =

{
sin(x)

x
, gdy x 6= 0

1, gdy x = 0Warto±¢ aªki dla a = −10, b = 10 wynosi okoªo 3,317.

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



Rozdziaª 43Boidy43.1 Boid � o to jest?Boid � termin dosy¢ dziwny, ale maj¡y du»y zwi¡zek z rzezywisto±i¡, a o wa»niej-sze z bardzo lizn¡ rzezywisto±i¡. Twór¡ idei Boidów byª Craig Reynolds. W 1986stworzyª on model skoordynowanego ruhu du»ej lizby zwierz¡t jak np. ªawia ryb zystado ptaków. Pojedy«zy �osobnik� whodz¡y w skªad �stada� nazwany zostaª wªa±nieBoidem.Aby zrozumie¢, jak wygl¡da ±wiat z punktu widzenia Boidów, zróbmy pewien ekspe-ryment my±lowy. Zaªó»my, »e zale»y nam na modelowaniu ruhu pojedy«zego osobnika.Mo»na stara¢ si� oblizy¢ i poda¢ dokªadnie trajektori� jak¡ ma on pod¡»a¢. Nie jestto zadanie ªatwe gdy» nawet w najprostszym przypadku, zyli poruszanie si� po prostej,»aden »ywy organizm nie przemieszza si� po idealnej prostej, ale mo»liwe. Przyhodzimi tutaj na my±l pewna seena z �lmu �Pi�kny umysª�, w której to Russel Crowe graj¡yrol� Johna Nasha ugania si� za stadem goª�bi h¡ opisa¢ ih ruh. Mo»e wi� jest tomo»liwe?Pójd¹my dalej � nie jeden osobnik, ale 2 lub 3 �podró»uj¡e razem�. Ot, ho¢byrodzina na spaerze. Có», mo»na dla nih opraowa¢ analogizne równania ruhu, dlaka»dego inne, ale jednak podobne. Inne, bo musz¡ one ró»ni¢ si� na tyle, aby unikn¡¢efektu sztuzno±i jak ho¢by wykonywanie skr�tu w tym samym momenie lub pod¡»a-nie aªy zas w tym samym porz¡dku. Podobne, bo jednak wszysy pokonuj¡ t¡ sam¡drog�. Jest to ju» zadanie trudniejsze od poprzedniego. Nie dosy¢ bowiem, »e ruh po-jedy«zego osobnika musi by¢ naturalny, to uwzgl�dni¢ trzeba te» ih wzajemne relaje.Wi¡» jednak jest to zadanie wykonalne. Co jednak je±li tyh osobników b�d¡ dziesi¡tkizy setki jak ho¢by stado ptaków zy ªawia ryb. Dla ka»dego inne równanie? Nie t�dydroga.Prosz� zwrói¢ uwag� na jedn¡ prost¡ rzez jaka daje si� zaobserwowa¢ przy ruhuna przykªad stada ptaków. Stado, ogólnie, pod¡»a w okre±lonym kierunku; jako zbioro-wo±¢ wykonuje pewne manewry. W jego wn�trzu panuje jednak pewien uporz¡dkowanybaªagan. Uporz¡dkowany, bo jednak stado pozostaje stadem. Baªagan bo osobniki nies¡ i¡gle na tyh samyh pozyjah. Przemieszzaj¡ si� wewn¡trz stada. A ih manewryw »adnym razie nie s¡ zsynhronizowane zy zaprogramowane wze±niej. Zmieniaj¡ si�one dynamiznie, zale»nie od sytuaji. Ruhem tym rz¡dz¡ bardzo poste prawa, które wogólno±i (pisz¡ �boid� zamiast �ptak�) mo»na na przykªad przedstawi¢ w nast�puj¡ysposób:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



318 ROZDZIA� 43. BOIDYPod¡»aj za grup¡. Ka»dy boid tak wyznaza swój kierunek poruszania aby stanowiªon mniej wi�ej ±redni¡ kierunków poruszania obiektów z jego najbli»szego s¡siedz-twa. Post�powanie takie wydaje si� uzasadnione � tak»e ludzie znajduj¡y si� wprzemieszzaj¡ym si� i d¡»¡ym do tego samego elu tªumie poruszaj¡ si� tak jaknajbli¹si s¡siedzi (np. wyiezka turystyzna, ludzie spiesz¡y si� do metra).Staraj si� by¢ w entrum grupy jak¡ tworz¡ najbli»si s¡siedzi. Boidy d¡»¡ do po-zostawania po±rodku grupy zªo»onej z najbli»szyh s¡siadów.Nie wpadaj na nikogo. Boidy d¡»¡ do nie przekrazania pewnej minimalnej odlegªo-±i od najbli»szyh s¡siadów.Ka»de zahowanie boida, pozostaj¡e w zgodzie z tymi reguªami byªo akeptowalne.I wªa±iwie to ju» wszystko, reszta �robi si�� sama. Okre±lone w ten sposób lokalnereguªy pozwoliªy na symulowanie bardzo naturalnie wygl¡daj¡yh zahowa« stadnyh.Tak wi� skomplikowany proes globalnego analizowania zªo»onyh zale»no±i pomi�dzywszystkimi, bardzo liznymi, obiektami tworz¡ymi stado, zast¡piono lokalnym kontro-lowaniem zale»no±i prostyh. Co iekawe, relatywnie niewielkim nakladem pray, mo»namodelowa¢ inne zahowania stadne, np. rozproszenie grupy boidów na wiele mniejszyhw momenie natra�enia na du»¡ przeszkod� i ponowne ih poª¡zenie po jej pokona-niu. W tym przypadku wystarzy doda¢ reguª� mówi¡¡ o tym, »e ka»dy boid stara si�nie zbli»y¢ do przeszkody na odlegªo±¢ mniejsz¡ ni» pewna okre±lona warto±¢. Ogólnierzez ujmuj¡, bazuj¡ tylko na lokalnyh reguªah, na jakih zreszt¡ musz¡ nie±wiado-mie bazowa¢ »ywe oranizmy, uzyskujemy bardzo naturalnie wygl¡daj¡y model ruhustadnego. Od reguª jakie przyjmiemy zale»y o �nasze� stado b�dzie robiªo. W dalszejz�±i proponujemy kilka przykªadowyh modeli wraz z reguªami.43.2 KazuszkiKazuszki to pierwsza z propozyji wykorzystania konepji boidów do symulowaniazahowania stadnego. W naszej implementaji przyjmiemy istnienie dwóh rodzajówosobników
• przywódy � tylko jeden,
• obywatela � wiele.Ka»dy osobnik opisany jest przez nast�puj¡¡ struktur�typedef strut{ float x,y;//polozeniefloat kierunek;//lizba z przedziaªu [0,360℄, 0 - dodatnia póªo± osi OXfloat predkos;}osobnik;LiderPrzywóda, jak to przywóda ma aªkowit¡ swobod� w poruszaniu si� po plau (plaemnazywam ogranizony obszar okna w którym przmieszzaj¡ si� osobniki). Jego ruhb�dzie sterowany w nast�puj¡y sposób:Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



43.3. JAPO�SCY TURY�CI 3191. Wylosuj lizb� z przedziaªu [-max_kat_skretu_przywoda, max_kat_skretu_przywoda℄i oznaz j¡ przez α.2. Zmie« bie»¡y kierunek przemieszzania przywódy o α stopni: kierunek = kierunek+
α.3. Przesu« bierz¡¡ pozyj� lidera, wyznazan¡ przez wspóªrz�dne (x, y) o wektor odªugo±i predkosc którego kierunek zgodny jest z kierunek.//tutu//rysunek Jak znale¹¢ wektor potrzebny w punkie 3? Jak zwykle mo»na to zro-bi¢ na wiele sposobów; proponujemy nast�puj¡y: dokona¢ obrotu punktu (predkosc, 0)wokóª ±rodka ukªadu wspóªrz�dnyh o k¡t kierunek. W ten sposób otrzymujemy wspóª-rz�dne szukanego wektora.W powy»szym zahowaniu nale»y jeszze doda¢ obsªug� sytuaji wyj¡tkowej, to jesttakiej gdy Przywóda dojdzie do brzegu plau. Wówzas zmiana kierunku zgodnie zzasadami opisanymi w punkie 1 mo»e nie by¢ wystarzaj¡a; najlepiej w takim razie zakierunek przyj¡¢ kierunek do ±rodka plau.ObywatelObywatel, jak to obywatel istnieje tylko po to aby za przywód¡ pod¡»a¢. Jego ruhb�dzie sterowany wedªug nast�puj¡ego algorytmu:1. Oblizamy warto±i kat1 i kat2 (patrz rysunek //tutu//).2. Dokonujemy obrotu osobnika (inazej zmieniamy jego kierunek) w stron� wy-znazon¡ przez mniejsz¡ z lizb kat1 oraz kat2. Pami�tamy przy tym, »e je±li
kat = min(kat1, kat2) jest mniejsze od max_kat_skretu to zmieniamy kierunek owielko±¢ kat. W przeiwnym razie zmieniamy kierunek o wielko±¢ max_kat_skretu.3. Próbujemy zmieni¢ bie»¡¡ pozyj� obywatela, wyznazan¡ przez wspóªrz�dne
(x, y) o wektor o dªugo±i odpowiadaj¡ej pr�dko±i obywatela, którego kierunekzgodny jest z kierunkiem otrzymanym w poprzednim kroku.4. Je±li nowe poªo»enie obywatela powoduje kon�ikt z innymi ju» istniej¡ymi, zylije±li odlegªo±¢ od przynajmniej jednego jest mniejsza ni» pewna warto±¢, to zmniej-szamy pr�dko±¢, na przykªad predkosc = predkosc ∗ 0.9 i powraamy do poprzed-niego kroku. Je±li takih prób wykonamy max_de uznajemy, »e danego osobnikanie mo»na w tym yklu przemie±i¢.Cykl ruhowy uznajemy za zako«zony gdy przemie±imy wszystkih obywateli. Kolej-no±¢ wyboru osobników najlepiej ustali¢ jako losow¡.Jak ªatwo si� zorientowa¢ przy tak przyj�tyh zaªo»eniah »aden z obywateli nie mo»eznale¹¢ si� na »adnym innym; uwaga ta nie dotyzy lidera.PS Zadanie to zostaªo nazwane kazuszki, bo bardzo przypomina nam zahowaniemalyh kazuszek pod¡»aj¡yh za mam¡ kazk¡.43.3 Japo«sy tury±iMam brata. Mieszka on, jak sam to okre±la, w takiej maªej wiose w Zahodniej Europie� w Pary»ewie. Dosy¢ spey�zn¡ eh¡ tego miasta jest to, »e na wiosn� nagle, nieSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



320 ROZDZIA� 43. BOIDYwiadomo sk¡d, pojawiaj¡ si� masy japo«skih turystów i wr�z zalewaj¡ miasto robi¡zdj�ia wszystkim i wszystkiemu. Taka japo«ska wyiezka jest jak lawina pogr¡»aj¡aw sobie wszystko o napotka na drodze. I teraz spróbujemy zasymulowa¢ takie wªa±niezahowanie.W naszej implementaji przyjmiemy istnienie jednego rodzaju osobnika, turysty, dlaktórego obowi¡zywa¢ powinny nast�puj¡e reguªy:1. Pod¡»aj do elu wyiezki (zyli do pewnego okre±lonego punktu).2. Nie przekrazaj pewnej minimalnej odlegªo±i od najbli»szyh s¡siadów (ho¢ ztym mo»na polemizowa¢, gdy mówimy o rzezywistej wyieze).3. Omijaj przeszkody.Ruh turysty b�dzie sterowany wedªug nast�puj¡ego algorytmu:1. Czy w polu widzenia boida znajduje si� przeszkoda? Je±li tak, id¹ do 2, je±li nie,id¹ do 4.2. Obró¢ si� w losowo wybran¡ stron� o taki k¡t aby przeszkoda znikn�ªa z polawidzenia. K¡t ten nie mo»e jednak przekrozy¢ warto±i max_kat_skretu.3. Id¹ do 6.4. Znajd¹ warto±¢ k¡ta pomi�dzy kierunkiem boida a prost¡ ª¡z¡¡ boida z elem inazwij j¡ α.5. Sprawd¹, zy mo»esz wykona¢ obrót aby zmniejszy¢ ten k¡t? Wielko±¢ obrotu jestlizb¡ losowo wybran¡, której warto±¢ bezwzgl�dna nale»y do przedziaªu [0,max_kat_skretu℄,gdy α <max_kat_skretu, oraz równ¡ o do warto±i bezwzgl�dnejmax_kat_skretu,gdy α >max_kat_skretu.6. Mo»esz wykona¢ krok w wyznazonym kierunku bior¡ pod uwag� jego predkosc(pr�dko±¢ powinna by¢ mniejsza ni» dªugo±¢ pola widzenia). Je±li nie mo»esz (bospowoduje to wejsie na innego boida lub przeszkod� staªa), to sprawd¹, zy jest tomo»liwe przy zmniejszonej warto±i pr�dko±i, na przykªad predkosc = predkosc ∗
0.9. Je±li nie, to ponownie zmniejsz pr�dko±¢. Prób� t¡ powtórz maksymalniemax_de razy.I jeszze kilka dodatkwyh zaªo»e«:

• Prdko±¢ boida powinna by¢ mniejsza ni» dªugo±¢ jego pola widzenia.
• Przyjmujemy, »e boidy poruszaj¡ si� wzdªu» dªugiego korytarza, z lewej strony napraw¡. Po prawej stronie znajduje si� maªe wyj±ie, które stanowi el. W korytarzurozmieszazamy losowo kilka okr�gów symuluj¡yh przeszkody (np. mog¡ to by¢obiekty muzealne). Przykªadowy wygl¡d takiego korytarza przedstawia rysunek//tutu//.
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Rozdziaª 44Logika rozmyta44.1 WprowadzenieImpulsem dla powstania logiki rozmytej i teorii zbiorów rozmytyh byªa h�¢ prey-zyjniejszego opisania zjawisk oraz poj�¢ maj¡yh ze swojej natury niepreyzyjny lubwieloznazny harakter. Za oja tej dziedziny nauki uwa»a si� L. A. Zadeha, któryprzedstawiª jej zarys w pray Fuzzy Sets [32℄.Logika rozmyta (ang. fuzzy logi) jest jedn¡ z logik wielowarto±iowyh (ang. multi-valued logi) i stanowi uogólnienie klasyznej logiki dwuwarto±iowej. Jest ±i±le po-wi¡zana z teori¡ zbiorów rozmytyh i teori¡ prawdopodobie«stwa. W logie rozmytejmi�dzy stanem 0 (faªsz) a stanem 1 (prawda) rozi¡ga si� szereg warto±i po±rednih,które okre±laj¡ stopie« przynale»no±i elementu do zbioru.Znazna ilo±¢ �zjawisk� z jakimi spotyka si� zªowiek posiada znaznie wi�ej ni» tylkodwa stany je opisuj¡e. Pod poj�iem �zjawiska� mo»emy rozumie¢ zarówno temperaturejak i kolor zy te» wag�. W takiej sytuaji posªugiwanie si� logik¡ dwuwarto±iow¡ jestnienaturalne a przede wszystkim kªopotliwe. Zaªó»my na przykªad, »e w zbiorze osóbmusimy oznazy¢ osoby wysokie. Ale o to znazy: wysoka osoba? Ozywi±ie mo»emyprzyj¡¢ umow�, »e wszystkie osoby o wzro±ie z przedziaªu [176, 185] (m) s¡ wysokie.Osoby, któryh wzrost przekraza 185 m uwa»a¢ b�dziemy za bardzo wysokie a te owzro±ie mniejszym ni» 176 m za niskie. Intuiyjnie wyzuwamy jednak, »e taki podziaªjest bardzo sztuzny. Powodów jest kilka.
• Po pierwsze, nawet w±ród wysokih osób b�d¡ osoby wy»sze i ni»sze. Klasy�kuj¡ widentyzny sposób wszystkie osoby zalizane do wysokih automatyznie skazujemysiebie na utrat� informaji.
• Po drugie, logika dwuwarto±iowa zmusza nas do nienaturalnyh rozgranize«. We-dªug naszego, restrykyjnego progu klasy�kaji, osoba o wzro±ie 185.2 m nie jestzalizana do grupy wysokih.A przeie» zdeydowanie bardziej naturalne jest stwierdzenie, »e osoby o wzro±ie180 m i 185 m s¡ wysokie, ale ta o wzro±ie 185 m jest wysoka w stopniu wi�kszymni» ta o wzro±ie 180 m. Co wi�ej, ta o wzro±ie 185.2 m mimo, »e zazyna by¢ju» zalizana do bardzo wysokih to wi¡» mo»e by¢ zalizana do wysokih, ho¢ w ju»troh� mniejszym stopniu. I w tak naturalny sposób dohodzimy do potrzeby okre±laniastopnia przynale»no±i. Nie mówimy bowiem, »e o± nale»y (w aªo±i) lub nie do jakiego±zbioru, ale, »e nale»y w jakim± stopniu; w jakim± stopniu speªnia �zaªo»enia� opisuj¡eSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



322 ROZDZIA� 44. LOGIKA ROZMYTA
1

stopień
bycia
wysokim

176 1850

wysoki

Rysunek 44.1: Progowe kryterium wyboru osób wysokih. Przynale»no±¢ w stopniu 1.0oznaza �by¢ osob¡ wysok¡�, przynale»no±¢ w stopniu 0.0 oznaza �nie by¢ osob¡ wysok¡�.
1

stopień
bycia
wysokim

176 1850

wysoki

Rysunek 44.2: Progowe kryterium wyboru osób wysokih uwzgl�dniaj¡e mo»liwo±¢ tylkoz�±iowej przynale»no±i do zbioru osób wysokih. A zatem o osobie przynale»¡ej dozbioru osób wysokih w stopniu 0.5, powiemy �wysoka� ze znaznie mniejszym �przeko-naniem�.
1

stopień
bycia
wysokim

176 1850

wysoki

Rysunek 44.3: Progowe kryterium wyboru osób wysokih uwzgl�dniaj¡e mo»liwo±¢ tylkoz�±iowej przynale»no±i do zbioru osób wysokih � poszerzenie konepji z rysunku 44.2.
1

stopień
bycia
wysokim

176 1850

wysoki

Rysunek 44.4: Funkja przynale»no±i do zbioru osób wysokih.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.2. PODSTAWOWE POJ�CIA I DEFINICJE 323Przedziaª [m℄ 50-150 150-176 176-180 180-185 185-210 210-250Przynale»no±¢ NIE NIE TAK TAK NIE NIETabela 44.1: Podziaª przestrzeni rozwa»a« (wzrost zªowieka) na podprzedziaªy opisy-wane warto±iami 0 lub 1.Przedziaª [m℄ 50-150 150-160 160-170 170-176 176-178 178-180 180-182 182-184 184-185 185-190 190-200 210-250Przynale»no±¢w stopniu 0.0 0.0 0.4 0.6 0.7 0.75 0.85 0.9 1.0 0.9 0.75 0.3Tabela 44.2: Podziaª przestrzeni rozwa»a« (wzrost zªowieka) na podprzedziaªy opisy-wane warto±iami z przedziaªu [0, 1].zbiór do którego przynale»y. W ten oto sposób zamiast podziaªu dwustanowego (patrztabela 44.1) mo»emy wprowadzi¢ nast�puj¡y podziaª opisuj¡y przynale»no±¢ do zbioruosób wysokih (patrz tabela 44.2). Dokonuj¡ podziaªu przestrzeni na o raz mniejszepodprzedziaªy uzyskamy ostateznie stopnie przynale»no±i daj¡e si� opisa¢ za pomo¡funkji i¡gªej (porównaj rysunki 44.1�44.4).44.2 Podstawowe poj�ia i de�nijeCh¡ mówi¢ o zbiorah rozmytyh musimy okre±li¢ obszar rozwa»a« (ang. the uni-verse of disourse) nazywany tak»e zbiorem lub przestrzeni¡. Obszar rozwa»a« toni innego jak zakres warto±i de�niuj¡yh dany zbiór rozmyty. Pami�tajmy, »e jest tozbiór nierozmyty. Zbiór ten mo»e by¢ zarówno zbiorem lizb jak i osób, przedmiotówzy poj�¢.De�nija 44.1. Zbiorem rozmytym A w pewnej (niepustej) przestrzeni X, o zapisujemyjako A ⊆ X, nazywamy zbiór par
A = {(x, µA(x)); x ∈ X} ,w którym

µA : X → [0, 1]nazywamy funkj¡ przynale»no±i zbioru rozmytego A. Funkja ta ka»demu elemen-towi x ∈ X przyporz¡dkowywuje jego stopie« przynale»no±i do zbioru rozmytego A.Do zapisu zbiorów rozmytyh stosuje si� symbolik�, która mo»e okaza¢ si� lekkomyl¡a. Je»eli X jest przestrzeni¡ o sko«zonej lizbie elementów, to znazy X =
{x1, . . . , xn}, to zbiór rozmyty A ⊆ X symboliznie zapisujemy w nast�puj¡ej postai

A =
µA(x1)

x1
+

µA(x2)

x2
+ · · · +

µA(xn)

xn
=

n∑

i=1

µA(xi)

xigdzie zapis
µA(xi)

xi
, i = 1, . . . , nSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



324 ROZDZIA� 44. LOGIKA ROZMYTA
µ(x)

x

1

0
x′Rysunek 44.5: Funkja typu singleton.nale»y rozumie¢ jako

(xi, (µA(xi)), i = 1, . . . , nJe±li X jest przestrzeni¡ o niesko«zonej lizbie elementów, to zbiór rozmyty A ⊆ Xsymboliznie zapisujemy jako
A =

∫

X

µA(x)

x
.Przykªad 44.1.Okre±limy poj�ie �mniej wi�ej 5�. Nieh przestrzeni¡ rozwa»a« X b�dzie zbiór lizbnaturalnyh. Wówzas zde�niowa¢ mo»emy nast�puj¡y zbiór rozmyty A ⊆ X

A =
0.1

1
+

0.3

2
+

0.7

3
+

0.9

4
+

1

5
+

0.9

6
+

0.7

7
+

0.3

8
+

0.1

944.2.1 Typowe funkje przynale»no±iFunkja typu singletonJest to dosy¢ nietypowa funkja przynale»no±i przyjmuj¡a warto±¢ 1 (aªkowiat przy-nale»no±¢) tylko w jednym punkie przestrzeni rozwa»a«. Dla pozostaªyh punktówwarto±¢ tej funkji wynosi 0 (rysunek 44.5).
µA(x) =

{
1 dla x = x′

0 dla x 6= x′Funkja GaussaFunkja tego typu opisana jest wzorem (rysunek 44.6)
µA(x) = exp

(

−
(

x − x′

ρ

)2
)w którym x′ jest ±rodkiem, a ρ okre±la szeroko±¢ krzywej gaussowskiej.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.2. PODSTAWOWE POJ�CIA I DEFINICJE 325
µ(x)

x

1

0
x′Rysunek 44.6: Funkja Gaussa (wykres lini¡ i¡gª¡ dla parametru ρ = 1.5, lini¡ przery-wan¡ dla ρ = 0.3).

µ(x)

x

1

0.5

0 a b cRysunek 44.7: Funkja klasy s.Funkja klasy sFunkj� t� de�niujemy jako (rysunek 44.7)
µA(x; a, b, c) =







0 dla x ≤ a

2
(

x−a
c−a

)2 dla x ∈ (a, b]

1 − 2
(

x−c
c−a

)2 dla x ∈ (b, c]

1 dla x > cW punkie x = b = (a + c)/2 funkja przyjmuje warto±¢ 0.5.Funkja klasy γFunkj� t� de�niujemy jako (rysunek 44.8)
µA(x; a, b) =







0 dla x ≤ a
x−a
b−a

dla x ∈ (a, b]

1 dla x > bFunkja klasy LFunkj� t� de�niujemy jako (rysunek 44.9)
µA(x; b, c) =







1 dla x ≤ b
c−x
c−b

dla x ∈ (b, c]

0 dla x > cSztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



326 ROZDZIA� 44. LOGIKA ROZMYTA
µ(x)

x

1

0 a bRysunek 44.8: Funkja klasy γ.
µ(x)

x

1

0 b cRysunek 44.9: Funkja klasy L.
Funkja klasy tFunkj� t� de�niujemy jako (rysunek 44.10)

µA(x; a, b, c) =







0 dla x ≤ a
x−a
b−a

dla x ∈ (a, b]
c−x
c−b

dla x ∈ (b, c]

0 dla x > c

µ(x)

x

1

0 a b cRysunek 44.10: Funkja klasy t.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.2. PODSTAWOWE POJ�CIA I DEFINICJE 327
µ(x)

x

1

0 a b b′ cRysunek 44.11: Funkja �trapezowa�.Funkja �trapezowa(?)�Funkj� t� de�niujemy jako (rysunek 44.11)
µA(x; a, b, b′, c) =







0 dla x ≤ a
x−a
b−a

dla x ∈ (a, b]

1 dla x ∈ (b, b′]
c−x
c−b′ dla x ∈ (b′, c]
0 dla x > cFunkje przynale»no±i dla poj�¢ zwi¡zanyh z pr�dko±i¡.De�nija 44.2. Zbiór elementów przestrzeni X, dla któryh µA(X) > 0 nazywamyno±nikiem zbioru rozmytego A i oznazamy suppA.De�nija 44.3. Wysoko±i¡ zbioru rozmytego A nazywamy lizb� h(A) zde�niowan¡jak poni»ej

h(A) = sup
x∈A

µA(x)De�nija 44.4. Zbiór rozmyty A nazywamy normalnym je±li h(A) = 1. Zauwa»my, »eje±li zbiór nie jest normalny to zawsze mo»na znormalizowa¢ go za pomo¡ przeksztaªenia
µA′(x) =

µA(x)

h(A)De�nija 44.5. Zbiór rozmyty nazywamy pustym, o zapisujemy A = 6 0 //tutu// je±li
µA = 0 dla ka»dego x ∈ X.De�nija 44.6. Zbiór rozmyty A zawiera si� w zbiorze rozmytym B, o zapisujemy
A ⊂ B je±li

µA ≤ µBdla ka»dego x ∈ X.De�nija 44.7. Zbiór rozmyty A jest równy zbiorowi rozmytemu B, o zapisujemy A =
B je±li

µA = µBdla ka»dego x ∈ X.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



328 ROZDZIA� 44. LOGIKA ROZMYTADe�nija 44.8. α-przekrojem zbioru rozmytego A ⊆ X, o zapisujemy Aα, nazywamyziór nierozmyty
Aα = {x ∈ X : µA(x) ≥ α}dla ka»dego α z przedziaªu [0, 1]De�nija 44.9. Zbiór rozmyty A ⊆ X jest wypukªy je±li dla dowolnyh x1, x2 ∈ X i

λ ∈ [0, 1] zahodzi
µA (λx1 + (1 − λ)x2) ≥ min(µA(x1), µA(x2))De�nija 44.10. Zbiór rozmyty A ⊆ X jest wkl�sªy je±li istniej¡ x1, x2 ∈ X oraz

λ ∈ [0, 1] takie, »e zahodzi
µA (λx1 + (1 − λ)x2) < min(µA(x1), µA(x2))44.3 Operaje na zbiorah rozmytyhDe�nija 44.11. Sum¡ zbiorów rozmytyh A,B ⊆ X jest zbiór rozmyty A∪B o funkjiprzynale»no±i

µA∪B(x) = µA(x) ∨ µB(x) = (µA(x) OR µB(x)) = max(µA(x), µB(x))dla ka»dego x ∈ X.Przykªad 44.2.Nieh X = {0, 1, 2, 3, 4, 5, 6, 7, 8, 9} oraz
A =

0.2

2
+

0.7

5
+

1

6
+

0.85

9

B =
0.5

2
+

0.4

3
+

0.75

5
+

1

9Zgodnie z powy»sz¡ de�nij¡ sum¡ zbiorów rozmytyh A,B ⊆ X jest
A ∪ B =

0.5

2
+

0.4

3
+

0.75

5
+

1

6
+

1

9De�nija 44.12. Przei�iem zbiorów rozmytyh A,B ⊆ X jest zbiór rozmyty A ∩ Bo funkji przynale»no±i
µA∩B(x) = µA(x) ∧ µB(x) = (µA(x) AND µB(x)) = min(µA(x), µB(x))dla ka»dego x ∈ X.Przykªad 44.3.Nieh X = {0, 1, 2, 3, 4, 5, 6, 7, 8, 9} oraz

A =
0.2

2
+

0.7

5
+

1

6
+

0.85

9

B =
0.5

2
+

0.4

3
+
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5
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44.3. OPERACJE NA ZBIORACH ROZMYTYCH 329Zgodnie z powy»sz¡ de�nij¡ przei�iem zbiorów rozmytyh A,B ⊆ X jest
A ∩ B =

0.2

2
+

0.7

5
+

0.85

9Uwaga 44.1.Zamiast de�niji 44.11 i 44.12 mo»na spotka¢ alternatywne de�nije sumy i przei�-ia zbiorów rozmytyh. W ogólno±i przei�ie zbiorów rozmytyh mo»na zde�niowa¢ zapomo¡ tak zwanej T-normy natomiast sum� zbiorów rozmytyh za pomo¡ tak zwanejS-normy.Twierdzenie 44.1 (Twierdzenie o dekompozyji). Ka»dy zbiór rozmyty A ⊆ X mo»naprzedstawi¢ w postai
A =

⋃

α∈[0,1]

αAαgdzie αAα oznaza zbiór rozmyty, którego elementom przypisano nast�puj¡e stopnieprzynale»no±i
µαAα(x) =

{
α dla x ∈ Aα

0 dla x /∈ AαPrzykªad 44.4.Rozwa»my zbiór rozmyty A ⊆ X

A =
0.2

2
+

0.7

5
+

1

6
+

0.85

9Zgodnie z powy»sz¡ de�nij¡ otrzymujemy
A = 0.2 · A0.2 + 0.7 · A0.7 + 0.85 · A0.85 + 1 · A1

=

(
0.2

2
+

0.2

5
+

0.2

6
+

0.2

9

)

∪
(

0.7

5
+

0.7

6
+

0.7

9

)

∪
(

0.85

6
+

0.85

9

)

∪
(

1

6

)

De�nija 44.13. Dopeªnieniem zbioru rozmytego A ⊆ X jest zbiór rozmyty A ofunkji przynale»no±i
µA = 1 − µA(x)dla ka»dego x ∈ X.Przykªad 44.5.Nieh X = {0, 1, 2, 3, 4, 5, 6, 7, 8, 9}. Rozwa»my zbiór rozmyty A ⊆ X

A =
0.2

2
+

0.7

5
+

1

6
+

0.85

9Zgodnie z powy»sz¡ de�nij¡ otrzymujemy
A =

1
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+
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+

0.15
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330 ROZDZIA� 44. LOGIKA ROZMYTAZauwa»my, przy okazji, »e w przypadku zbiorów rozmytyh nie zahodz¡ równo±i A ∪
A = X oraz A ∩ A = 6 0, zyli nie s¡ speªnione prawa dopeªnienia. Mo»na natomiastwykaza¢, »e de�nije sumy, przei�ia i dopeªnienia maj¡ ehy przemienno±i, ª¡zno±ii rozdzielno±i a ponadto speªniaj¡ prawa de Morgana oraz absorpji.De�nija 44.14. Ilozynem kartezja«skim zbiorów rozmytyh A ⊆ X i B ⊆ Y ,oznazanym A × B, nazywamy

µA×B = min(µA(x), µB(y)) (44.1)lub
µA×B = µA(x)µB(y) (44.2)dla ka»dego x ∈ X i y ∈ Y .Przykªad 44.6.Nieh X = {0, 1, 2, 3, 4, 5, 6, 7, 8, 9} oraz

A =
0.2

2
+

0.7

5

B =
0.5

2
+

0.4

3
+

0.75

5Zgodnie z powy»sz¡ de�nij¡ ilozyn kartezja«ski zbiorów rozmytyh A,B ⊆ X wynosi(wg. wzoru 44.1)
A × B =

0.2

(2, 2)
+

0.5

(2, 5)
+

0.2

(3, 2)
+

0.4

(3, 5)
+

0.2

(5, 2)
+

0.7

(5, 5)lub (wg. wzoru 44.2)
A × B =

0.2 · 0.5

(2, 2)
+

0.5 · 0.7

(2, 5)
+

0.2 · 0.4

(3, 2)
+

0.4 · 0.7

(3, 5)
+

0.2 · 0.75

(5, 2)
+

0.7 · 0.75

(5, 5)

=
0.1

(2, 2)
+

0.35

(2, 5)
+

0.08

(3, 2)
+

0.28

(3, 5)
+

0.15

(5, 2)
+

0.525

(5, 5)44.4 Lizby rozmyteDe�nija 44.15. Lizb¡ rozmyt¡ nazywamy zbiór rozmyty A okre±lony w zbiorze lizbrzezywistyh R, A ⊆ R taki, »e1. A jest normalny,2. A jest wypukªy,3. µA(x) jest przedziaªami i¡gªa.De�nija 44.16. Lizba rozmyta A ⊆ R jest
• dodatnia, je»eli µA(x) = 0 dla wszystkih x < 0.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.4. LICZBY ROZMYTE 331
• ujemna, je»eli µA(x) = 0 dla wszystkih x > 0.De�nija 44.17. Nieh dane b�d¡ dwie lizby rozmyte A1, A2 ⊆ R. Okre±lamy dla nihoperaje
• dodawania, o zapisujemy A1 + A2 = B, gdzie funkja przynale»no±i zbioru Bprzyjmuje posta¢

µB(y) = sup
x1, x2

y = x1 + x2

min(µA1(x1), µA2(x2)),

• odejmowanie, o zapisujemy A1 − A2 = B, gdzie funkja przynale»no±i zbioru
B przyjmuje posta¢

µB(y) = sup
x1, x2

y = x1 − x2

min(µA1(x1), µA2(x2)),

• mno»eniem, o zapisujemy A1 · A2 = B, gdzie funkja przynale»no±i zbioru Bprzyjmuje posta¢
µB(y) = sup

x1, x2

y = x1 · x2

min(µA1(x1), µA2(x2)),

• dzieleniem, o zapisujemy A1 : A2 = B, gdzie funkja przynale»no±i zbioru Bprzyjmuje posta¢
µB(y) = sup

x1, x2

y = x1 : x2

min(µA1(x1), µA2(x2)).Przykªad 44.7.Nieh dane b�d¡ dwie lizby rozmyte
A =

1

1
+

0.2

2
+

0.1

3

B =
0.5

2
+

1

3
+

0.75

4Aby polizy¢ sum� tyh lizb wypiszmy najpierw wszystkie mo»liwe ukªady x1 i x2. Pa-trz¡ na lizb� A widzimy, »e niezerowe warto±i funkji przynale»no±i okre±lone s¡ dla
x1 = {1, 2, 3}. Podobnie dla B otrzymujemy x2 = {2, 3, 4}. St¡d wszystkie mo»liweukªady pary (x1, x2) toSt¡d funkja przynale»no±i µA+B(y) przyjmuje niezerowe warto±i tylko dla y ∈Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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x1 x2 x1 + x21 2 31 3 41 4 52 2 42 3 52 4 63 2 53 3 63 4 7

{3, 4, 5, 6, 7}. A zatem
µA+B(3) = sup

x1, x2

x1 + x2 = 3

{min(µA1(1), µA2(2))}

= max{min(1, 0.5)} = 0.5

µA+B(4) = sup
x1, x2

x1 + x2 = 4

{min(µA1(1), µA2(3)), min(µA1(2), µA2(2))}

= max{min(1, 1), min(0.2, 0.5)} = 1

µA+B(5) = sup
x1, x2

x1 + x2 = 5

{min(µA1(1), µA2(4)), min(µA1(2), µA2(3)), min(µA1(3), µA2(2))}

= max{min(1, 0.75), min(0.2, 1), min(0.1, 0.5)} = 0.75

µA+B(6) = sup
x1, x2

x1 + x2 = 6

{min(µA1(2), µA2(4)), min(µA1(3), µA2(3))}

= max{min(0.2, 0.75), min 0.1, 1} = 0.2

µA+B(7) = sup
x1, x2

x1 + x2 = 7

{min(µA1(3), µA2(4))}

= max{min(0.1, 0.75)} = 0.75Ostateznie otrzymujemy
A + B =

0.5

3
+

1

4
+

0.75

5
+

0.2

6
+

0.75

7De�nija 44.18. Nieh dana b�dzie lizba rozmyta A ⊆ R. Okre±lamy dla niej operaje
• zmiany znaku, o zapisujemy −A, a jej funkja przynale»no±i przyjmuje posta¢

µ−A(x) = µA(−x)Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.5. REGU�Y WNIOSKOWANIA 333
• odwrotno±i, o zapisujemy A−1, a jej funkja przynale»no±i przyjmuje posta¢

µA−1(x) = µA(x−1)

• skalowania, o zapisujemy λA, λ ∈ R a jej funkja przynale»no±i przyjmujeposta¢
µλA(x) = µA(λx)Uwaga 44.2.Zauwa»my, »e suma lizb przeiwnyh (na ogóª) nie daje zera a ilozyn lizb odwrot-nyh nie jest równy 1.Uwaga 44.3.Nie zawsze wynikiem operaji arytmetyznyh na lizbah rozmytyh jest lizba roz-myta. Jednak w przypadku lizb maj¡yh i¡gªe funkje przynale»no±i zahodziTwierdzenie 44.2 (Dubois i Prade). Je±li lizby rozmyte maj¡ i¡gªe funkje przy-nale»no±i, to wynikiem operaji arytmetyznyh dodawania, odejmowania, mno»enia idzielenia s¡ lizby rozmyte.De�nija 44.19. Relaj¡ rozmyt¡ R mi�dzy dwoma niepustymi zbiorami (nierozmytymi)

X i Y nazywamy zbiór rozmyty okre±lony na ilozynie kartezja«skim X × Y .44.5 Reguªy wnioskowaniaJako postawowe reguªy wnioskowania w logie dwuwarto±iwej stosowane s¡
• Reguªa modus ponens1 okre±lona przez nast�puj¡y shemat wnioskowaniaPrzesªanka AImplikaja A implikuje B-------------------------------------Wniosek B
• Reguªa modus tollens2 okre±lona przez nast�puj¡y shemat wnioskowaniaPrzesªanka not(B)Implikaja A implikuje B-------------------------------------Wniosek not(A)1Nazywana te» modus ponendo ponens (ªa. sposób potwierdzaj¡y przez potwierdzenie) lub reguª¡odrywania.2Nazywana te» modus tollendo tollens, (ªa. sposób zaprzezaj¡y przy pomoy zaprzezenia).Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



334 ROZDZIA� 44. LOGIKA ROZMYTAW obu reguªah je±li speªnione jest (to znazy, je±li jest prawdziwe) wszystko to o jestnad kresk¡, wówzas prawdziwe jest to o znajduje si� pod kresk¡. Mówi¡ inazej, zprawdziwo±i przesªanki i implikaji wynika prawdziwo±¢ wniosku.Uogólniaj¡ reguªy wnioskowania logiki dwuwarto±iowej otrzymujemy ih odpowied-niki wyra»one w logie rozmytej.De�nija 44.20. Uogólnion¡ (rozmyt¡) reguª¡ wnioskowania modus ponens okre±la na-st�puj¡y shemat wnioskowaniaPrzesªanka x jest A'Implikaja IF x jest A THEN y jest B-------------------------------------Wniosek y jest B'gdzie A,A′ ⊆ X oraz B,B′ ⊆ Y s¡ zbiorami rozmytymi, natomiast x i y s¡ zmiennymilingwistyznymi zyli zmiennymi przyjmuj¡ymi jako swoj¡ warto±¢ sªowa lub zdaniawypowiedziane w j�zyku naturalnym.De�nija 44.21. Uogólnion¡ (rozmyt¡) reguª¡ wnioskowania modus tollens okre±la na-st�puj¡y shemat wnioskowaniaPrzesªanka y jest B'Implikaja IF x jest A THEN y jest B-------------------------------------Wniosek x jest A'gdzie A,A′ ⊆ X oraz B,B′ ⊆ Y s¡ zbiorami rozmytymi, natomiast x i y s¡ zmiennymilingwistyznymi zyli zmiennymi przyjmuj¡ymi jako swoj¡ warto±¢ sªowa lub zdaniawypowiedziane w j�zyku naturalnym.W obu przypadkah implikaja jest tej samej postai. Jednak»e zdanie A w implikajireguªy nierozmytej widnieje równie» w przesªane tej reguªy. Natomiast w przypadkureguªy rozmytej przesªanka nie dotyzy zbioru rozmytego A ale pewnego zbioru A′, którymo»e by¢ identyzny z A, w jakim± sensie podobny do A lub wr�z aªkowiie inny od
A. Wyst�powanie przesªanki nie konieznie dokªadnie takiej jak w regule oznaza, »ewniosek (najprawdopodobniej) tak»e nie b�dzie odnosiª si� do zbioru B, ale pewnegozbioru B′, który ponownie mo»e by¢ identyzny z B, w jakim± sensie podobny do B lubwr�z aªkowiie inny od B.Przykªad 44.8.Przykªad na wnioskowanie i stosowanie reguªyDe�nija 44.22. Nieh A i B b�d¡ zbiorami rozmytymi, A ⊆ X oraz B ⊆ Y . Rozmyt¡implikaj¡ A → B nazywamy relaj� R okre±lon¡ w X × Y i zde�niowan¡ za pomo¡jednej z podanyh reguª3reguªa Mamdaniego (minimum)

µA→B(x, y) = µR(x, y) = µA(x) ∧ µB(y) = min[µA(x), µB(y)]3Reguª tyh jest znaznie wi�ej � ze wzgl�du na harakter zaj�¢ ogranizamy si� jedynie do tyhdwóh. Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.6. STEROWNIKI ROZMYTE 335reguªa Larsena (ilozyn)
µA→B(x, y) = µR(x, y) = µA(x) · µB(y)44.6 Sterowniki rozmyteJednym z praktyznyh pól zastosowa« logiki rozmytej s¡ zadania kontroli i sterowania.Aby mó sterowa¢ przebiegiem pewnyh proesów lub te» pra¡ urz¡dze« niezb�dne jeststworzenie odpowiedniego modelu, na podstawie którego mo»na b�dzie podejmowa¢ de-yzje zwi¡zane ze sterowaniem. Bardzo z�sto zdarza si�, i» znalezienie odpowiedniegomodelu jest proesem trudnym i zasohªonnym a nierzadko wymagaj¡ym przyj�iadodatkowyh zaªo»e« upraszzaj¡yh zagadnienie. W takim przypadku idealnym na-rz�dziem s¡ sterowniki rozmyte. Zamiast wyznaza¢ pewien model formuªujemy jedyniereguªy post�powania w postai rozmytyh zda« warunkowyh typuIF ... THEN ...Rysunek ?? przedstawia klasyzny sterownik rozmyty. Skªada si� on z ztereh ele-mentów:

• Bazy reguªBaz� reguª stanowi zbiór rozmytyh reguª np. postai4IF (x1 jest A1) AND ... AND (xn jest An)THEN (y1 jest B1) AND ... AND (ym jest Bm)gdzie Ai, Bj, i = 1, ..., n, j = 1, ...,m � s¡ zbiorami rozmytymi, xi � zmiennymiwej±iowymi, yj � zmiennymi wyj±iowymi.
• Bloku rozmywaniaPoniewa» system sterowania z logik¡ rozmyt¡ operuje na zbiorah rozmytyh, dla-tego konkretne warto±i sygnaªu wej±iowego podlegaj¡ operaji rozmywania, wwyniku której zostaj¡ one odwzorowane w zbiór rozmyty. Blok rozmywania nazy-wany jest tak»e fuzy�katorem.
• Bloku wnioskowaniaNa podstawie zbioru reguª rozmytyh w opariu o uogólnione reguªy wnioskowaniaznajdujemy odpowiedni zbiór rozmyty b�d¡y wnioskiem powstaªym w opariu opodane przesªanki. Blok wnioskowania nazywany jest tak»e blokiem inferenji.
• Bloku wyostrzaniaWielko±i¡ wyj±iow¡ bloku wnioskowania jest zbiór rozmyty. Zbiór ten nale»yodwzorowa¢ w jedn¡ warto±¢, która b�dzie poszukiwanym sygnaªem steruj¡ym.Blok wyostrzania nazywany jest tak»e defuzy�katorem.4Konkretna posta¢ reguª zale»y od przyj�tego modelu, o jednak nie wpªywa na ogóln¡ struktur�sterownika rozmytego.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



336 ROZDZIA� 44. LOGIKA ROZMYTA44.6.1 Rozmywanie44.6.2 Blok inferenji44.6.3 Wyostrzanie44.7 Podstawowe modele systemów rozmytyhOmówimy tutaj dwa najpopularniejsze modele: Mamdaniego oraz Takagi-Sugeno.44.7.1 Model MamdaniegoModel Mamdaniego jest reprezentowany przez zbiór reguª postaiIF(x1 jest A) AND ... AND (xm jest A)OR(x1 jest A) AND ... AND (xm jest A)OR...THEN (y1 jest B)W modelu tym istotne jest to, »e zarówno w poprzedniku reguªy (z�±¢ IF) jak i nast�p-niku (z�±¢ THEN) wyst�puj¡ zbiory rozmyte (w powy»szym ogólnie oznazone jako A, B).Wyj±ie modelu y obliza si� jako
y =

∑n
i=1 τ (i)y(i)

∑n
i=1 τ (i)

,gdzie τ (i) jest stopniem aktywno±i i-tej reguªy, y(i) warto±i¡ otrzyman¡ w wynikudefuzy�kaji zbioru rozmytego znajduj¡ego si� we wniosku i-tej reguªy a n ogóln¡ lizb¡reguª w modelu.44.7.2 Model Takagi-SugenoModel Takagi-Sugeno ró»ni si� od modelu Mamdaniego posta¡ reguª. W tym przypadkuw nast�pniku reguªy nie wyst�puje zbiór rozmyty, ale funkjaIF(x1 jest A) AND ... AND (xm jest A)OR(x1 jest A) AND ... AND (xm jest A)OR...THEN (y jest f(x1,...,xm))Tak wi� w modelu tym zbiór rozmyty wyst�puje jedynie w poprzedniku reguªy (z�±¢IF). W nast�pniku (z�±¢ THEN) wyst�puj¡ natomiast wyst�puj¡ zale»no±i funkyjne.Wyj±ie modelu y obliza si� jako
y =

∑n
i=1 τ (i)f (i)(x1, . . . , xm)

∑n
i=1 τ (i)

,Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



44.8. APROKSYMACJA PRZY POMOCY FUNKCJI ROZMYTYCH 337gdzie τ (i) jest stopniem aktywno±i i-tej reguªy, f (i)(x1, . . . , xm) jest funkj¡ wyst�puj¡¡we wniosku tej»e reguªy, n jest ogóln¡ lizb¡ reguª w modelu a m ogóln¡ lizb¡ sygnaªówwej±iowyh.44.8 Aproksymaja przy pomoy funkji rozmytyhW pray [29℄ wykazano, »e ka»da funkja i¡gªa okre±lona w Rn mo»e by¢ aproksymo-wana przez ukªad w którym defuzy�kator jest w jednej z dwóh postai:

Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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Rozdziaª 45Tworzenie zbioru reguª rozmytyh45.1 Tworzenie zbioru reguªPoni»ej podajemy algorytm tworzenia zbioru reguª rozmytyh, o stanowi praktyzn¡ilustraj� materiaªu podanego w rozdziale 44. Dla uproszzenia przyjmujemy, »e naszymelem jest stworzenie sterownika rozmytego o dwóh wej±iah i jednym wyj±iu. Zaªo-»enie takie nie zmienia ogólno±i podej±ia (post�pujemy dokªadnie w taki sam sposóbje±li ilo±¢ wej±¢ i/lub/albo wyj±¢ jest inna) za to upraszza rozwa»ania i pozwala w ªa-twy sposób przedstawi¢ aª¡ baz�. Odpowiednie reguªy ustalimy w opariu o zebraneprzykªadowe dane, nazywane dalej danymi uz¡ymi. Zgodnie z powy»szym zaªo»eniemzbiór danyh uz¡yh jest zbiorem par
(in(i), out(i)), i = 1, 2, . . .gdzie in(i) = (x1(i), x2(i)) jest sygnaªem wej±iowym, podawanym na wej±ie sterownikanatomiast out(i) = y(i) to wzorowa warto±¢ sygnaªu wyj±iowego.

• Krok 1 � podziaª przestrzeni wej±iowej i wyj±iowej na obszaryOkre±lamy przedziaªy, w któryh zawieraj¡ si� dopuszzalne warto±i dla in(i)oraz out(i). Ka»dy z przedziaªów dzielimy na 2N + 1 obszarów (odinków). Dlaka»dego z sygnaªów N mo»e by¢ ró»ne; ró»ne mog¡ by¢ tak»e dªugo±i odinków.Poszzególne obszary oznazamy nast�puj¡o1:
MN , . . . ,M1, S,D1, . . . ,DNi dla ka»dego z nih okre±lamy jedn¡ funkj� przynale»no±i (trójk¡tn¡ dla odinkówwewn�trznyh i trapezow¡ na brzegah). Przykªad takiego podziaªu przedstawionona rysunkah 45.1�45.3. Jak wida¢ w stosunku do trzeh sygnaªów: x1, x2, yprzyj�to nast�puj¡e zaªo»enia:Sygnaª Minimalna Maksymalna Nwarto±¢ warto±¢

x1 1.0 5.0 2
x2 2.73 15.8 2
y 0.4 13.7 31M oznaza maªy, S � ±redni, D � du»y.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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1
0.9
0.7

0.3
0.1

µ(x1)

1.0 5.0x1(1) x1(2)
0

M2 M1 S D1 D2

Rysunek 45.1: Podziaª na obszary i okre±lenie funkji przynale»no±i dla sygnaªu x1.
1

µ(x2)

2.73 15.8x2(1)
0

M2 M1 S D1 D2

Rysunek 45.2: Podziaª na obszary i okre±lenie funkji przynale»no±i dla sygnaªu x2.Wyra¹niej zaznazono funkje przynale»no±i dla zbiorów M1 i D2, dla któryh te» za-znazono odpowiadajae im odinki le»¡e na osi OX.
Uwaga: Zaprezentowany sposób jest tylko przykªadem. Mo»na wybra¢ zarównoinny sposób wydzielenia odinków jak i zupeªnie inny ksztaªt funkji przynale»no-±i.

• Krok 2 � tworzenie reguª rozmytyh na podstawie danyh uz¡yh.1. Wyznazamy stopnie przynale»no±i danyh uz¡yh do ka»dego z obszarówutworzonyh w kroku 1. Bior¡ pod uwag� rysunek 45.1 stwierdzamy, »e
1

µ(y)

0.4 13.7y(1)0

M3 M2 M1 S D1 D2 D3

Rysunek 45.3: Podziaª na obszary i okre±lenie funkji przynale»no±i dla sygnaªu y.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



45.2. WYOSTRZANIE 341stopie« przynale»no±i danej x1(1) do obszaru M1 wynosi 0.7, do obszaru M2 �
0.3 a do pozostaªyh obszarów 0. Dla danej x1(2) otrzymujemy przynale»no±¹do obszaru D2 w stopniu 0.1, do obszaru D1 w stopniu 0.9 a do pozostaªyhobszarów 0. Na podobnej zasadzie wyznazamy stopnie przynale»no±i dlawszystkih danyh uz¡yh (tj. x1(i), x2(i) i y(i)).2. Przyporz¡dkowujemy dane uz¡e do obszarów w któryh maj¡ one maksy-malne stopnie przynale»no±i. W ten sposób dla ka»dej pary uz¡ej mo»emynapisa¢ jedn¡ reguª� postai (przykªad na podstawie rysunków 45.1�45.3):para uz¡a: ((x1(1),x2(1)),y(1))i odpowiadaj¡a jejreguªa: IF (x1 jest M_1) AND (x2 jest S) THEN y jest M_1

• Krok 3 � przyporz¡dkowanie stopni prawdziwo±i do ka»dej z reguªW opariu o ka»d¡ par� danyh uz¡yh mo»emy sformuªowa¢ jedn¡ reguª�. Wprzypadku wyst�powania du»ej ilo±i par, wiele reguª b�dzie miaªo te same prze-sªanki i te same (b¡d¹ te» ró»ne) wnioski. W elu umo»liwienia podj�ia deyzji,któr¡ z nih wybra¢, do ka»dej reguªy przyporz¡dkowujemy stopie« jej prawdziwo-±i i wybieramy t¡ spo±ród reguª o tyh samyh przesªankah, która ma ten stopie«najwy»szy. Dla reguª postaiIF (x1 jest A1) AND (x2 jest A2) THEN y jest Bstopie« prawdziwo±i sp de�niujemy jako
sp = µA1(x1)µA2(x2)µB(y),gdzie zapis µX(a) oznaza warto±¢ funkji przynale»no±i do zbioru X polizon¡dla argumentu a.

• Krok 4 � utworzenie bazy reguª rozmytyhW naszym przypadku baz� reguª stanowi tablia, któr¡ wypeªniamy reguªami roz-mytymi w nast�puj¡y sposób: je±li reguªa jest postaiIF (x1 jest A_i) AND (x2 jest A_j) THEN y jest B_zto na przei�iu kolumny Ai oraz wiersza Aj wpisujemy nazw� zbioru rozmytegowyst�puj¡ego we wniosku, zyli Bz.45.2 WyostrzaniePoka»emy teraz jak w opariu o stworzon¡ baz� reguª rozmytyh mo»na wyi¡ga¢ wnio-ski. W elu okre±lenia lizbowej warto±i stanowi¡ej odpowied¹ sterownika nale»y przy-j¡¢ pewn¡ metod� wyostrzania, tzn. zamiany warto±i rozmytyh na lizby. W tymprzypadku wyostrzanie odbywa¢ si� b�dzie wedªug wzoru
y =

∑n
i=1 τ (i)y(i)

∑n
i=1 τ (i)
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342 ROZDZIA� 45. TWORZENIE ZBIORU REGU� ROZMYTYCH
• n jest ilo±i¡ reguª w bazie;
• τ (i) jest stopniem prawdziwo±i i-tej reguªy oblizanym wedªug wzoru:

τ (i) = µA1(x1)µA2(x2);

• A1 oraz A2 s¡ zbiorami rozmytymi wyst�puj¡ymi w przesªane i-tej reguªy;
• x1, x2 � sygnaªy wej±iowe;
• y(i) � jest warto±i¡ dla której funkja przynale»no±i b�d¡a we wniosku i-tejreguªy osi¡ga warto±¢ maksymaln¡;
• y � sygnaª wyostrzony.45.3 ZadanieZaimplementowa¢ podany algorytm tworzenia bazy reguª rozmytyh w opariu o infor-maje wzytywane z pliku. Format pliku jest nast�puj¡ylinia 1: nlinia 2: od1 do1 podzial1linia 3: od2 do2 podzial2linia 4: od3 do3 podzial3linia 5: x1(1) x2(1) y(1)linia 6: x1(2) x2(2) y(2)...linia n+4: x1(n) x2(n) y(n)gdzie:
• n � ilo±¢ danyh na podstawie któryh b�dzie tworzona baza reguª;
• od1, do1 oraz podzial1 � zakres zmienno±i oraz wielko±¢ podziaªu (zyli parametr

N z Kroku 1 w powy»szym opisie) parametru x1;
• od2, do2 oraz podzial2 � zakres zmienno±i oraz wielko±¢ podziaªu (zyli parametr

N z Kroku 1 w powy»szym opisie) parametru x2;
• od3, do3 oraz podzial3 � zakres zmienno±i oraz wielko±¢ podziaªu (zyli parametr

N z Kroku 1 w powy»szym opisie) parametru y.
• x1(n) x2(n) y(n) � n-ta próbka.Wynikiem dziaªania programu ma by¢ spis wszystkih reguª oraz oraz wypisana w trybietekstowym baza reguª. I tak dla nast�puj¡go zbioru danyh45 9 12 8 11 3 15 7.5 2.86.5 5 2.66.5 5 28.5 2 1.2 Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



45.3. ZADANIE 343w wyniku przeprowadzonyh oblize«Maksymalny stopien przynaleznosi dla x1=5.0 wynosi 1.0 i jest w obszarze -1Maksymalny stopien przynaleznosi dla x2=7.5 wynosi 0.83 i jest w obszarze 1Maksymalny stopien przynaleznosi dla y=2.8 wynosi 0.8 i jest w obszarze 1Stopien prawdziwosi reguly: 0.6Wpis reguly: x1 jest -1 AND x2 jest 1 => y jest 1Maksymalny stopien przynaleznosi dla x1=6.5 wynosi 0.75 i jest w obszarze 0Maksymalny stopien przynaleznosi dla x2=5.0 wynosi 1.0 i jest w obszarze 0Maksymalny stopien przynaleznosi dla y=2.6 wynosi 0.6 i jest w obszarze 1Stopien prawdziwosi reguly: 0.45Wpis reguly: x1 jest 0 AND x2 jest 0 => y jest 1Maksymalny stopien przynaleznosi dla x1=6.5 wynosi 0.75 i jest w obszarze 0Maksymalny stopien przynaleznosi dla x2=5.0 wynosi 1.0 i jest w obszarze 0Maksymalny stopien przynaleznosi dla y=2.0 wynosi 1.0 i jest w obszarze 0Stopien prawdziwosi reguly: 0.75Wpis reguly: x1 jest 0 AND x2 jest 0 => y jest 0Maksymalny stopien przynaleznosi dla x1=8.5 wynosi 0.75 i jest w obszarze 1Maksymalny stopien przynaleznosi dla x2=2.0 wynosi 1.0 i jest w obszarze -1Maksymalny stopien przynaleznosi dla y=1.2 wynosi 0.8 i jest w obszarze -1Stopien prawdziwosi reguly: 0.6Wpis reguly: x1 jest 1 AND x2 jest -1 => y jest -1otrzymujemy nast�puj¡e reguªyReguly:Jesli x1 jest M_1 AND x2 jest D_1 => y jest D_1Jesli x1 jest S AND x2 jest S => y jest SJesli x1 jest D_1 AND x2 jest M_1 => y jest M_1i tabli� bazy reguª postaiBaza regul:(wiersze - x1, kolumny - x2)* * D_1* S *M_1 * *
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Dodatek ACzy grozi nam intelektualnyupadek?James Flynn zajmuje si� badaniem ludzkiej inteligenji. Odkryª on, »e w przei¡gu mi-nionyh 100 lat ka»da kolejna generaja miaªa wy»szy iloraz inteligenji. Dzi± jednakludzko±¢ doszªa do punktu zwrotnego. Im wi�ej bod¹ów doiera do nas ze ±wiata ze-wn�trznego, tym bardziej wyª¡zamy swój umysª. Czy w zwi¡zku z tym naszym wnukomgrozi intelektualny upadek1?
• W Niemzeh trwa debata na temat sensu i elowo±i testów na in-teligenj�. Dyskusj� sprowokowaªa kadra uniwersytetu we Freiburgu,gdy zrodziª si� tam pomysª, »eby studeni z IQ wy»szym ni» 130 bylizwalniani z opªat za studia. S¡d nie zezwoliª jednak na wprowadzenieprzepisu w »yie.
• Ciesz� si�, »e s¡d wydaª tak rozs¡dny wyrok. Sprawy nie mogªy potozy¢ si�inazej. Lepiej by byªo, gdyby wykªadowy uniwersytey przyjrzeli si� szkolnymosi¡gni�iom swoih studentów, s¡ one bowiem du»o lepszym wykªadnikiem moty-waji i zdysyplinowania, a wªa±nie gªównie od tyh zynników zale»y akademikisukes. Poza tym testy na inteligenj� nie mówi¡ ni o ludzkiej kreatywno±i - abyj¡ oeni¢, trzeba by kaza¢ studentom napisa¢ na przykªad jaki± esej. Wszystkietrzy wska¹niki razem - test na inteligenj�, oeny z egzaminów i praa pisemna -mogªyby da¢ obraz potenjalnyh mo»liwo±i danego studenta.
• A jak wysoki jest Pa«ski iloraz inteligenji?
• Test robiªem raz, ale nie znam wyniku. Chyba nie byªo ¹le, skoro zostaªem przyj�tyna University of Chiago.
• Gdyby Pa«skie IQ byªoby wy»sze ni» 130, mógªby Pan zosta¢ zªonkiemelitarnego stowarzyszenia Mensa.
• Na t� spraw� mam podobny pogl¡d jak Karl Popper. Mensa zapraszaªa go, aby zo-staª jej zªonkiem, on jednak odmówiª. Twierdziª, »e nigdy nie hiaªby przyst¡pi¢1Tªumazenie artykuªu z �Die Zait� umieszzone na stroniehttp://wiadomosi.gazeta.pl/Wiadomosi/1,80281,4977808.html z dat¡ ostatniej aktualizaji2008-02-29, 18:21. Rozmawiaª Max Rauner.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



348 DODATEK A. CZY GROZI NAM INTELEKTUALNY UPADEK?do stowarzyszenia, któremu prawo do egzystenji daje wyª¡znie wysoki iloraz in-teligenji jego zªonków. Gratulowa¢ sobie nawzajem wysokiego IQ? Nie, dzi�kuj�,to nie dla mnie.
• Czy uwa»a si� Pan za osob� inteligentn¡?
• W ±rodowisku, w którym dorastaªem, daªo si� zauwa»y¢, »e niektóre zadania roz-wi¡zywaªem szybiej i lepiej ni» moi rówie±niy. Patrz¡ z tego punktu widzenia,mo»na uzna¢, »e byªem bardziej inteligentny ni» reszta. Inteligenja jest jednakpoj�iem wzgl�dnym. Przyjrzyjmy si� na przykªad Robinsonowi Crusoe, któryznalazª si� sam na wyspie. Zapominaª on wiele istotnyh szzegóªów, wi� szybkou±wiadomiª sobie, jak wielk¡ rol� odgrywa dobra pami�¢. Wiedziaª te», o znazyuzy¢ si�, bo musiaª przyswoi¢ sobie pewne nowe umiej�tno±i. Jednak dopierogdy na wyspie pojawiª si� Pi�taszek, który uzyª si� du»o szybiej, Crusoe poj¡ª,»e jego kompan byª du»o bardziej inteligentny ni» on sam.
• I nie potrzebowaª dowodzi¢ tego testem na inteligenj�.
• Pi�taszek po prostu umiaª szybiej rozwi¡zywa¢ problemy i z wieloma sytuajamiradziª sobie du»o lepiej ni» Robinson. Obaj startowali mniej wi�ej z tej samejpozyji, dlatego mo»na bezsprzeznie stwierdzi¢, »e iloraz inteligenji Pi�taszkabyª rzezywi±ie wy»szy.
• Powszehnie znana de�nija inteligenji mówi, »e jest ona tym, o mierzysi� za pomo¡ testu IQ.
• To skrót my±lowy. Tak samo mo»na by powiedzie¢, »e upaª to to, o mierzy si� zapomo¡ termometru. Kto rozumuje w ten sposób, stanie w miejsu i ju» nigdy niezrobi kroku naprzód.
• Udowodniª Pan, »e iloraz inteligenji naszyh przodków z przeªomu XIXi XX wieku wynosiª ±rednio mi�dzy 50 a 70 i od tego zasu systema-tyznie wzrastaª. Ten fenomen nazywa si� dzi± �efektem Flynna�. Czymógªby Pan go wyja±ni¢?
• Nasi przodkowie nie byli gªupi. To, »e ludzie z zasem zazynali zdobywa¢ w testahoraz wi�ej punktów nie znazy wale, »e byli oraz bardziej inteligentni. Proesten razej obrazuje przepa±¢ mi�dzy naszym sposobem rozumowania a rozumowa-niem naszyh przodków. Dzi± patrzymy na ±wiat z zupeªnie innej perspektywy.Jeste±my przekonani o tym, »e aby zrozumie¢ rzezywisto±¢, nale»y j¡ sklasy�ko-wa¢. U wspóªzesnego zªowieka logika góruje nad konkretem.
• Co to znazy?
• Jedno z zada« testowyh, w którym dzi± ludzie osi¡gaj¡ du»o lepsze wyniki ni»wze±niej, opiera si� na wskazywaniu podobie«stw. Co wspólnego maj¡ pies izaj¡? Przed 100 laty ka»dy powiedziaªby, »e psy poluj¡ na zaj¡e. Dzi± nikt niewpadªby na tak¡ odpowied¹. Od wspóªzesnego zªowieka ozekuje si�, »e powie,»e i pies i zaj¡ to ssaki. Ka»dy z nas uwa»a podziaª rzezywisto±i na kategorieza rzez absolutnie ozywist¡ i nie oenia jej wedªug kryterium u»ytezno±i. Naszmentalny ±wiat ulegª diametralnej zmianie, dlatego nie wiadomo, w jaki sposóbmo»na by skuteznie i sensownie zbada¢ poziom ludzkiej inteligenji.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• Czy mógªby Pan konkretnie powiedzie¢, o si� zmieniªo?
• Zmieniªo si� na przykªad podej±ie do dziei. Na przeªomie XIX i XX wieku ka»dywyhodziª z zaªo»enia, »e zªowiek sam uzy si� odziennego »yia. Dzi± doro±liwierz¡, »e dzieiom nale»y wpoi¢ tzw. mentaln¡ kompetenj�, która wykrazadaleko poza sfer� dziei�ej odzienno±i i zwykªyh potrzeb: rodzina wyhodzina spaer, dzieko widzi krow� i mówi: �To jest krowa.� Dawniej powiedzianoby malowi: �Nie odzywaj si�, póki nikt i� nie zapyta!� W dzisiejszyh zasahrodzie iesz¡ si� i woªaj¡ rozradowani: �Bardzo dobrze, Jasiu! To jest krówka!A jak ona robi?� W ten sposób opiekunowie staraj¡ si� stymulowa¢ dziei�¡iekawo±¢ ±wiata.
• Oeniaj¡ przeszªo±¢ na podstawie wspóªzesnyh kryteriów, doszliby-±my wi� do wniosku, »e przei�tnie inteligentna osoba z przeªomu wie-ków byªa upo±ledzona umysªowo.
• I to wªa±nie pokazuje, »e nie mo»na porównywa¢ testów na inteligenj� z tym,o naprawd� powinni±my rozumie¢ pod tym poj�iem. Szzerze mówi¡, termininteligenja zaz¡ª mnie ju» nudzi¢. Nie mamy »adnyh podstaw, aby twierdzi¢, »enasze umysªy funkjonuj¡ lepiej od umysªów naszyh przodków.
• Od którego momentu w historii mo»na zaobserwowa¢, »e iloraz inteli-genji w spoªeze«stwie stawaª si� oraz wy»szy?
• Staªo si� to z pewno±i¡ wraz z nadej±iem rewoluji przemysªowej pod konieXIX wieku. Wsz�dzie pojawiªy si� maszyny i ka»dy, kto praowaª w fabrye iobserwowaª ih dziaªanie, mógª lepiej zrozumie¢ teori� przyzyny i skutku. W tensposób zaz�ªa rozwija¢ si� my±l naukowa.
• Niektórzy naukowy twierdz¡, »e wzrost ilorazu inteligenji idzie w parzeze zmianami w nawykah »ywieniowyh.
• Zanim odkryªem �efekt Flynna�, »aden z powa»nyh naukowów zajmuj¡yh si�od»ywianiem nie twierdziª, »e dzi± mªodzi ludzie jedz¡ lepiej ni» przed 40 laty.Je»eli w ogóle jest jaka± ró»nia, to wªa±nie wspóªzesna mªodzie» niszzy swojezdrowie fast-foodami.
• A jaki wpªyw na wzrost inteligenji w spoªeze«stwie miaªa zmiana mo-delu rodziny?
• Rodzina jest oraz mniejsza i poi¡ga to za sob¡ powa»ne skutki. Rodzie jedynakamaj¡ du»o wi�ej zasu, aby pobudza¢ umysª swojego dzieka oraz dawa¢ mu orazwi�ej j�zykowyh i intelektualnyh bod¹ów. Zmieniª si� równie» sposób sp�dza-nia wolnego zasu. Dawniej, gdy mój tata wraaª do domu, byª tak zm�zony, »enie miaª siªy na »adne intelektualne rozrywki. Dzi± w zasie wolnym gra si� w gryplanszowe zy gry wideo, w któryh operuje si� abstrakyjnymi symbolami i �gu-rami, które nie maj¡ »adnego odniesienia do realnej rzezywisto±i. Na przeªomieXIX i XX wieku jedynymi abstrakyjnymi symbolami byªy karty do gry. Jednakosoby gª�boko religijne wyklinaªy nawet ten sposób sp�dzania wolnyh hwil. Mojaprababia na przykªad paliªa ka»d¡ tali� kart do gry, któr¡ znalazªa. Dzi± symbolenie funkjonuj¡e w konkretnej rzezywisto±i otazaj¡ nas ze wszystkih stron ipomagaj¡ naszemu rozumowi poj¡¢ ±wiat abstrakji.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



350 DODATEK A. CZY GROZI NAM INTELEKTUALNY UPADEK?
• Czy o ka»dym, kto opanowaª umiej�tno±¢ abstrakyjnego my±lenia, mo»napowiedzie¢, »e jest inteligentny?
• Nie. Ludzie, którzy potra�¡ abstrahowa¢ od konkretnyh sytuaji i posiadaj¡ zdol-no±¢ logiznego argumentowania, maj¡ pewien rodzaj inteligenji, który pozwalaim osi¡ga¢ dobre wyniki w testah. Jednak nie jest to inteligenja krytyzna.Równie» osoby z religijnymi uprzedzeniami mog¡ by¢ ±wi�ie przekonane o tym,»e Bóg stworzyª ±wiat. Krytyzna inteligenja to zdolno±¢ podawania aksjomatóww w¡tpliwo±¢. Niestety bardzo niewiele uniwersytetów oferuje nam wyksztaªeniewystarzaj¡o dobre, aby opanowa¢ t� umiej�tno±¢.
• Dzisiejsza mªodzie» sp�dza dªugie godziny, graj¡ w gry wideo zy ste-ruj¡ awatarami w wirtualnyh ±wiatah. Czy mo»na podejrzewa¢, »e imªodzi ludzie b�d¡ kiedy± bardziej inteligentni ni» ih rodzie?
• Ludzki umysª powoli doiera do momentu, kiedy krzywa ilorazu inteligenji osi¡-gnie swój najwy»szy punkt i zaznie spada¢. Nie ma ju» praktyznie na ±wieieludzi, którzy nie hodziliby do szkoªy, a ramy naszego wolnego zasu nie znajd¡ju» miejsa dla wi�kszej ilo±i bod¹ów poznawzyh. Przyzyny wzrostu ilorazuinteligenji w spoªeze«stwie zazynaj¡ wi� powoli zanika¢. Wspóªzesny ±wiatbombarduje nas oraz to nowymi ±rodkami pobudzaj¡ymi, hoia»by takimi jakstrzelanina zy morderstwo w grze komputerowej. Jak wi� mo»na ozekiwa¢ odmªodyh ludzi, »eby zytali Karola Dikensa? Oni nie potra�¡ ju» przebrn¡¢ przez400 stron ksi¡»ki, na któryh nie dohodzi do »adnego trzymaj¡ego w napi�iupo±igu za morder¡. Najbardziej martwi mnie to, »e sami nie zauwa»aj¡, ile wten sposób tra¡.
• Tak my±l¡ tylko ludzie, którzy wyhowali si� na ksi¡»kah. �wiat jestjednak dynamizny i ustawiznie si� zmienia.
• Na uniwersyteie wykªadam �lozo�� moralno±i. Czy gdyby moi studeni wierzyli,»e ±redni zarobek jest pi�¢ razy wy»szy ni» w rzezywisto±i, to byªoby to z po-»ytkiem dla ih umiej�tno±i dokonywania oeny moralnej pewnyh zynów? Lubgdyby s¡dzili, »e praowniy �zyzni s¡ leniwi? Je»eli przezytaliby ksi¡»k� o prayw kopalni, wiedzieliby, »e nie do ka»dego »yie u±miehn�ªo si� tak szeroko jak donih. Nie jestem zwolennikiem ksi¡»ki samej w sobie, ale niezwykle eni� ludzi,któryh horyzonty przekrazaj¡ granie ih grupy spoªeznej.
• Jednak musi Pan przyzna¢, »e dzi�ki portalom takim jak Google zyWikipedia, mo»na ªatwo zdoby¢ wiele ennyh informaji.
• Rzezywi±ie. Mo»na na przykªad sprawdzi¢, ilu �ydów zgin�ªo w zasah Holo-austu. Jednak nigdy nie b�dzie to to samo, o przezyta¢ �Dziennik� Anne Frank.�adne inne medium nie ksztaªi naszej zdolno±i odzuwania tak, jak robi to lite-ratura. Moim zdaniem haotyzne nagromadzenie faktów w interneie nigdy niedotrzyma kroku ksi¡»kom.
• Czy mo»emy wi� jeszze uratowa¢ nasze dziei przed upadkiem inte-lektualnym, zytaj¡ im ksi¡»ki?Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)
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• Dzieka nie da si� oszuka¢. Ono bardzo wyra¹nie widzi, zy rodzie robi¡ o± zpozuia obowi¡zku, zy wkªadaj¡ w to aªe sere. Wszystkim rodziom zawszeradz�, »eby starali si� rozwija¢ w swoih poiehah pasje. Kiedy pytaj¡, jak maj¡to robi¢, mówi� im, »eby po prostu sami mono wierzyli we wªasne ideaªy. Dzieiomnie mo»na kaza¢ je±¢ szpinaku, a samemu krzywi¢ si� z obrzydzenia, maj¡ go natalerzu.
• A zy inteligenja, któr¡ nasze dziei odziedziz¡ po starszyh pokole-niah, nie mo»e uhroni¢ ih przed upadkiem?
• Rzezywi±ie pewne elementy naszej inteligenji s¡ dziedzizne. Jednak najpraw-dopodobniej wpªyw uwarunkowa« genetyznyh na funkjonowanie mózgu wynosizaledwie 25 pro. Geny s¡ istotne, ale wiara we wªasne ideaªy odgrywa jeszzewa»niejsz¡ rol�.
• Do zego b�dziemy w przyszªo±i potrzebowa¢ testów na inteligenj�?
• W poª¡zeniu z innymi testami b�d¡ one zawsze miaªy istotne znazenie, na przy-kªad w proedurze przyjmowania nowyh studentów na uzelnie. Nie róbmy sobiejednak zbyt wielkih nadziei. Testy na inteligenj� nie mog¡ zdradzi¢ wiele o zªo-wieku.
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Dodatek BPytaniaRozdziaª ten zawiera list� pyta«, na które, uwzgl�dniaj¡ poni»sze uwagi, powinno zna¢si� odpowiedzi po zapoznaniu z okre±lon¡ parti¡ materiaªu.Uwaga: Na przestrzeni lat w trakie egzaminów powstaªo wiele niejasno±i nie tyleo do materiaªu ile o do sposobu jego nauki. Prosz� zatem pami�ta¢, »e1. W wi�kszo±i przypadków, pytanie w stylu: �wska»�, �znajd¹� itp. wymaga umie-j�tno±i uzasadnienia podanej odpowiedzi! Zawsze musimy wiedzie¢, dlazego takodpowiadamy. Uzasadnienie w stylu: �Bo tak byªo napisane w ksi¡»e� wystawiajak najgorsze ±wiadetwo odpowiadaj¡emu.2. Uzymy si� z sensem!!! Znajmo±¢ de�niji zy twierdzenia (nawet z dowodem) bezrozumienia ih i umiej�tno±i zastosowania jest bez sensu i trudno w takiej sytuajimówi¢ o ih znajomo±i!3. Uzymy si� kompleksowo! Je±li w jakim± temaie pojawi¡ si� inne terminy to ihte» si� uzymy. Je±li np. w zaªo»eniah twierdzenia o zbie»no±i reguªy pereptronupojawia si� separowalno±¢ liniowa, to uz¡ si� tego twierdzenia uzymy si� te» oto jest separowalno±¢ liniowa. Niestety nie dla wszystkih jest to ozywiste.O sztuznej inteligenji ogólnie 1. Co to jest inteligenja? Jak j¡ mo»emy zde�-niowa¢?2. Co to jest sztuzna inteligenja?3. Co nale»y do gªównyh zada« sztuznej inteligenji?4. Co oznaza termin �maszyna my±l¡a w sensie Turinga�? Na zym polega testTuringa?5. Czym ró»ni si� rahunek zda« od rahunku predykatów?6. Podaj przykªady zda« atomowyh i zªo»onyh rahunku predykatów i ra-hunku zda«.7. Przeksztaªi¢ wyra»enie rahunku zda« do postai klauzulowej.8. Co oznaza aªkowita falsy�kowalno±¢ rezoluji? Jak mo»emy z niej skorzy-sta¢?9. Co to jest klauzula Horna?Algorytmy przeszukiwania 1. Dla zadanego grafu wypisz wierzhoªki jakie zostan¡odwiedzone w wyniku stosowania przeszukiwania wszerz lub w gª¡b.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



354 DODATEK B. PYTANIA2. Opisz algorytm Hill Climbing, Best First Searh.3. Dla zadanego �grafu� wypisz wierzhoªki jakie zostan¡ odwiedzone w wynikustosowania algorytmu Hill Climbing, Best First Searh.4. Opisz idee algorytmu Means-Ends Analysis.5. Opisz idee algorytmu Mini-Max.6. Dla zadanego drzewa gry wybierz optymalny ruh stosuj¡ algorytm Mini-Max.Sztuzne siei neuronowe 1. Co to jest neuron? Opisz budow� neuronu biologiz-nego i jego matematyzny model.2. Wymie« przykªadowe zastosowania sztuznyh siei neuronowyh.3. Wymie« ehy sztuznyh siei neuronowyh.4. Co to jest funkja aktywaji. Podaj przykªady.5. Opisz podstawowe arhitektury siei neuronwyh.6. Opisz podstawowe modele nauki siei neuronowyh.7. Omów reguª� pereptronu.8. Co oznaza separowalno±¢ (absolutna separowalno±¢) liniowa? Kiedy zbiórseparowalny liniowo jest absolutnie separowalny liniowo?9. Udowodnij, »e reguªa pereptronu jest zbie»na.10. Wyprowad¹ wzory dla reguªy delta.11. Omów zasad� propagaji wsteznej.12. Dlazego algorytm najszybszego spadku tak wªa±nie si� nazywa?13. Podaj przykªad bª�dnego dziaªania metody najszybszego spadku (rozbie»no±¢metody, osylaje itp).14. Metoda najszybszego spadku z minimalizaj¡ kierunkow¡ posiada pewne in-teresuj¡e wªasno±i. Napisz jakie to s¡ wªasno±i i je wyka». (prostopadªo±¢kierunków, generowanie si¡gu punktów w któryh minimalizwoana funkja mao raz mniejsze warto±i).15. Opisz metod� Newtona minimalizaji funkji.16. Opisz metod� momentu.17. Co to jest kwantyzaja, klastrowanie?18. Na zym polega mehanizm wspóªzawodnitwa pomi�dzy neuronami?19. Kiedy i dlazego stosujemy normalizaj�? Czy zwsze przynosi ona ozekiwaneefekty?20. Omów algorytm Kohonena.21. Na zym polega analiza gªównyh skªadowyh?22. Opisz mehanizm uzenia siei w opariu o reguª� Hebba.23. Jaki jest zwi¡zek siei samoorganizuj¡ej si� w opariu o reguª� Hebba i ana-lizy gªównyh skªadowyh?24. Co to jest radialna funkja bazowa?25. Co to jest f -separowalno±¢?Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



35526. O zym mówi twierdzenie Covera?27. Opisz budow� neuronowej siei radialnej?28. Opisz budow� siei Hop�elda.29. Opisz ykl pray siei Hop�elda?30. Co oznaza poj�ie stabilno±i siei?31. Co to jest funkja energii? Co mozna powidzie¢ o zahowaniu si� funkjienergii w siei Hop�elda?32. Wyja±nij dlazego sie¢ Hop�elda �nie odró»nia� obrazu od jego negatywu?33. Co nazywamy pojemno±i¡ siei? Co mo»na powiedzie¢ o pojemno±i sieiHop�elda uzonej klasyzn¡ metod¡ opart¡ o reguª� Hebba.34. Dokonaj porównania pomi�dzy sieiami radialnymi, samoorganizuj¡ymi si�,rekurenyjnymi i skierowanymi do przodu.35. Omów algorytm kaskadowej korelaji Fahlmana.36. Co to s¡ rozszerzenia funkyjne Pao?37. Podaj de�nij� zbioru rozmytego.38. Omów rol� poszzególnyh bloków sterownika rozmytego i podaj sposób ihrealizaji w tehnologii siei neuronowyh.39. Znaj¡ funkje przynale»no±i i reguªy zaprojektuj sie¢ neuronow¡ peªni¡¡rol� sterownika rozmytego.Algorytmy genetyzne 1. Opisz poszzególne kroki algorytmu genetyznego.2. Zaproponuj reprezentaj� lizb rzezywistyh z zakresu [−7.5, 7.5] mo»liw¡ dou»yia w algorytmie genetyznym.3. Na zym polega krzy»owanie/mutaja?Zbiory rozmyte 1. Podaj de�nij� zbioru rozmytego.2. Podaj przykªadowe postai funkji przynale»no±i.3. Okre±l dziaªania sumy, ilozynu i dopeªnienia zbioru rozmytego.4. Co nazywamy lizb¡ rozmyt¡. Okre±l operaje �arytmetyzne� na lizbahrozmytyh.5. Przedstaw budow� sterownika rozmytego i opisz jego bloki.6. Opisz algorytm konstruowania bazy reguª rozmytyh.7. Co nazywamy wyostrzaniem? Jak je lizymy?Prolog 1. Czym jest prolog? Na zym polega istota programowania w tym j�zyku?2. Jak nale»y rozumie¢ obiekt w sensie Prologa?3. Co to jest relaja?4. Podaj przykªad reguªy Prologa.Inne 1. Na zy polega metoda Monte-Carlo.2. Czym jest Boid? Przedstaw przykªadowe zadnia i reguªy rz¡dz¡e zahowa-niem Boidów.Sztuzna inteligenja. Podr�znik. . . ©2008 by P. Fulma«ski, M. Grzanek (ostatnia mody�kaja: 28 maja 2010)



356 DODATEK B. PYTANIA3. Dla zadanego automatu Moore'a i sekwenji sygnaªów wej±iowyh wygene-rowa¢ i¡g sygnaªów wyj±iowyh.4. Co to jest drzewo deyzyjne? Wyja±nij i je±li to koniezne, podaj odpowiedniprzykªad.
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